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Introduccion

Desde principios del siglo pasado, el uso de modelos graficos (Lauritzen 1996) para
representar distintos tipos de sistemas es conocido en distintas disciplinas cientificas
como la Fisica Estadistica, en el estudio de sistemas de particulas donde cada una de
ellas interactia con las que estan situadas en su proximidad. Para representar de forma
sencilla las relaciones de vecindad entre particulas, se utilizaron grafos no dirigidos. A
partir de ahi, el uso de estructuras graficas para representar problemas cientificos se
mostré como un medio para llegar a una mejor comprension y resolucién de los mismos.
Surgieron entonces trabajos que aplicaban ideas similares en distintas disciplinas, como
la genética, con la representacion de la herencia de cualidades entre individuos mediante
grafos dirigidos. En general, podria decirse que los modelos grdficos son formas de
representar interacciones entre entidades de un modelo mediante grafos, siendo, por

tanto, una herramienta universal ampliamente utilizada.

Estos modelos han sido profundamente estudiados en Estadistica desde principios
de la década de los 80 del pasado siglo, principalmente como representaciones de mode-
los probabilisticos factorizables o descomponibles (Darroch, Lauritzen, y Speed 1980;
Lauritzen, Speed, y Vijayan 1984; Lauritzen 1996). Pero también dentro del campo
del andlisis de datos los modelos graficos son una herramienta que cobra cada vez més

importancia desde la publicacion del trabajo de Whittaker en 1990.

El empleo de los modelos graficos para el andlisis de datos en lugar de otros métodos
multivariantes ha abierto nuevas perspectivas en este campo, entre las que podemos

citar las siguientes:

= Andlisis de grandes volimenes de datos con numerosas variables.
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= Anadlisis de datos con semantica facilmente interpretable para variables cualitati-

vas, en base al concepto de separacion direccional o d-separacion.

» Posibilidad de analizar modelos en los que aparezcan variables discretas y conti-

nuas simultdneamente.

= Posibilidad de incorporar conocimiento cualitativo y cuantitativo sobre el modelo

por un experto en el area.

Pero quizés el mayor desarrollo de estas técnicas se ha alcanzado a raiz de su aplica-
cién en el campo de la Inteligencia Artificial, como herramientas para la representacion
y manipulacién del conocimiento en sistemas expertos capaces de emular el compor-
tamiento de un experto humano en un dominio concreto. El uso de la Teoria de la
Probabilidad para manejar la incertidumbre en el conocimiento dio origen a los llama-
dos sistemas expertos probabilisticos, ampliamente estudiados en la literatura (Castillo,
Gutiérrez, y Hadi 1996; Cowell, Dawid, Lauritzen, y Spiegelhalter 1999; Jensen 1996;
Jensen 2001; Pearl 1988; Shafer 1996).

Un modelo gréfico, tanto si es el resultado de analizar un conjunto de datos como
si es la base de conocimiento de un sistema experto, puede ser utilizado para trazar
conclusiones sobre las variables del sistema que representa ante la llegada de nueva in-
formacién. Los primeros trabajos en este sentido se deben a Kim y Pearl (1983) y Pearl
(1986a, 1986b, 1988), que desarrollaron métodos de inferencia en modelos graficos pro-
babilisticos donde el grafo asociado es un arbol o un polidrbol. Posteriormente, Shafer
y Shenoy (1988) y Lauritzen y Spiegelhalter (1988) presentan esquemas de inferencia
(propagacién) para grafos dirigidos aciclicos en general, basdndose en una estructura
auxiliar llamada drbol de cliques. Estos esquemas fueron mejorados posteriormente por
Jensen et al. (Jensen, Olesen, y Andersen 1990; Jensen, Lauritzen, y Olesen 1990) con
el esquema implementado en el sistema HUGIN (Andersen, Olesen, Jensen, y Jensen
1989), y més recientemente por Shenoy (1997), Schmidt y Shenoy (1997) y Madsen y
Jensen (1999).

Todos los esquemas de inferencia citados anteriormente son ezactos. Sin embargo, el

problema de la propagacién exacta es NP-duro (Cooper 1990), por lo que en la practica,
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los métodos exactos no seran aplicables si el tamafio del problema es suficientemen-
te grande. Aunque el problema de la propagacién mediante métodos aproximados es
también NP-duro (Dagum y Luby 1993), la clase de problemas que se pueden tratar

es mas amplia.

La mayor parte de los métodos aproximados se basan en técnicas de simulacién por
Monte Carlo para obtener una estimacién de la distribucién a posteriori (Bouckaert,
Castillo, y Gutiérrez 1996; Cano, Hernandez, y Moral 1996; Fung y Chang 1990; Hen-
rion 1988; Jensen, Kong, y Kjaerulff 1995; Pearl 1987; Salmeron, Cano, y Moral 2000;
Salmerén y Moral 2001; Shachter y Peot 1990), o bien en simplificaciones determinis-
tas del problema (Cano y Moral 1997; Cano, Moral, y Salmerén 2000; Cano, Moral, y
Salmeron 2002; Cano, Moral, y Salmerén 2003; Kjaerulft 1993; Kjerulff 1994; Jensen y
Andersen 1990D).

En el caso de aplicaciones préacticas en el ambito del andlisis de datos, es frecuen-
te enfrentarse a problemas en los que aparecen simultdneamente variables discretas y
continuas. En este caso, el uso de los métodos citados anteriormente no es, en general,
posible de una forma directa. El problema se ha resuelto para casos particulares en
los que las variables siguen un modelo probabilistico concreto, como es la distribucion
condicional gaussiana (Lauritzen y Wermuth 1989; Lauritzen 1992; Olesen 1993), en la
que la marginal sobre las variables discretas es multinomial y sobre las continuas condi-
cionada a las variables discretas es normal multivariante. También se han desarrollado
aplicaciones con otros modelos, como el uso de redes con variables beta para determi-
nar la resistencia de estructuras de hormigén (Castillo y Gutiérrez 1998). Cuando las
variables no se ajustan a los modelos anteriores, la solucién més general consiste en
discretizar las variables continuas, adoptando a partir de entonces un tratamiento simi-
lar a las discretas (Dougherty, Kohavi, y Sahami 1995; Christofides, Tanyi, Whobrey,
y Christofides 1999; Kozlov y Koller 1997).

Recientemente han aparecido algunos trabajos en otros modelos (Davies 2002; Da-
vies y Moore 2002).
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Objetivos de la memoria

El objetivo de esta memoria se centra en el desarrollo de métodos para la construc-
ci6n (aprendizaje) de modelos gréficos, en concreto redes bayesianas, para el tratamien-
to de problemas en los que aparecen simultaneamente variables discretas y continuas,
asi como algoritmos eficientes para realizar inferencia sobre las mismas. Para alcanzar

este objetivo hemos establecido las siguientes etapas:

1. FEstudio de las redes bayesianas discretas. Abarca la revision de los modelos espe-
cificados mediante una red bayesiana con variables discretas, asi como los métodos
principales para realizar inferencias sobre ellas. Como herramientas para el anali-
sis de datos, este estudio incluira el proceso de obtencion de las redes a partir de

muestras.

2. Estudio de los métodos para el tratamiento de variables continuas. Se recopilaran
los métodos mas relevantes de tratamiento de problemas con variables discretas y
continuas que se encuentran en la literatura, centrandonos en la discretizacién y
en los modelos condicionales gaussianos. Este estudio debe detectar las carencias

de estos métodos, que serviran de base al desarrollo de nuevos marcos de trabajo.

3. Definicion de un modelo probabilistico para variables multidimensionales miztas.
El modelo debe ser tal que permita un tratamiento uniforme de las variables
discretas y las continuas. También debe de permitir el uso de algoritmos de pro-
pagacion estandar. Se debe abordar también la definicién de las estructuras de

datos necesarias para manejar dichos modelos.

4. Propuesta de métodos para la construccion de los modelos a partir de datos. Esta

tarea de aprendizaje la divideremos en dos:

» Aprendizaje de distribuciones marginales.

» Estimacion de distribuciones condicionadas.
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Organizacion por capitulos

En el primer capitulo haremos un breve repaso de las cuestiones basicas de las redes
bayesianas discretas, como primera toma de contacto con el tema. Empezaremos por las
definiciones mas bdsicas, para centrarnos posteriormente en algunos de los algoritmos
de propagacién que podemos aplicar a las redes bayesianas discretas, con la intencién
de adaptarlos posteriormente a nuestro esquema particular mixto. Con ese fin habla-
remos de los algoritmos basados en calculos locales, explicando las estructuras que son
necesarias para poder llevar a cabos dichos algoritmos. Veremos el algoritmo HUGIN
y el algoritmo Shenoy-Shafer, dentro de los exactos, y dentro de los aproximados in-
troduciremos de entre los métodos de simulacion el MCMC. Acabaremos este primer
capitulo con una breve resefia acerca de cuestiones de aprendizaje en redes discretas,

tanto estructural como paramétrico.

En los capitulos dos y tres hacemos una recopilacion de las distintas alternativas
de las que disponemos cuando nos enfrentamos a variables continuas en el marco de
las redes bayesianas. Concretamente, dedicamos el capitulo dos de la memoria a la
discretizacion, centrandonos en el método de discretizacién no uniforme propuesto por
Kozlov y Koller (1997), que trata de discretizar las variables continuas pero no de
forma individual tal y como se venia haciendo de forma casi sistemdtica, sino que
plantea dividir el dominio de las variables continuas teniendo en cuenta a la vez a
todas ellas, permitiendo por tanto un mejor ajuste a los datos. Proponen a su vez un
método de discretizacion dindmico que tenga en cuenta la probabilidad de la evidencia

que se introduce en la red.

El tercer capitulo trata del modelo condicional Gaussiano, en el que cohabitan
variables continuas y discretas dentro de una red bayesiana (Lauritzen 1992; Cowell,
Dawid, Lauritzen, y Spiegelhalter 1999). Explicamos su definicién de potenciales y las
operaciones permitidas sobre ellos, lo que nos lleva entonces a los conceptos de margi-
nalizaciones fuertes y débiles, y a partir de ahi a la forma de propagar probabilidades,
comentando los problemas que surgen, fundamentalmente debido a la restriccién de

que variables continuas no pueden tener hijos discretos.
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Es a partir del cuarto capitulo cuando presentamos nuestro modelo propio para
variables mixtas, el modelo MTE. Definimos los potenciales asociados, las operaciones
permitidas y una estructura adecuada para su representacion: los arboles de probabi-

lidad mixtos.

Los capitulos cinco y seis abordan la cuestiéon del aprendizaje a partir de datos
de los potenciales previamente definidos. Para ello, en el quinto capitulo resolvemos
el problema de estimar una distribucion MTE univariante, fijAindonos en tres cuestio-
nes principalmente; particién del dominio, determinacién de la forma funcional de la

distribucién y estimacién de los pardmetros necesarios.

En el sexto capitulo retomamos el problema original, y nos planteamos aprender
distribuciones condicionadas. Aplicando métodos propios de arboles de clasificacion y
utilizando la estimacién de distribuciones univariantes del capitulo anterior obtenemos
un método de estimacion de distribuciones condicionadas, que mejora los métodos

clasicos de discretizacion.

En el capitulo siete adaptamos a nuestro modelo los algoritmos que estudiamos en
el primer capitulo, probando que podemos realizar las mismas operaciones de propa-
gaciéon de probabilidades sobre redes bayesianas cuyos potenciales sean MTE, y estén
representados por arboles de probabilidad mixtos. Concretamente, para poder aplicar
el algoritmo Penniless definimos una nueva operacién sobre los potenciales MTE, la po-
da de arboles. De igual modo, para aplicar de forma correcta el método MCMC, damos

un método para la simulaciéon de variables MTE, basado en el método de inversién.

Concluimos la memoria con un capitulo de conclusiones y lineas abiertas, donde
resumimos los objetivos alcanzados en la realizacion de esta tesis, y comentamos al-
gunas de los problemas abiertos relacionados con el modelo MTE sobre los que seguir

trabajando.

Antes de presentar la bibliografia consultada para la confeccion de esta memoria,
incluimos un Anexo en el que detallamos el proceso de implementacién de los algorit-
mos que hemos llevado a cabo, para el cual hemos utlizado las librerias del programa

Elvira, aplicacion construida en lenguaje JAVA para el tratamiento de modelos graficos
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probabilisticos.






Capitulo 1

Redes Bayesianas Discretas

El planteamiento general en todo analisis de datos puede expresarse por la siguiente

figura :

/ - \

DATOS CONCLUSIONES

A partir de unos datos empiricos construimos modelo con la que identificamos las
variables que intervienen en el sistema objeto de anélisis, asi como las relaciones que hay
entre ellas, y usamos ese modelo para obtener ciertas conclusiones acerca del problema

original planteado.

Durante toda la memoria nos centraremos en el caso de los modelos grdficos, que
constan de una parte cualitativa donde se expresan las relaciones entre las variables
mediante enlaces entres ellas, y una parte cuantitativa donde se cuantifica la fuerza de
esas relaciones. En concreto estudiaremos las redes bayesianas, donde las relaciones de

las variables se cuantifican en términos de probabilidades.
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., Qué beneficios proporciona usar una red bayesiana en lugar de alguna otra he-
rramienta clasica de andlisis multivariante? Las ventajas son dos fundamentalmente;
primero que podemos trabajar con un gran nimero de variables al mismo tiempo, cosa
que puede resultar bastante complicada con las técnicas clasicas, pero sobre todo la
representacion grafica que obtenemos con la red bayesiana, en la que se observa clara-
mente y a primera vista las relaciones de dependencia/independencia de las variables

en cuestion.

Pasemos pues a definir los conceptos fundamentales que iremos manejando a lo

largo de la memoria.

1.1. Semantica del modelo grafico

La forma de representar las relaciones entre las variables es mediante los llamados

grafos.

Notaremos a las variables por letras mayusculas, como X,Y y Z, mientras que las
letras mayusculas en negrita las usaremos para variables multidimensionales. Si X es

una variable, x denotara un valor de esa variable.

Definicién 1.1 Un grafo es un par de conjuntos G = (X, L), donde X = (X1,...,X,)
es un conjunto finito de elementos (nodos) y L es un conjunto de aristas, es decir, un

subconjunto de pares ordenados de elementos distintos de X.

El concepto de grafo puede definirse de forma mas general: puede permitirse que
dos nodos estén conectados por mas de una arista, o que un nodo esté conectado
consigo mismo. Sin embargo, en nuestro caso, los grafos se utilizan para representar un
conjunto de variables (nodos) y unas relaciones de dependencia entre ellas (aristas),
por lo que nos basta con la definicion dada.Veamos algunas consideraciones més que

necesitaremos sobre los grafos:

Definicién 1.2 Dado un grafo G = (X, L), L;; representa la arista entre X; y X, si
LijeLylLj ¢ L, laarista L;; se denomina dirigida y se denota mediante X; — X;.
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(x) () O
) ) ()

a) Cola con cola b) Cabeza con cola c) Cabeza con cabeza

Figura 1.1: Tipos de enlaces en un grafo dirigido aciliclo

Definicion 1.3 Un camino del nodo X; al nodo X; es una sucesion de nodos
(X4, .-, Xi,), comenzando en X;, = X; y finalizando en X;, = X;, de forma que
eriste una arista del nodo X;, al nodo X, , k=1,...,7r—1.

La longitud del camino, (r — 1), se define como el niimero de aristas que contiene,

y un camino se dird cerrado si el nodo inicial coincide con el final, esto es, X; = Xj.

Definicién 1.4 Dado un grafo G = (X, L) se llama subgrafo de G a G4 = (A, La) si
ACX yLyCEN(Ax A).

Definicién 1.5 Liamamos grafo dirigido aciclico a todo grafo cuyas aristas sean

todas dirigidas y ninguno de sus caminos cerrado.

Proposicion 1.1 Dado un grafo dirigido aciclico, todas las conexriones entre nodos

que nos podemos encontrar son: cola con cola, cabeza con cola y cabeza con cabeza (ver
figura 1.1).

Definicién 1.6 Sea G = (X, L) un grafo dirigido aciclico. Sea Xx C X, X;, X, €
X\ Xk y a un camino entre X; y X;. Se dice que el camino estd bloqgueado por Xy si

se cumple alguna de estas dos condiciones:
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1. FExiste algun vértice Xy, € Xk del camino « tal que los arcos incidentes en X se

encuentran cola con cola o cabeza con cola.

2. Hay algun vértice X, € X del camino « tal que los arcos incidentes en X se
encuentran cabeza con cabeza, y es tal que ni Xy ni ninguno de sus descendientes

estin en Xg.

Las relaciones de independencia entre variables se expresan en un grafo mediante

el concepto de d-separacion (Pearl 1987).
Definicién 1.7 Sea G = (X, L) un grafo dirigido aciclico.
1. Sean Xk G X y X;,X; € X\ Xk. Se dice que X; y X; estin d-separados por
Xk sty sélo si cualquier camino entre X; y X; estd blogueado por Xk
2. Sean Xk, Xk,, Xg & X y disjuntos. Se dice que Xk, y Xk, estdn d-separados
por Xg st cualquier camino entre X; € Xk, y X; € Xk, estd blogueado por X .
La d-separacién entre nodos del grafo se corresponde en los modelos graficos pro-
babilisticos con independencia condicional de las correspondientes variables aleatorias.

Por tanto, los tres tipos de enlaces que aparecen en un grafo dirigido aciclico se

corresponden a las siguientes independencias:

» Figura 1.1, a) y b): las variables X; y X3 serdn independientes dado la variable
Xo.

» Figura 1.1, c¢): las variables X; y X3 serdn independientes si no conocemos la

variable X5 ni ninguno de sus descendientes.

1.2. Redes bayesianas

Pero un modelo grafico probabilistico no es sélo la representacién cualitativa, sino

también cuantitativa, de las relaciones de las variables, y lo representaremos asignando
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nimeros a cada uno de los arcos de los ejemplos anteriores. Si A es el padre de B, es
natural que P(B|A) sea el nimero que represente la fuerza del enlace entre A y B, pero
si C' es también padre de B, entonces las dos probabilidades, P(B|A) y P(B|C), por
si solas no nos dicen nada de como se relacionan entre si las tres variables, ya que pueden
interaccionar de diferentes formas, por lo que necesitamos especificar P(B|A, C).

Para fijarlo claramente, introducimos la definiciéon de red bayesiana.

Definicién 1.8 Una red bayesiana es un par (G, P) donde G es un grafo dirigido
aciclico en el que cada vértice es una variable aleatoria, P = {p(z1|m1),...,p(xn|7n)}
es un conjunto de n funciones de probabilidad condicionada, una para cada variable,
y m; es el conjunto de padres del nodo X; en G. El conjunto P define una funcion de

probabilidad asociada mediante la factorizacion

n

p(x) =] [plilm:) =€ Qx (1.1)

=1

donde Q2x es el conjunto de posibles valores de la variable X .

Las distribuciones de probabilidad y los resultados de operar con ellas las expresa-

remos como potenciales (Lauritzen y Spiegelhalter 1988):

Definicién 1.9 Dado un conjunto de variables Xy, llamaremos potencial a cualquier

funcidn f: Qx, = Ry .

De forma intuitiva, podemos decir que los potenciales representan informacién pro-

babilistica sobre un conjunto de variables.

A continuacién definiremos una serie de operaciones primitivas para manipular

dicha informacién.!:

IEstas operaciones son genéricas, dependiendo de la forma de los potenciales, las definiremos m4s

precisamente cuando sea necesario.



14 Capitulo 1: Redes Bayesianas Discretas

Definicién 1.10 Dado un potencial f definido sobre un conjunto de variables Xy, y
dado J C I, se define la marginalizacion de f sobre las variables X; (o la elimina-
cion de las variables con indices en I\ J) como un nuevo potencial f+' definido sobre

el conjunto de variables con indices en J dado por la expresion

M= Y fly), VxeQx,

yeQx,, y¥/=x

Definicién 1.11 Dados r potenciales f1,..., f,, cada uno de ellos definido sobre los
conjuntos dx, ,...,8dx, , se define su combinacion o producto como un potencial

definido sobre el conjunto de variables con indices en I = ,LTJIIZ- y dado por la expresion
1=
,
fx) =[] fix"), vxeQx,.
i=1

Definicién 1.12 Sea f un potencial definido para el conjunto de variables con indices
en I, sea un conjunto de wvariables X;, J C I y un elemento fijo xo € Qx,. La
restriccion de f a los valores X es un nuevo potencial fEX7=*0) definido sobre las

variables con indices en I\ J de acuerdo con la siguiente expresion:

]cR(X.}:XO)(X) = f(y), Vx € QXI\J

tal que y € Qx, es tal que y“\J =xe y“ = Xp.

En nuestro caso, al tratar en este capitulo exclusivamente con variables discretas y
finitas, los potenciales serdn tablas, con tantas entradas como posibles configuraciones

haya de las variables involucradas.

La factorizacién de la distribucién de probabilidad de una red bayesiana se obtiene
de forma sencilla a partir del grafo dirigido considerando un conjunto de funciones de

probabilidad condicionada que involucran a cada nodo con sus padres, como vimos en

(1.1).
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1.3. Propagaciéon de probabilidades. Algoritmos e-

xactos

Una de las opciones mdas importantes de una red bayesiana consiste en obtener
conclusiones a medida que se va conociendo mds informacién o ewvidencia. Por ejemplo,
en el drea médica puede ser obtener un diagnéstico para un determinado paciente
que presenta ciertos sintomas ( evidencia ). El mecanismo para obtener conclusiones
a partir de la evidencia se conoce como propagacion de la evidencia o, simplemente,
propagacion. Esta tarea consiste en actualizar las probabilidades de las variables en
funcién de las observaciones. En el caso del diagnéstico médico, se trata de conocer las
probabilidades de cada una de las enfermedades, dados los sintomas observados en el

paciente.

Supéngase un conjunto de variables discretas X = {X;,..., X,;} y una funcién de
probabilidad p(x) en X. Cuando no se dispone de ninguna informacién, es decir, cuando
no existe evidencia, el proceso de propagacion consiste en calcular las probabilidades
marginales p(X; = z;), también denotadas por p(x;), para cada X; € X. Estas pro-
babilidades proporcionan informacién a priori sobre los distintos valores que pueden

tomar las variables.

Cuando se dispone de cierta evidencia, es decir, cuando se conoce un conjunto de
variables E C X que tienen asociadas los valores X; = e;, para X; € E, el proceso de
propagacién debe tener en cuenta estos valores para calcular las nuevas probabilidades

de las variables.

Asi, la propagacion de la evidencia consiste en calcular las funciones de probabilidad
condicionada p(z;|e) para cada variable X; ¢ E, dada la evidencia E = e. Estas
funciones de probabilidad condicionada miden el efecto producido por la evidencia en
cada variable. Cuando no se dispone de evidencia, (E = ), las funciones condicionadas

son simplemente las funciones de probabilidad marginal p(x;).

Al tratarse de funciones de probabilidad condicionada, la forma usual de calcular

estas funciones es
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p(z;,e)
p(e)

p(zile) = o p(z;, e)

Por tanto, se puede obtener p(z;|e), calculando y normalizando las probabilidades

marginales p(z;, e); de esta forma se tiene

p(z;,e) = Z Pe(Tiy- -y Tn),
x\{zi,e}
donde pe(z1,...,z,) es la funcién de probabilidad obtenida al sustituir en
p(z1,- .., x,) las variables con evidencia, E, por sus valores, e. Por tanto, para calcular
p(z;, €) ha de sumarse pe(x1,...,2,) para todas las combinaciones posibles de valores
de las variables que no estén contenidas en E, excepto la variable X;. Simplemente lo
que hacemos es marginalizar a partir de la distribucién conjunta, una vez incorporada

la evidencia, mediante la operacion de restriccién.

Debido al alto nimero de combinaciones de valores que conlleva este método resulta
altamente ineficiente y también presenta problemas de almacenamiento; por ejemplo, si
todas las variables de la red son binarias, seria necesario almacenar 2" valores valores de
probabilidad para una red de n variables. Asi esto no es viable para redes medianamente

grandes.

El problema de hacer la propagacion de esta forma es que no se tiene en cuenta la
estructura de independencia contenida en la funcién de probabilidad p(x). El nimero
de célculos necesarios en el proceso de propagacién puede ser reducido de forma consi-
derable, teniendo en cuenta las relaciones de independencia que hay entre las variables
de la funcién de probabilidad p(x). De esta forma puede obtenerse la distribucién a
posteriori mediante calculos locales, acelerando el proceso de inferencia y sin necesidad

de trabajar con la distribucién conjunta.

Basados en esta idea de realizar los célculos localmente hay muchos algoritmos,
como puede ser el algoritmo para inferencia en polidrboles de Pearl (1986b, 1988), los
basados en las técnica de eliminacidn de nodos (Shachter y Peot 1990; Zhang y Poole
1996) y los llamados métodos de agrupamiento (Jensen, Lauritzen, y Olesen 1990;

Jensen, Olesen, y Andersen 1990; Lauritzen y Spiegelhalter 1988). Estos métodos de
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agrupamiento se basan en la construccion de subconjuntos de nodos que capturen las
estructuras locales del modelo probabilistico asociado al grafo. De esta forma, el proceso
de propagacién de evidencia puede ser realizado calculando probabilidades locales ( que
depende de un nimero reducido de variables ), evitando asi calcular probabilidades
globales ( que dependen de todas las variables y que son las dificiles de calcular cuando

el nimero de variables es elevado ).

1.3.1. Arbol de cliques

Como hemos mencionado antes, estos algoritmos no trabajan directamente sobre
la red bayesiana, sino sobre lo que se llama un drbol de cliques, que es un tipo especial

de drbol de grupos.
Definicién 1.13 Un drbol es un grafo no dirigido aciclico.

Definicién 1.14 Un grafo no dirigido se denomina completo si contiene una arista

entre cada par de nodos.

Definicién 1.15 Dado X el conjunto de nodos de un grafo, un drbol de grupos sobre
X es un drbol cuyos nodos son subconjuntos de X, donde para cada par de nodos U,
V', todos los nodos en el camino entre U y V contienen a la interseccion U NV . La

union de todos los nodos es X.

Definicién 1.16 Un subgrafo completo se dice maximal si no es un subgrafo propio

de otro subgrafo completo.
Definicién 1.17 Un subgrafo completo se denomina clique si es mazimal.

Definicién 1.18 Un drbol de uniones se llama drbol de cliques si todos los nodos

son cliques.
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Este arbol de cliques surge del grafo moral, que es un grafo especial que se obtiene

a partir de la red bayesiana.

Definicién 1.19 Un grafo moral asociado a una red bayesiana es un grafo no diri-

gido en el que todos los padres de un mismo hijo estin unidos entre si.

Por tanto, dada una red bayesiana cualquiera, podemos construirnos su grafo moral
asociado simplemente quitando las direcciones de las aristas y conectando todas las
variables de la red que tengan hijos en comin. Ahora que sabemos como obtener el
grafo moral, veamos como obtener el arbol de cliques. Para ello necesitaremos las

siguientes definiciones:

Definicién 1.20 La eliminacion de un vértice de un grafo no dirigido es el proceso
por el cual primero se anaden las aristas necesarias para que ese vértice y sus nodos
adyacentes formen un subgrafo completo y después se elimina del grafo el vértice con

las aristas incidentes en él.

Definicién 1.21 Una cuerda es una arista que une dos nodos de un ciclo y que no

pertenece al ciclo.

Definicién 1.22 Triangular un grafo es anadir cuerdas que dividan los ciclos de
longitud mayor que tres. De esta forma un grafo triangulado tiene ciclos como mucho

de longitud tres.

La siguiente proposicién, (Cowell, Dawid, Lauritzen, y Spiegelhalter 1999; Jensen 1996),
nos dice como triangular un grafo moral, paso intermedio para la obtencion del arbol

de cliques.

Proposicion 1.2 Dado un grafo moral, si establecemos un orden de eliminacion de
las variables y las eliminamos en ese orden, el grafo formado por el grafo original y
las nuevas aristas anadidas en el proceso de eliminacion de las variables resulta ser

triangulado.
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Veamos pues como podemos construirnos un arbol de cliques a partir de un grafo

dirigido aciclico:

ARBOL _CLIQUES(G)

ENTRADA: una red bayesiana G.
SALIDA: un &arbol de cliques 7 asociado a la red G.

1. Construir el grafo moral asociado a la red G.
2. Definir un orden de eliminacién de las variables.
3. Triangular el grafo moral, mediante el proceso de eliminacién de variables.

4. Obtener los cliques que se han ido generando en el proceso de eliminacion de

variables al triangular el grafo moral.
5. Para cada clique C; generado, empezando por el generado en ultimo lugar:

a) Anadir el clique C; al drbol.

b) Anadir una arista entre el clique C; y aquel clique C; del arbol con el que

tenga mas variables en comun, siempre que no formen ciclo.

6. Para cada par de cliques adyacentes del arbol, C; y Cj, si C; C C}, eliminar C; y

la correspondiente arista?

7. DEVUELVE T.

Ejemplo 1.1 Supongamos el siguiente grafo dirigido aciclico :

2De este modo nos aseguramos que los nodos del drbol son cliques maximales del grafo triangulado.
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Para construir un drbol de cliques asociado a él, primero se moraliza el grafo, esto es,
se quita la direccion a las aristas y se unen aquellas variables con hijos en comun, en
nuestro caso X4 y X5 ya que tienen en comun a Xg como hijo. Asi queda el siguiente

grafo moral:

Ahora escogemos una secuencia de eliminacion de variables, por ejemplo la secuencia

X1, Xo, X3, X4, X5, Xg. Eliminemos paso a paso cada una de estas variables :

Eliminar X,. Para que X, y sus nodos adyacentes formen un subgrafo completo se
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aniade una arista entre Xo y X3. Asi el subgrafo completo que se obtiene es el
formado por { X1, Xo, X3}. Al eliminar X, :

Eliminar X,. Se anade una arista entre X4 y X3, con lo que queda el subgrafo com-
pleto {Xo, X3, X4}. Al eliminar Xy queda :

Eliminar X3. Ahora {X3, X4, X5} forma ya de por si un subgrafo completo, por lo que

no hay que insertar ninguna arista adicional. Tras eliminar X3 queda
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Eliminar X,. De nuevo no es necesario anadir ninguna arista, ya que el subgrafo

{X4,X5,X6} es completo. Simplemente se elimina X4:

Eliminar X5. No se insertan aristas, ya que {X5,X¢} es completo obviamente. Al

eliminar X5 queda un grafo con un sélo nodo y logicamente ninguna arista:

Eliminar Xg. Es este caso el subgrafo completo esta formado unicamente por {Xs},

y al eliminarlo no queda nada.

Una vez que eliminadas todas las variables, por la proposicion 1.1, el grafo

@‘@
@n@
/
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es triangulado.

Asi los nodos del drbol de cliques son los subgrafos completos mazrimales a los que
se ha hecho referencia en cada uno de los pasos de eliminacion. Se insertan los cliques
en orden inverso a como se han ido obteniendo, esto es, el primer clique seria {Xs},

el siguiente, el que se obtuvo al eliminar X5, y asi con todos :

Cr = {Xe}

Cy = {X;5,Xs}

Cs; = {X4, X5, X6}
Cy = {X;, X4, X5}
Cs = {Xo, X3, X4}
Ce = {X1,Xs, X5}

Al insertar Cy se une con Cp. Asi lo vamos haciendo con todos los cliques; cada
clique que insertamos lo unimos con el clique que ya esté en el drbol con el que tenga

mayor numero de variables en comun:

X4 Xp @ Xy X3
X6 \{5/ X4

Ahora bien, C; C Cs, lo que quiere decir que Cy y Cy no aportan informacion
adicional a la que ya tengamos en Cs, luego lo que hacemos es embeberlos en su vecino,

esto es, C7 en Cy, y Cy en C3 y por tanto nos queda
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X4 Xs @ X X3

Xg X X4

¢

y éste seria el drbol de cliques asociado al grafo dirigido aciclico del principio.

Pero una red bayesiana no es sélo un grafo dirigido aciclico, sino que también tiene
una parte cuantitativa representada en forma de distribuciones de probabilidad. Por
esto, cada clique tiene también un potencial asociado a él, es decir, una tabla real va-
luada sobre todas las posibles configuraciones de su conjunto de variables. La forma de
definir estos potenciales es la siguiente: Primero asignamos a todos los cliques poten-
ciales unidad, es decir, tablas de unos solamente. Posteriormente para cada variable X;
de la red escogemos un clique que contenga el conjunto IT; U {X;} y multiplicamos el
potencial del clique por la funcién de probabilidad condicionada P(X;|II;), que tam-
bién viene expresada en forma de tabla. Asi, notando por ¢¢, al potencial del clique

C; tenemos que

éc, = |] plajlm),

T €A;

con A; el conjunto de nodos asociado al clique C;

A continuacién explicamos mas en detalle dos de los métodos de agrupamiento mas
utilizados, el HUGIN (Andersen, Olesen, Jensen, y Jensen 1989; Jensen, Lauritzen, y
Olesen 1990; Jensen, Olesen, y Andersen 1990), y el Shenoy-Shaffer (Shenoy y Shafer
1990).
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1.3.2. Algoritmo HUGIN

Una vez obtenida esta estructura ( drbol y potenciales ) podemos ya realizar la

propagacion.

Para ello se sigue un esquema de paso de mensajes entre nodos adyacentes, de
modo que al finalizar el algoritmo tenemos en cada nodo la distribucién a posterior:
de las variables asocidas a éstos, luego para conocer la distribucién a posterior: de una
variable s6lo tenemos que marginalizar aquella distribucién que esté asociada a algin

clique al que pertenezca la variable.

El envio de un mensaje de un clique C; a otro C; se puede considerar como el paso
de la informacién contenida en C; a C}, informacién que el clique C; incorporard a su

potencial, y que a su vez enviara en forma de mensaje a sus otros cliques vecinos.

Definicién 1.23 Dado un drbol de cliques, se define el separador S de una arista
entre los cliques C; y C; como el conjunto de variables que tienen en comin los dos

cliques
S=C;nNC;

Proposicién 1.3 (Jensen 1996) Sea un drbol de cliques derivado de una red bayesiana
definida entonces la distribucion de probabilidad conjunta de la red se puede obtener
como el producto de todos los potenciales de los cliques dividido por el producto de los

potenciales de los separadores.

Para poder realizar la propagacién en el arbol de cliques es necesario definir una

nueva operacion, la absorcion.

Definicién 1.24 Dados dos cliques adyacentes C; y C; con separador S, se dice que

C; absorbe de C; si los nuevos potenciales de los cliques asociados pasan a ser :
dilxs) = 65 (xc),

¢c,(Xc;) = oo (xc;)

¢*cj (ch) = Cbcj (ch)-
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La idea que hay detrds de la absorcién es que la informacién que C; y C; tienen en
comun es lo que hay en el separador .S, y eso es lo que C; recibe de (. Si la operacién
de absorcion entre dos cliques no cambia los potenciales de éstos, diremos que el enlace

que los une es consistente.

El paso de mensajes se realiza en dos fases: RECOLECCION Y DISTRIBUCION,

que podemos describir como sigue:

1. Peticion de recolecciéon. Supongamos que un clique C; recibe un mensaje de re-
coleccion de otro clique C;; entonces C; manda un mensaje de recoleccion a todos
sus vecinos excepto a C;. Cuando un clique termina la operacién de recoleccién,

el clique que la solicité absorbe de éste.

2. Peticién de distribucién. Si un clique C; recibe un mensaje de distribucién
desde un clique C}, entonces C; absorbe de C; y manda un mensaje de distribucién

a todos sus vecinos excepto C}.

Como dijimos anteriormente la propagacién consiste en calcular las probabilidades
marginales de las variables de interés dada la evidencia, es decir, en algin momento
tenemos que incorporar al proceso de propagacion la informacion que tengamos acerca

de una o varias variables, la evidencia.

Definicién 1.25 Toda observacion X; = e; tiene asociada una funcién de Dirac defi-

nida sobre 2; como sigue:

1 sie; =ux,,
bi(zi; ;) =
0 sie; # x;.

Esta funcion de Dirac serd el potencial asociado a la evidencia e;.

Asi pues, cada evidencia se incorpora a un sélo clique que contenga a la varia-

ble observada multiplicando su potencial por el potencial asociado a la evidencia. Lo
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incorporamos sélo a un clique ya que al hacer la propagacion, la informaciéon propor-

cionada por la observacién se repartira por todo el arbol alcanzando a todos los cliques.

Ahora ya podemos enunciar el algoritmo HUGIN de propagacion.

HUGIN(G)

ENTRADA: una red bayesiana G.

SALIDA: el arbol de cliques 7 asociado a la red G con los potenciales actualizados.
1. Construir el arbol de cliques T asociado a la red G.
2. Para cada arista del arbol, crear el correspondiente separador.

3. Calcular los potenciales asociados a cada clique del arbol, y asignar potenciales

unidad a los separadores.
4. Incorporar las evidencias.
5. Seleccionar un clique R como raiz.
6. Enviar un mensaje de recoleccién a partir de R.
7. Enviar un mensaje de distribucion desde R.

8. DEVUELVE T.

Ejemplo 1.2 (Castillo, Gutiérrez, y Hadi 1996) Considérese el siguiente grafo dirigi-
do:
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Este grafo implica la siguiente factorizacion de la funcion de probabilidad :
p(1, T2, 3, Ty, T, Tg) = P(21)P(@2|71)p(23]21)P(24|72) (75|22, T3)p(T6]23)-

Los valores numéricos asociados a esas probabilidades condicionadas se muestran en

las tablas siguientes:

1 0.7

z1  x3 | p(zs|z1) 1 @2 | p(x2|z1)
0 0 0.2 0 0 0.4

0 1 0.8 0 1 0.6

1 0 0.5 1 0 0.1

1 1 0.5 1 1 0.9
T2 T4 p(CL”4|332) T3 Tg p($6|333)
0 0 0.5 0 0 0.1

0 1 0.7 0 1 0.9

1 0 0.2 1 0 0.4

1 1 0.8 1 1 0.6




1.8. Propagacion de probabilidades. Algoritmos exactos 29

T2 x3 5 | p(T5]|T2,T3)
0 0 0 0.4

0 0 1 0.6

0 1 0 0.5

0 1 1 0.5
10 0 0.7

1 0 1 0.3

1 1 0 0.2

1 1 1 0.8

Aplicando el algoritmo de propagacion expuesto arriba, lo primero que hay que hacer

es construir el drbol de cliques y sus separadores

S2
X1 X 'Xo X
1 X2 'szl 2 A3
XV Q‘s

@ @

El siguiente paso es asignar familias a los nodos; por ejemplo:

Xl,XQ,X3—>Cl ; X5—)02; X4—>03; X6—)C4.

by (21, 72,23) = p(x1)p(T2|71)P(73]71),

bc, (T2, 23, T5) (

bcy (T2, 74) = plaa|T2),
) (

¢c4 ($3, Te
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es decir, los potenciales serdn

T @ 3 | oy (21,T2,23) Ty z3 T3 | bo, (22, 23,25)
0 0 0 0.024 0 0 0 0.40
0 0 1 0.096 0 0 1 0.60
0 1 0 0.036 0 1 0 0.50
0 1 1 0.144 0 1 1 0.50
1 0 0 0.035 1 0 0 0.70
1 0 1 0.035 1 0 1 0.30
1 1 0 0.815 1 1 0 0.20
1 1 1 0.315 1 1 1 0.80

T2 T4 | Gy (T2,T4) z3 6 | Po.(T3,T6)
0 0 0.30 0 0 0.10
0 1 0.70 0 1 0.90
1 0 0.20 1 0 0.40
1 1 0.80 1 1 0.60

Supongamos ahora que sabemos el valor que toman las variables E = {X1, X3, X5} :

X1 =0,X3=1,X5=0. Asi las funciones de Dirac asociadas a estas evidencias serian:

Se incorpora cada evidencia al potencial de un cliqgue multiplicando dicho potencial
por la funcion de Dirac de la variable observada siempre que la variable esté en el

potencial:



1.8. Propagacion de probabilidades. Algoritmos exactos

31

¢2~1($1;3§2,$3)
¢*C’2($27x3a 5
Bg, (w2, T4

¢E4 (333, Zg

xz
Z

Por tanto los potenciales quedan :

)
) =
)

T @2 T3 | $cy (T1,T2,73) T2 ®3  Ts | ¢y (22,T3,T5)
0 0 0 0.024 0 0 0 0.4
0 0 1 0.096 0 0 1 0
0 1 0 0.036 0 1 0 0.5
0 1 1 0.144 0 1 1 0
1 0 0 0 1 0 0 0.7
1 0 1 1 0 1 0
1 1 0 0 1 1 0 0.2
1 1 1 0 1 1 1 0

Ty s | Pos(m2,ma) w3 w6 | doy (w3, 76)
0 0 0.30 0 0 0
0 1 0.70 0 1 0
1 0 0.20 1 0 0.40
1 1 0.80 1 1 0.60

Ahora, se selecciona el clique C7 como clique raiz y a partir de €l se envia un

mensaje de recoleccion. La secuencia seria:

1. Ci envia un mensaje de recolecion a Cs.

2. Al llegarle el mensaje a Cs, éste se lo envia a todos sus vecinos excepto a Cq, es

decir a Cy.
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3. Como Cy no tiene vecinos a los que mandar el mensaje de recoleccion, termina
y por tanto el clique que le envid el mensaje absorbe de €l, es decir, Cy absorbe
de 04.
4. Ahora ya como Csy ha terminado, Cy absorbe de él.
5. (1 le envia un mensaje de recoleccion a su otro vecino, Cs.
6. Como C3 no tiene vecinos a los que enviar el mensaje, Cy absorbe de él.

Asi terminaria la etapa de recoleccion. En ella hay tres absorciones, Cy de Cy , Cy

de Cy y Cy de Cs, en este orden:

C, absorbe de C4 : el nuevo potencial de Ss, ¢s, serd :

b5, (z3) = Z bcy (T3, T6),

que da como resultado la funcion de Dirac para la variable X3. Ahora

¢Z’3

b, (22, T3, 5) = ey (T2, T3, T5) >
bs,

como ¢s, es 1, el nuevo potencial de Cy es el producto de ¢, por el potencial de
Cy, es decir, se incorporard a Co el conocimiento que tenemos de la variable X3

y que estaba en el clique Cy:

Ty XT3 Tz | Po,(T2,%3,T5)

0 0 0| 04x0=0
0 0 1| 0x0=0
0 1 0|05x1=05
0 1 1| 0x1=0
10 0| 07x0=0
1 0 1] 0x0=0

1 1 0] 02x1=0.2
1 1 1 0x1=20
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C, absorbe de C; : el nuevo potencial de S; serd:

T2 w3 | @% (T2,73)

0 0| 0+0=0
G5, (T2,23) = D, b0y (T2, T3, 75) = 0 1 | 0.5+0=105
1 0] 0+0=0

1 1 102+0=02

Aquit la informacion que tienen en comiun Ci y Cs es de las variables Xo y X3;
X3 st es conocida, pero Xo no, por eso el potencial del separador se modifica.

Actualizando el potencial de C:

P, (v2, 73)
(!5*(;1 (z1, T2, T3) = Gy (21, xzyxs)&i’

s, (T2, 3)

T Ty X3 pc, (T1, 22, 73)

0 0 0 0.024 x 0=20

0 0 1 0.096 x 0.5 = 0.048

0 1 0 0.036 x 0 =20

0 1 1 |0144x02=00288

1 0 0 0x 0=20

1 0 1 0x05=0

1 1 0 0x0=20

1 1 1 0x02=0

Como se puede ver, el mensaje ha influido en el potencial del clique, no sélo
wncorporando evidencia, sino que también modificando los valores del potencial,

pues el mensaje que recibe Cy lleva informacion.

C, absorbe de Cj3 : el potencial del separador es

¢2‘2(~'E2) = Z¢C3(CU2,$4) =1

El paso de este mensaje no aporta ninguna informacion nueva.
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Una vez terminado el proceso de recoleccion pasamos a la distribucion, que sequiria el

siguiente orden:

1.

C1 le envia un mensaje de distribucion a Cs.

Cy al recibir el mensaje absorbe de Cy y después le envia un mensaje de distri-

bucion a su unico vecino, aparte de Cy, Cy.

Cjy recibe el mensaje de Cy y absorbe de éste, y no envia mensajes a ningin nodo

pues no tiene mds vecino que Cs.

Ci le envia un mensaje de distribucion a C3, pues ya ha terminado el mensaje

que le envio a Cl.

C3 al recibir el mensaje de Cy absorbe de €l y al no tener vecinos excepto Ci no

envia el mensaje.

Hay tres absorciones :

C, absorbe de Cy: el nuevo potencial del separador S serd

T2 3 | 9%, (z2,73)

0 0 0
05, (T2, 73) = Y2, b0 (T1, %0, 03) = 0 1| 0.048
10 0

1 1 0.0288

?%, (z2,23)

b3, (@2,m3)7 TUE resulta:

Por tanto ¢¢, (T2, 73, %5) = e, (T2, T3, Ts)
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Ty ®3  Ts b5, (%2, T3, 5)

0 0 0 0

0 0 1 0

0 1 0| 0.5x% 0.09 = 0.048
g, (22,23, 5) = 9 1 1 0x 0.096 =0

10 0 0

1 0 1 0

11 0| 02x0.144=00288

111 0x 0.144 =0

C,4 absorbe de C, : el potencial del separador Ss es:

T3 ¢§3 (z3)
dfgs (w3) = Zzws b, (T2, 73, 25) = 0 0

1] 0.048 + 0.0288 = 0.0768

Por tanto
T3 Te ¢*c4($3,376)
. 0 0 0
06, (T3, T6) = ¢c4(333,$6)z§2gz; = 0 1 0
1 0| 0.4 x 0.0768 = 0.03072
1 1] 0.6 x 0.0768 = 0.04608

Cg3 absorbe de C; : ahora el potencial que se actualiza es el de Cs de la siguiente

forma :

05, (T2) = D4, s i (T1, T2, 03) = 0 | 0.048

dado que ¢s, =1, calculamos
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Ty T4 ¢, (T2, 74)
0 0| 0.3x 0.048=0.0144
by (T2, 04)5,(T2) = 0 1| 0.7x 0.048 = 0.03%6

1 0] 02x0.0288 = 0.00576

1 1] 08x0.0288 =10.02304

Asi termina la etapa de distribucion. Los potenciales estdin actualizados de forma
que solo hay que marginalizar sobre un potencial para conocer la distribucion a poste-
riori de cualquier variable de la red.

Por ejemplo, para saber la distribucion a posteriori de la variable X4 sélo hay que

marginalizar ¢c,, esto es:

P[X;=0] = Z dcs(22,0) = 0.0144 + 0.00576 = 0.02016

PX,=1]= Z dcs(22,1) = 0.0336 + 0.02304 = 0.05664

que normalizando queda

0.02016
PIX, =0] = — 0.262
[Xa = 0] 0.02016 + 0.05664 0.2625
0.05664
PlX,=1] = = 0.7375

0.02016 + 0.05664

1.3.3. Algoritmo Shenoy-Shafer

Este algoritmo actua también sobre el drbol de cliques construido a partir de la red

original, pero el paso de mensajes y la iniciacién son diferentes (Shenoy y Shafer 1990).

En cada arista que une dos nodos, C; y C; tenemos un ”buzén” para los mensajes que
salen de C; y llegan a C; y otro para los que van en sentido contrario. Los mensajes que
se almacenan en ambos buzones son potenciales definidos sobre el separador S = C;NC}.
Empezamos con todos los buzones vacios y una vez que un mensaje se haya almacenado

en uno de ellos, se dice que esta lleno.

A un nodo C; se le permite enviar un mensaje a su nodo vecino Cj si y solo si todos
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los buzones de los mensajes que llegan a C; estdn llenos excepto el que viene de C; a
C;.

La propagacion se organiza en dos etapas; en la primera los mensajes se envian de
las hojas a un nodo raiz seleccionado previamente, y en la segunda los mensajes se

envian de la raiz a las hojas.

El mensaje que va de C; a C; se calcula como :

bci—c; = {¢C¢ ' < H ¢ck—>ci> }w (1.2)

Cy Ene(C’i)\{Cj}

donde ¢¢, es el potencial original definido sobre Cj, ¢¢, ¢, los mensajes en lo
buzones de Cy, a C; y ne(C;) los nodos vecinos de C;, S el separador correspondiente a

esos dos cliques.

Noétese que un mensaje contiene la informacion que viene de una parte del arbol y se
envia a la otra parte del drbol. Se puede demostrar (Shenoy y Shafer 1990) que siempre
hay al menos un nodo que puede enviar un mensaje hasta que todos los buzones estan
llenos. Cuando el proceso de paso de mensajes termina, para cada nodo C; en el arbol

se tiene que la marginal de la distribucién conjunta en las variables del nodo C; es

plxcie) = dalxone) ([ denetss,.e) (13)

Ckene(C,-)
donde Sy; es el separador correspondiente a los cliques Cy y C;. Esta probabilidad
es proporcional a la distribucién condicional de las variables del nodo C; dadas las

observaciones e. p(z;|e) se calcula marginalizando p(x¢,, e) sobre X; y normalizando.

Shenoy-Shafer(7)

ENTRADA: un arbol de cliques 7.
SALIDA: el arbol de cliques 7 tras la propagacién.
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1. Seleccionar un nodo raiz R.
2. Inicializamos los potenciales de los cliques.
3. Para cada C € ne(R),

» PropagarArriba(R,C)

4. Para cada C € ne(R),

LRNC

» Calcular mensaje ¢r_,c = Or - H dc, R
Cr€ne(R)\C

» PropagarAbajo(R,C)

5. DEVOLVER T.

donde PropagarArriba es un algoritmo que envia mensajes de las hojas a la
raiz, y PropagarAbajo envia mensajes de la raiz a las hojas. Ambos se detallan a

continuacién.

PropagarArriba(C1,C>)

1. Para cada C € ne(Cy)\C1,

» PropagarArriba(C,,C)

1C1NC>y

2. Calcular mensaje ¢¢c,c, = { dc, - H OC—Co
Crene(C2)\C1
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PropagarAbajo(C,,C5)

1. Para cada C € ne(Cy)\Ch,

encs

» Calcular mensaje ¢c,c = § ¢c, - H OC—Cy
Cr€ene(C2)\C1

» PropagarAbajo(C>,C)

Ejemplo 1.3 Consideremos la misma red del ejemplo 1.2, con las mismas evidencias.

St a esta red le aplicamos el algortimo Shenoy-Shafer se obtiene:

1. Se selecciona como nodo raiz el C;.
2. El conjunto de vecinos de Cy es ne(Cy) = {Cy, Cs}.

» Si se escoge primero a Cy: llamar a PropagarArriba(C,Cs):
a) ne(Cy) \ C = Cy, luego se llama a PropagarArriba(C,,Cy):
1) ne(C'4) \ 02 = {@}
2)  Calcular el mensaje de Cy a Cy : ¢c,—sc,

b) Calcula el mensaje de Cy a C : dcy—c,

» Siguiendo con el otro vecino de Cy, Cs: llamar a PropagarArriba(C1,C3):

a) ne(Cs)\ C; = {0}.

b) Calcular el mensaje de C3 a Cy : ey,

Hay tres mensajes que calcular, que son:
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Mensaje de C4 a Csy:
¢C4—)Cg (X53) ¢C4—)Cz :I“3 Z¢C4 T3, 1:6) — 53(1:3; )
ya que el inico mensaje que llega al clique Cy es el que viene de Cy.
Mensaje de C, a Cy:

¢Cz—>01 (Xsl) ¢Cz—>01 w?ax:i Z¢C2 x?ax37$5)¢04—)02($3)

pues el unico mensaje distinto de la unidad que llega al clique Cy es el que

proviene de Cy y que se acaba de calcular.

T2 T3 | oy, (T2, T3)

0 0 0+0=20
0 1| 05+0=095
1 0 0+0=20
1 1| 02+0=02

Mensaje de C3 a Cy:

¢C'3—>01(X52) ¢C3—)Cl 3:2 Z(/ISC;; ~'E2a$4 =1

ya que el inico mensaje que llega al clique Cs es el que viene de CY.

Asi termina la etapa en la que se envian los mensajes de las hojas a la raiz. Se

pasa pues a la etapa en la que se envian los mensajes de la raiz a las hojas:
3. El conjunto de vecinos de Cy es ne(Cy) = {Cs, Cs}.

= Fscogiendo Cy:
a) Calcular el mensaje de Cy a Cs.
b) Llamar o PropagarAbajo(C1,Cs): como ne(Cy) \ Cy = {C4}
1) Calcular el mensaje de Cy a C,

2) Llamar a PropagarAbajo(C3,C,): como ne(Cy)\ C2 = {0} se para
ahi.
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s Siguiendo con el otro vecino de C1, Cs:

a) Calcular el mensaje de Cy a Cs.

b) Llamar a PropagarAbajo(C;,C3): como ne(Cs) \ C1 = {0} se para.
Hay tres mensajes que calcular, que son:
Mensaje de C; a Cs:

¢C1—>C'2 (X51) = ¢Cl—>02 (IZ; 373) = Z ¢Cl (wla x2, x3)¢03—>01 ($2) =

=" b, (21,72, 73)
1

ya que el unico mensaje que llega a Cy que no sea desde Cy es desde Cs,

pero como se acaba de calcular es exactamente 1.

T2 X3 | Ci0, (T2, T3)
0 0 0
0 1 0.048
1 0 0
1 1 0.0288

Mensaje de C, a Cy:

¢02—>C4 (X5’3) = ¢02—>C4 (333) = Z QSCz (332, xs3, $5)¢C'1—>02 (332, .%‘3)

Z2,T5

al ser Cy el 1unico nodo distinto de Cy que envia un mensaje a Cy.

T3 ¢Cz—>c4 (.’L‘3)

Peacs(Xss) = 0 04+0+0+0=0
1| 040+ 002 + 0.00576= 0.02976

Mensaje de C; a Cg:

Brs0s (X5,) = bormscy (T2) = Y by (21, T2, 23) by 4 (T2, 23)

Z1,T3
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T2 ¢C1—>C'3 (mQ)

Porscs(Xs) = 0| 0+ 0048+ 0+ 0=0.048
1| 0+00288+0+0=00288

Si se quiere calcular alguna distribucion marginal solo hay que aplicar la formula
(1.3).
Por ejemplo, para calcular la marginal de la variable Xy:

P(X4) = Z ¢C3 (55'27 $4)¢cl_)c3 (xQ)

To T4 b PCy 05

0 0| 0.3x0.048=0.0144

0 1 0.7 x 0.048 = 0.0336
1 0| 0.2x0.0288 = 0.00576
1 1| 0.8x0.0288 =0.02304

luego
P[X, = 0] =0.0144 + 0.00576 = 0.02016,
P[X, = 1] = 0.0336 + 0.02304 = 0.05664.

que normalizando queda
0.02016

P[X, = 0] = = 0.262
[Xa = 0] 0.02016 + 0.05664 0.2625,
0.05664
P[X,=1]= = 0.7375.
Xa=1] 0.02016 + 0.05664

que como vemos es exactamente lo que salia con el algoritmo HUGIN.

1.4. Propagacion de probabilidades. Algoritmos apro-

ximados

Los algoritmos mencionados en las secciones anteriores son exactos, es decir, ob-

tienen la aunténtica distribucion a posteriori de las variables de interés. Sin embargo
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en redes suficientemente complicadas, el empleo de estos algoritmos no es factible, de-
bido a que las tablas de probabilidad que representan los potenciales que surgen en
la propagacién pueden tener un tamaiio muy elevado. Para solucionar este problema
aparecen los denominados métodos aprorimados, que no calculan la distibucion a pos-
teriori exacta si no una aproximacién a ella. Estos métodos se pueden agrupar en dos

categorias: métodos de simulacién y deterministas:

= Simulacién: estan basados en la obtencién de una muestra de las variables de la
red, fundamentalmente por métodos de Monte Carlo, que después se usara para
estimar las distribuciones marginales (Dagum y Luby 1993; Fung y Chang 1990;
Hernandez, Moral, y Salmerén 1996; Salmerén, Cano, y Moral 2000; Shachter y
Peot 1990).

= Deterministas: se han desarrollado diversas ideas, como son reemplazar valores
bajos de probabilidad por ceros para reducir costes de almacenamiento de los
datos (Jensen y Andersen 1990b); simplificar la estructura del modelo eliminan-
do dependencias débiles (Kjeerulff 1994); y enumerar las configuraciones de la
variables con mas alta probabilidad con el fin de obtener aproximaciones de la

distribucién marginal a posteriori (Poole 1993; Santos y Shimony 1994).

A continuacién destacaremos el algoritmo presentado en (Pearl 1987), basado en Monte
Carlo por Cadenas de Markov (MCMC) (Gilks, Richardson, y Spiegelhalter 1996), que

sera utilizado en capitulos posteriores.

1.4.1. Algoritmo MCMC de Pearl

Este método se basa en la obtencién de una muestra representativa de las variables
de lared en la que los individuos que la forman no son independientes, sino que cumplen

la propiedad de Markov.

Comienza con una configuracién inicial de las variables de la red, y a partir de
ella vamos simulando una por una todas las variables no observadas. Cada variable

X, se simula con la distribucién condicionada de ésta dada la configuracién actual
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que, por la propiedad de d-separacién (definicién 1.7) es proporcional a la distribucién

condicionada a su envolvente de Markov:

Definicién 1.26 La envolvente de Markov de una variable X; en una red bayesiana
es el conjunto formado por los padres, los hijos, y los padres de los hijos de X;, excepto

Xi. La denotaremos por W,.

La distribucién condicionada de X; a su envolvente de Markov, P(X;|Wy,), es

P(X; = z;|Wx, = wy,) « p(z;|m;) H pe(xk|mr) Vo € Qx,
kEH;

Para simular un valor a partir de esta distribucion, se restringe a la configuracion
actual de las variables de su dominio excepto X;, obteniendo un potencial definido
unicamente sobre X;. Los valores se simulan usando el método de la transformada
inversa (Rubinstein 1981).

Una vez obtenida la muestra, se estiman las probabilidades p(x;|e), mediante la

proporcion de elementos de la muestra en los que X; = ;.

El algoritmo quedaria:

MCMC(G)

ENTRADA: una red bayesiana G.

SALIDA: las distribuciones marginales de cada variable.

1. Seleccionar una primera configuracién, z(%) de las variables, con probabilidad

mayor que cero.
2. Desde 7 =1 hasta m

= Para cada variable X; no observada:
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a) Calcular P(X;|Wx, = wi ™), donde w¥ ™" es la proyeccién de 20~
sobre la envolvente de Markov de la variable Xj.

b) Simulamos un valor 7 para X; a partir de ella.

i
3. Obtener las distribuciones marginales p(z;|e).

4. DEVOLVER {p(X;[E) Vi}.

donde m es el tamano de la muestra.

Ejemplo 1.4 Siguiendo con la misma red de los ejemplos 1.2 y 1.3, apliquemos este
algoritmo para obtener una aproximacion de la distribucion marginal de la variable X4,

constderando las mismas evidencias, X1 =0, X3 =1, X5 =0.
Supongamos que tenemos la siguiente configuracion inicial:

X(O) = (xg())axg))a ‘Ti(’,O)a 1'4(10), x.(SO)’ ‘Té())) = (0’ 1’ 1’ 0’ 0’ 0)

Las distribuciones condicionadas a su manto de Markov de las variables no observadas,

Xo, X4 y Xe, son las siquientes:

Xo|Wx, : P(x2|Wy,) = p(x2|21)p(xs|z2)p(25|22, 23) este potencial estd definido para
todas las variables excepto Xg, es decir, su tabla de probabilidad tendria 2° = 32

valores, pero debido a las observaciones, se puede considerar definido unicamente

sobre las variables Xo y Xy:
P(29|Wy,) = p(x2|21 = 0)p(74]22)p(T5 = 0|20, 73 = 1)

I T4 P(.CL‘Q |Wz2)

0 0| 04x03x0.5=0.06
0 1| 04x07x05=0.14
10 |06x%x02x0.2=0.02
1 1]06x08x0.2=0.09
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X4|Wix, : P(x4Wy,) = p(24]z2)

To x4 | P(x4|Wy,)
0 0 0.8
0 1 0.7
1 0 0.2
1 1 0.8

X6|Wxy : P(16|Wy,) = p(z6]73)

como X3 es una variable observada realmente el potencial se puede considerar

defintdo unicamente sobre Xg:

Xo | P(z6|Wa,)
0 0.4
1 0.6

A continuacion se obtiene una muestra. Para ello se simulan las variables en el

siguiente orden: {Xo, X4, Xo}

Simular X,: el potencial que se utiliza para simular X, estd definido sobre Xy y Xy,
luego se usa el valor que toma la variable Xy en la ultima configuracion simulada,

en este caso la primera: X4 = 0. Asi el potencial P(xe|Wy,) se convierte en
P[X, =0] =0.06
P[X, = 1] = 0.024
pero para poder simular es necesario que esté normalizado:
P[X, =0] =0.7143
P[X, = 1] = 0.2857

Usando el método de inversion para simular un valor de la variable: supongamos

que tenemos un numero aleatorio 0.81449, entonces el valor simulado seria Xo =

1.
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Simular Xy : ahora el valor que se usa para simular es el de la variable Xo, X9 = 1,

y por tanto el potencial con el que se simula es:
P[X, =0]=0.2

P[X,=1]=08

Este potencial ya estd normalizado, luego, si el numero aleatorio es 0.84969,

entonces el valor simulado seria X4 =1

Simular Xg: el potencial que se usa para simular Xg solo depende de Xg, asi pues,
st el numero aleatorio es 0.58476, entonces el valor simulado para la variable es
X(; - 1

Por tanto, el primer valor de la muestra serd: x®") = (0,1,1,1,1,0,1).

Repitiendo estos pasos se obtiene la siguiente muestra de tamano 10:

Uy, Uz, us x() | (21,22, 23,24, 5, T6)
0.8145;0.8497;0.5848 | x(1) (0,1,1,1,0,1)
0.4124;0.6462;0.7747 | x® (0,0,1,1,0,1)
0.0577;0.1107;0.9709 | x® (0,0,1,0,0,1)
0.3360;0.8228;0.6190 | x4 (0,0,1,1,0,1)
0.3841;0.5193;0.8624 | x) (0,0,1,1,0,1)
0.2363;0.8561;0.2762 | x(©) (0,0,1,1,0,0)
0.8621;0.1340;0.3334 | x(7) (0,1,1,0,0,0)
0.3319;0.9122;0.8559 | x® (0,0,1,1,0,1)
0.5453;0.9519;0.1929 | %9 (0,0,1,1,0,0)
0.6692; 0.9865; 0.0153 | x(19) (0,1,1,1,0,0)

donde uy; ug; ug son los niumeros aleatorios usados para generar Xo, X4 y Xg respecti-

vamente.

Para X, se obtiene la siguiente aproximacion de la distribucion a posteriori:
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1.5. Aprendizaje

Una vez que ya sabemos operar con la estructura de una red bayesiana, surge la

necesidad de obtener dicha estructura a partir de una base de datos.

En este aprendizaje se pueden diferenciar dos cuestiones, obtencién de la estructura
y obtencion de los pardmetros, que no son tareas independientes, pues para estimar los
parametros de las probabilidades necesitamos conocer los padres de cada variable, es
decir la estructura, y viceversa. Podemos encontrar una descripciéon mas detallada de
este proceso general de aprendizaje en (de Campos 1998; Castillo, Gutiérrez, y Hadi
1996).

1.5.1. Aprendizaje paramétrico

Suponiendo que conocemos la estructura de la red, el correspondiente grafo aciclico
G, y que disponemos de una base de datos de las variables asociadas a los nodos de G,
el aprendizaje paramétrico consiste en obtener los parametros de todas las distribu-
ciones condicionadas P(X;|II;) necesarias para definir la distribucién de probabilidad

conjunta de las variables en la red.

La forma mas habitual de estimar dichos parametros es mediante sus correspon-
dientes estimadores maximo verosimiles: sean n(m;) y n(z;, ;) el nimero de veces de
entre los datos en que II; = mr; y el numero de veces en que X; = z; y II; = m;

simultaneamente, respectivamente.

La probabilidad a calcular se obtiene como

P(xi|m;) = % , (1.4)
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Esta forma de obtener las probabilidades presenta dos inconvenientes fundamentales:

= Se necesita una muestra de tamafio grande, ya que si un valor no aparece entre
los datos observados, su probabilidad sera estimada como cero, o incluso para

algunas configuraciones de los padres, la férmula (1.4) puede no estar definida.

= Este estimador tiende a sobreajustar los datos, dando lugar en el caso de muestras

de poco tamano a predicciones pobres.

Para paliar estos problemas, surgen otros estimadores. Uno de ellos estd basado en:

Ley de sucesiéon de Laplace: (Good 1965) Si en una muestra de N casos encon-

tramos k casos que verifican una determinada propiedad (Q, entonces la probabilidad de

L . . k+1
que el siguiente caso que observemos muestre la misma propiedad es m, donde
|Q| representa el nimero de posibles alternativas de la propiedad Q.
En este caso, si () representa que X; tome el valor z;, el estimador seria:
n(x;,m;) +1
Plafm) = e £ L (1.5
n(m;) + |{x;|

donde Qx| es el nimero de posibles valores de X;.

La férmula (1.5) siempre estd definida, y presenta las siguientes caracteristicas:

1. Si la muestra es pequena, da como resultado una distribucién parecida a la uni-
forme, més parecida cuanto més pequena sea la muestra. En el caso concreto de
que una configuracion de los padres no tenga ninguna observacién en la muestra

es exactamente la distribucién uniforme.

2. Laecuacién (1.5) da como resultado un estimador que tiende al estimador maximo
verosimil cuando la muestra es lo suficientemente grande, dado que entonces los

valores 1y |{lyx,| es insignificante comparado con las frecuencias.
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1.5.2. Aprendizaje estructural

Planteamos aqui la necesidad de aprender la estructura de la red. Los distintos
algoritmos pueden clasificarse en dos grandes grupos fundamentalmente, de acuerdo

con su enfoque:

» Los que tratan de obtener las relaciones de las variables mediante tests de inde-

pendencia.

» Los que realizan una busqueda en el espacio de todas las redes posibles, de acuerdo

con una medida de calidad o métrica.

1.5.2.1. Algoritmos basados en tests de independencias

Un algoritmo cldsico dentro de los de este tipo es el algoritmo PC (Spirtes, Gly-
mour, y Scheines 1991; Spirtes, Glymour, y Scheines 1993). Este algoritmo comienza
con el grafo completo no dirigido correspondiente a todas las variables de la base de
datos, para luego ir reduciéndolo. Primero se eliminan las aristas que unen nodos que
verifican un independencia condicional de orden cero, independencias simples, luego
las aristas que unen nodos que verifican una independencia condicional de orden uno,
independencias de dos variables dada una tercera, y asi sucesivamente hasta un valor m
prefijado. Dadas dos variables, X; y X}, el conjunto de variables a las que condicionar

se selecciona de entre los conjuntos de nodos adyacentes a X; o a Xj.

1.5.2.2. Algoritmos de bisqueda

El objetivo de este tipo de algoritmos es obtener un grafo dirigido aciclico que

represente la base de datos, a partir de:

» Una medida de la calidad, f que permita seleccionar el mejor grafo entre varios.

= Una heuristica de bisqueda en el espacio de todos los grafos dirigidos aciclicos

que encuentre el mejor grafo basandose para ello en la medida de calidad f.
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Se han definido muchas medidas a la hora de medir la calidad de un grafo que
representa una base de datos (Castillo, Gutiérrez, y Hadi 1996), que se basan en la

filosofia de la estadistica bayesiana, de las cuales podemos destacar:

= Métrica K2 (Cooper y Herskovits 1992): la calidad de un grafo G con respecto a

una base de datos D se define como

S5

I'(r:) =
log————— logl'(N;; 1
Zlogr(Nij+ri)+;og( o+ + 1)

k=1

f(G: D) =logP(G) + >

=1

bl

donde:

e r; es el numero de casos de la variable X;.

;1 es el k-ésimo valor de X;.

;5 es el j-ésimo valor de IT;.

s; = ijeni r;, el nimero de casos de II;.

Niji, es el nimero de casos de la base de datos tales que X; = x;; y IT; = ;5.

— Ti L.
® Nij = 2 k=1 Nigh-

= Métrica BIC (Heckerman, Geiger, y Chickering 1995):

9 D) = logP(©) + 333 Nunlow

i=1 j=1 k=1

— %C(g)logN ,

n

donde ahora C(G) = Z(rZ — 1)s; es una medida de complejidad de la red y N
i=1
el nimero de registros de la base de datos.

Una propiedad deseable de cualquier medida de calidad, es que verifique la siguiente

descomposicién:

f(G:D) = Zf(x,-\m : Ny i)- (1.6)



52 Capitulo 1: Redes Bayesianas Discretas

Sea han propuesto a su vez diferentes heuristicas de busqueda, cuyo objetivo es
encontrar el grafo G tal que maximice la correspondiente medida de calidad. Entre todas
ellas podemos destacar el algoritmo K2 (Cooper y Herskovits 1992). Este algoritmo
usa la métrica K2, y aprovecha que verifica (1.6) para trabajar de forma local con cada
variable X, y, partiendo de un conjunto vacio de padres de la variable, va anadiendo
padres para X; conforme mejora la calidad de la red obtenida. El orden en que se
escogen las variables influye en el resultado, por tanto es necesario establecer un orden

previo.



Capitulo 2

Discretizacion

2.1. Introduccién

Los algoritmos descritos en el capitulo anterior generalmente operan sobre variables
discretas con un nimero finito de posibles valores. La razon es que para este tipo de
variables los potenciales probabilisticos pueden representarse mediante estructuras de
datos (por ejemplo las tablas de probabilidad) sobre las que las operaciones bésicas
para la propagacién (restriccién, marginalizacién y combinacién) estdn perfectamente
definidas. Sin embargo, en realidad los algoritmos estdn bien definidos para cualquier
tipo de variables cuyos potenciales asociados permitan las tres operaciones bésicas (en
el caso de MCMC una cuarta operacion es nececsaria: la simulacién de un valor a partir

de un potencial).

En el caso de variables continuas, las distribuciones se representan en términos de
funciones de densidad sobre las que las operaciones basicas estan definidas. Sin em-
bargo, implementar los algoritmos anteriores para variables continuas puede presentar
algunos problemas, que principalmente proceden de la dificultad de encontrar una es-
tructura de datos comin para distintos tipos posibles de densidades o incluso para
manejar variables discretas y continuas simultdneamente. Por otro lado, la operacién
de marginalizacién, que se corresponde con la integracién en el caso continuo, puede

presentar problemas de calculo.
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Soluciones satisfactorias se han obtenido en casos concretos donde existe un modelo
probabilistico para todas las variables de la red. Entre los trabajos més destacados en
este sentido podemos citar los basados en el modelo condicional gaussiano (Lauritzen
1992; Lauritzen y Wermuth 1989; Olesen 1993) y en variables tipo Beta (Castillo y
Gutiérrez 1998).

El enfoque mas general, que permite el empleo de los algoritmos de propagacion
con cualquier tipo de variable consiste en discretizar las continuas y tratarlas como si
fueran discretas. El problema de la discretizacion ha sido ampliamente tratado en la
literatura, tanto desde un punto de vista general (Dougherty, Kohavi, y Sahami 1995;
Christofides, Tanyi, Whobrey, y Christofides 1999) como orientado a inferencia en redes

bayesianas hibridas, que se definen como sigue:

Definicién 2.1 Una red bayesiana se dice hibrida si contiene tanto variables aleato-

rias discretas como continuas.

Después del proceso de discretizacién, una red bayesiana hibrida se trata igual que

una red bayesiana desde el punto de vista de la propagacion.

Por discretizaciéon se entiende una particion del rango de una variable continua.
Considerando, sin pérdida de generalidad, el rango de las variables igual al hipercubo

unidad © = [0, 1]", se puede definir una discretizacién como sigue:

Definicién 2.2 Una discretizacion D de un hipercubo Q = [0,1]" es una funcion
constante a trozos ip(xy,...,2T,) de Q en un conjunto finito de enteros de 1 a m.
La funcion define un conjunto de subregiones {W; : i = 1,...,m} que forman una

particion de €.

Si una funcién de densidad fp(z1,...,2,) es constante en cada una de las subre-
giones W;, la llamamos una funcion discretizada sobre D. El empleo de la funcién
discretizada en lugar de la original lleva asociado un error que puede medirse por la
divergencia de Kullback-Leibler (Kullback 1978).
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Definicién 2.3 Se define la entropia relativa o divergencia de Kullback-Leibler (KL)
entre dos funciones de densidad f(x) y g(x) como
f (@)
D(flla) = [ 1(2) tog’, s .

A la hora de discretizar las variables de una red, una primera alternativa podria
ser discretizar cada variable por separado, de manera que si tenemos una funcién
definida sobre varias variables, su dominio seria el producto cartesiano de las variables
discretizadas sobre las que la funcion estd definida. El problema de este enfoque es que
no tiene en cuenta la funcién, de manera que puede ser que divida innecesariamente
zonas donde la funcién es constante y, por el contrario, no tome suficientes divisiones
donde la funcién es mas irregular. Cuando la discretizacién se realiza teniendo en cuenta
todas las variables para las que esta definida la funcién simultdneamente, se habla de
discretizacion no uniforme. En el resto del capitulo vamos a describir el método de

discretizacién no uniforme de Kozlov y Koller (1997).

2.2. Discretizacion no uniforme

El objetivo del método propuesto en (Kozlov y Koller 1997) es s6lo discretizar una
funcién manteniendo el nimero de subregiones de discretizacién bajo tratando a la vez

de preservar la mayor parte de la informacién contenida en la funcién original.

Antes de discretizar el dominio de una funcién multidimensional, es necesario definir
cudnto valdrd la funcién discretizada en cada una de las subregiones que se obtengan
en la discretizacién. El valor éptimo lo proporciona el siguiente teorema, cuya demos-

tracién se puede encontrar en (Cover y Thomas 1991).

Teorema 2.1 Dada una discretizacion D del espacio €1, la distancia KL minima entre
una funcion de densidad f(z1,...,2,), y una funcion discretizada fp(x1,...,T,) se
alcanza con aquella funcion discretizada que es constante en cada una de las subregiones

W; e igual a la media de la de la funcion f(x1,...,z,) en la correspondiente subregion
W;.
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Para la particién del dominio, el criterio de optimalidad es escoger aquella discre-

tizacién que minimice el error en términos de entropia relativa.

De acuerdo con este criterio de optimalidad, para dividir un hipercubo 2 en m
subregiones, una forma de hacerlo podria ser obtener todas las posibles particiones
de €2 en m subregiones y quedarnos con aquélla que minimice la distancia KL, asig-
nando de forma 6ptima los valores dentro de cada subregiéon. Este proceso, en el caso

multidimensional, es muy costoso.

Kozlov y Koller (1997) proponen una técnica divide y vencerds para obtener la
particién del dominio. Para ello introducen el concepto de drbol BSP (Binary Split
Partition), que es una estructura de datos recursiva que representa la descomposicién
binaria de una funcién multidimensional. Cada nodo del arbol representa una region del
espacio, y puede tener dos hijos, cada uno de los cuales representa la mitad del espacio
del padre. La particiéon va desde la raiz del arbol, que representa todo el dominio de
la funcién, hasta las hojas, que son las que contienen los valores de la funcién en
cada subregién. Todas las divisiones del espacio se consideran binarias, es decir, en dos

mitades iguales definidas por un plano ortogonal a uno de los ejes.

Ejemplo 2.1 A continuacion mostramos un drbol BSP que representa a la siguiente

funcidn discretizada con dominio [0, 1]%:

a si(z,y)el0,1]x (1]
b si(z,y) €[0,3] x[0,3]
¢ si(z,y) € (53] %[0, 3]
gl @ (,9) € (3,1] x [0, ] (2.1)
e si(z,y) € (3,1 x (3 3]
fosi(z,y) € (53] x (5,1]
g si(z,y)e (35 x 1]
hsi(z,y) € (5,1] x (3,1]
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Figura 2.1: Discretizacién del dominio de la funcién (2.1).

En este caso los valores a,b,c,d,e, f,g y h son los valores dptimos que tomaria
la funcion discretizada en esas subregiones, es decir, la media de la funcion en la

correspondiente subregion.

La discretizacion del dominio de la funcion (2.1) puede verse grificamente en la

figura 2.1, y su representacion mediante drbol BSP en la figura 2.2.

Podemos observar que cada X y cada Y corresponden con una particion de la subre-
gion correspondiente perpendicular a X o a Y respectivamente. El hijo izquierdo de cada
nodo representa a la primera mitad de la subregion y el hijo derecho a la sequnda. En
este caso, st el padre es Y, el primer hijo corresponde a la parte inferior de la subregion
y la sequnda a la superior. St el nodo es X, el primer hijo serd la parte izquierda de la

subregion y el sequndo la parte derecha.

En este ejemplo en concreto, empezamos con un nodo X, eso quiere decir que par-
timos el espacio inicial en dos mitades por un eje perpendicular a X. Ahora, el hijo
1zquierdo se corresponde con la mitad izquierda del rango de esta variable, y el sequndo
con la mitad derecha. Como vemos la parte izquierda se divide por el eje Y, y eso nos
da dos mitades, en cada una de las cuales se toma un valor, a en la inferior y b en la
superior. La parte derecha se divide a su vez otra vez por el eje X, y cada una de estas

dos mitades por el eje Y, y asi sucesivamente.
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Figura 2.2: Arbol BSP correspondiente a la discretizacién de la figura 2.1.

Como se puede observar, la discretizacion es mds fina en la parte derecha del plano
XY, donde no nos paramos en la primera particion y sequimos dividiendo el espacio.
Esto puede ser 1til para representar una funcion con mayores irreqularidades en la

parte derecha.

Sobre el arbol BSP se va construyendo recursivamente la discretizacién. Para ello
se necesita alguna regla que indique qué hoja partir y en qué direccién. La regla usada
por Kozlov y Koller (1997) estd basada en la distancia KL entre la funcién f y su
discretizacién fp, que en cada subregién W; se corresponde con la funcién media f. En
realidad, debido a la complejidad del calculo de la distancia KL en el caso general, los

autores proponen usar una cota superior de la misma, dada por:

fmaw - f ) fmm fT - fmm fmaw
fmam - fmm fmm log f_ * fmaw - fmm fma:v log fT

/f(x) log@dQ < Wil
/(@)

Wi

donde |W;| es el volumen de la subregiéon Wi, f, fiin ¥ fmae s0on la media, el méximo

y el minimo de la funcién en W;, que pueden ser calculados mediante simulacién por

Monte Carlo.

Cada nodo de un arbol BSP representa una subregion del espacio, a la que o bien

se divide en dos o bien se le asigna un valor, que serd la media de la funcién en esa
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subregion. Las hojas se van guardando en una cola, junto con su estimacion del error.
Aquella hoja que tenga mayor error serd la siguiente en ser dividida en otras dos hojas
(mitades), que a su vez seran anadidas a la cola. Este proceso empieza con una sola hoja,
que representard todo el dominio de la funcién, y a partir de ella mediante divisiones

binarias se va creando el arbol BSP.

Para controlar la precisién de nuestra discretizacion, se guarda en todo momento la
suma de todas las estimaciones de los errores cometidos por todas las hojas de la cola.
El proceso de discretizacion para cuando ésta suma de errores esté por debajo de algin
valor predeterminado o bien cuando se alcance un nimero maximo de hojas tambien

predeterminado.

Respecto a la decisién sobre la direccién en la que dividir el espacio, de nuevo la
solucion 6ptima seria obtener el descenso en la entropia relativa debido a las divisiones
en todas las direcciones posibles y elegir la direcciéon de mayor descenso. Sin embargo,
hacer esto de forma exacta requeriria el cdlculo integrales multidimensionales, que no
siempre seria posible resolver de forma exacta. La solucién adoptada en (Kozlov y
Koller 1997) consiste en muestrear varios puntos de la subregién y escoger la direccién

en la que la funcién cambia mas, es decir, el eje de coordenadas en el que la razén

fimaz/ fmin S€a mayor.

Después de definir el proceso de discretizacion, (Kozlov y Koller) adaptan el al-
goritmo HUGIN para la obtencién de la marginal sobre una variable objetivo cuando
intervienen variables continuas en la red. En este caso, sélo se lleva a cabo la fase de
recoleccién de informacién, y el nodo raiz ha de ser tal que contenga a la variable ob-
jetivo. Después de realizar el envio de mensajes, la marginal sobre la variable objetivo

se obtiene marginalizando el potencial del clique raiz.

La discretizacion se introduce modificando ligeramente la definicién de absorcion
del algoritmo HUGIN:

Definicién 2.4 Dados dos cliques adyacentes C; y C; con separador S, se dice que C;
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absorbe de C; si las nuevas funciones de los cliques asociados pasan a ser :

Ps(zs) = ¢g (zc;)
5 _ ¢5(zs)
¢C¢ (qu.) - ¢Ci (fUCz) ¢S (xS)
oc. (ze,) = Discretizar(qﬁa (zc,))

Asi, el algoritmo de propagacién se puede enunciar como:

PROPAGACISN(G, X,)

ENTRADA: una red bayesiana G y la variable objetivo X,.

SALIDA: la distribucién marginal a posteriori de la variable objetivo dada la evidencia
Gq(Tq)-

1. Construir el arbol de cliques 7 asociado a la red G.

2. Calcular las funciones asociadas a cada clique del arbol.

3. Incorporar las evidencias.

4. Seleccionar un clique R como raiz, que contenga a la variable objetivo X,,.

5. Enviar un mensaje de recoleccién a partir de R, siendo la recoleccién exactamente

la misma que en el capitulo anterior.

6. Marginalizar el clique raiz R sobre la variable objetivo, para obtener su distribu-

cién marginal a posteriori ¢,4(,).

7. DEVUELVE ¢,(z,).
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En realidad, la redefinicién de la absorcion hace que cada clique antes de enviar un
mensaje, discretice la funcién resultante, con lo que se obtiene una funcién que se puede
representar mediante una tabla de probabilidad. Nétese que primero se discretiza y

luego se marginaliza sobre el separador, evitindo tener que integrar la funcion continua.

Tal y como estd enunciado el algoritmo, la evidencia se incorpora, al principio, y ya
no se tiene mas en cuenta. En la siguiente secciéon veremos como podemos sacar partido
de ella para mejorar nuestro proceso de discretizacién. Sin embargo, Kozlov y Koller
(1997) muestran que ésta puede influir en el proceso de discretizacién, tal y como se

describe en la siguiente seccién.

2.3. Discretizacion dinamica

Para medir el impacto de la probabilidad de la evidencia en la discretizacién, se
mide la distancia KL entre la funcién de distribucion conjunta de todas las variables
no observadas y de la evidencia, p(x,e) y la discretizacién de dicha distribucién de

probabilidad conjunta, fp(x,e):

Divx.e)folx.e) = [[ pix.e 1og%dxde

y como p(x,e) = p(x|e)p(e), al igual que con fp(x,e), se puede escribir

p(e)p(x[e)
D(p(x,e)||fp(x,e)) // p(x|e) log md}cde

/ / plxle) log ¢ e) dxde + / / p(xle) log Jf;(a‘fe))dxde
= [ @) ( [ pixte)tos X ) e+ [ pte) [ poxie)1og LI e
fp(e) fp(xle)

= [ ey 1o 24 ( / p<x|e>dx) de + D(p(x|e)||fp(xle))
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= D(p(e)l|fo(e)) + D(p(xle)|| fo(xle)) ya que [p(x|e)dx = 1.

donde D(p(x|e)|| fp(x|e)) es la entropia relativa condicional o distancia condicional
de Kullback-Leibler, definida como:

Diplxle) [fp(xe) = [ ple) [ plxle)tog JZ;(Zi|)) dxde

Como vemos, la descomposicién de esa distancia viene afectada claramente por la
probabilidad de la evidencia, el primer sumando es la distancia entre la probabilidad
de la evidencia y la probabilidad de la evidencia en la red discretizada. El segundo
sumando es la distancia entre la respuesta "exacta”, p(x|e) y la obtenida, fp(x|e).
Dado que este sumando viene multiplicado por la probabilidad de la evidencia, aunque

€
se acote el error de la red entera por ¢, la cota del error de la respuesta seria ﬁ
p(e

En caso de orientar la propagacion a una variable objetivo, en vez de minimizar
la distancia de toda la probabilidad conjunta interesa minimizar la distancia del nodo

objetivo X, condicionado a la evidencia:

pae)
| paie)tog 770z,

Por tanto puede que convenga cambiar la discretizacion y rediscretizar més fina-
mente aquellas regiones que hayan cambiado a la luz de la evidencia. Para ello Kozlov
y Koller (1997) definen otra métrica més general que permite discretizar unas regiones

mas finamente que otras:

Definicién 2.5 Se define la distancia ponderada de entropia relativa (WKL)
W(f(x)||g(x);w(z)) entre las funciones de densidad f(x) y g(x) con un peso estricta-

mente positivo w(zx) como

W @)lg@iue) = [ u)ie) log%dx

suponiendo que dicha integral exista.
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Si el peso es w(x) = 1, entonces la distancia WKL coincide con la distancia KL.
Ademis, si el peso w(z) y la funcién f(x) siguen la misma discretizacién D, entonces

se cumple que :

D(f(@)|fp(z))minswp(z) < W (f(2)||fo(z); wp(z)) < D(f(2)|fo(z))maz,wp(z)

dado que, suponiendo que la discretizacién D consta de m regiones (S, ..., Sny), en-

tonces ocurre que

W (/@) fo (o) Z/ uila) i) o 117 <

<Z:maanwZ /fZ log ))<maxmwp Z/ fi(z)log z))

= D(f(2)|fp(x))maz,wp(z) ,

y lo mismo pasa con el minimo.

Veamos ahora como podemos cambiar la discretizacién de los cliques segun sea la

evidencia.

En la versién de HUGIN descrita en la seccién anterior, en cada clique C; se discre-
tiza una funcién resultado de la combinacién de los mensajes que le llegan al clique y
las propias funciones asociadas al clique. La cuestién es que al discretizar esta funcion
solo se tiene en cuenta la evidencia que se encuentra por debajo del clique y que ha
llegado a éste a través de los mensajes, pero puede que la evidencia que se encuentre

por encima de este clique aconseje cambiar la discretizacion.

Este problema no lo tiene el clique raiz, ya que su discretizacién se hace teniendo
en cuenta toda la evidencia de la red. Por tanto, un peso constantemente uno en el
clique raiz es el adecuado. En un clique intermedio si hay ’pérdida de informacion’,
ya que recibe mensajes de todos los cliques excepto del clique padre, que es el que
lo conecta con la raiz. Si este mensaje le llegara, el producto de todos los mensajes
y las funciones asociadas al clique serian la mejor aproximacién de la distribucién a
posteriori, y no haria falta ningin peso. Pero como no tenemos este mensaje del padre,

se usa para la discretizacion una estimacion incompleta de la distribucién a posteriori.
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Para intentar aproximar esta funcién lo méas posible a la original, se determina un peso,

w, que aproxime lo mejor posible este mensaje faltante del clique padre.

La asignacion de pesos a los distintos cliques del arbol, se hace de forma que se
minimice la distancia WKL entre la funcién original y la discretizada dentro de cada
clique y asi minimizar el error de la probabilidad del nodo objetivo ¢ dada la evidencia
e. Los pesos en sentido inverso al de la propagacion, de arriba a abajo. Para cada clique
se supone conocido el peso del clique padre y a partir de él se escoge el peso del clique

en cuestion, de forma que minimice la distancia WKL resultante con el padre.

Como hemos dicho, se asignan los pesos desde la raiz a las hojas; por tanto, el
primer peso a asignar es el del clique raiz, pero ya sabemos que éste es constantemente
1. Veamos ahora como se obtiene el peso para un clique a partir del peso del clique

padre.

Sean dos cliques C; = {X,Y} y Cy, ={Y, Z}, C; padre de Cy y conocemos w(z,y),
peso de (. Las funciones r(z, y) y 7(y, 2) representan el producto de todas las funciones
asociadas a los cliques C; y Cs respectivamente y s(y) representa el mensaje que envia
Cy a C}. Se pretende encontrar el mejor peso w(y, z) sobre Cy de forma que el mensaje
s(y) minimice la entropfa relativa entre el verdadero potencial f(z,y) = r(z,y)s(y) y

su discretizacién fp(z,y) = rp(z,y)sp(y). Veamos cémo hacerlo:

W(f(z, )|l fo(z,y);w(z,y)) =

= | w(x T 0 7f(:c,y) rdy =
= [ o) (o) log Dk dady
— | e V(e s Tog L WSW)
—/ (z,y)r(z,y)s(y)] gTD(x,y)sD(y)d dy
= [ w(x. y)r(z,y)s 077‘(.’1?,2/)33
—/ (z,y)r(z,y)s(y)l grD(x,y)d dy+

+ / w(z,y)r(z,y)s(y) log Sﬁ;) drdy =

=W(r(z,y)|lro(z, y);w(z,y)s(y)) + W(S(y)l\sD(y);/w(fc,y)r(ﬂc,y)dm)
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Nétese como se integra el peso de la iltima distancia, ya que al depender s(y) y

sp(y) sélo de la variable y, el peso ha de depender a su vez sélo de y.

De esta forma se descompone, pues, la distancia entre f y fp en la suma de otras

dos distancias. Ya que rp(z,y) = %, la discretizacion del potencial del clique C}

es la responsable de la minimizacion del primer término de la suma de distancias. El

segundo término se puede escribir también como :

fw(x,y)f(m,y)dm) 22)

s(y)

W (S(y)||sD(y);/w(m,y)r(%y)dfﬂ) =W (S(y)HSD(y);

y su minimizacion se hace implicitamente al discretizar Cs, ya que entonces discre-
tizamos f(y, z) y a partir de ahi obtenemos sumando sp(y). Por tanto, si minimizamos
esta ultima distancia, minimizaremos la distancia del potencial de C; y su discretiza-

cion, que es la que usaremos en la propagacion.

Pero el objetivo real es buscar un peso w(y, z):

W2l 20002 = [ (o 2170, 2)log %dydz
= /w(y 2)f(y,2) log s(v) dyd2+/w(y 2)f(y,2) log%dydz
S s () TS bl
[ s)w(y, ) f(0,2) . s) L)
_/ W) log o) dydz+/w(y,z)f(y,z) log ff;i;y;) dydz .

Por tanto, si se reduce la distancia W (f(y, 2)||fp(y, 2); w(y, z)) se reduce también

la distancia
(2.3)

f’w(y,z)f(y,z)d2>

W (swlsoe; L2220

Fijdndonos en las ecuaciones (2.2) y (2.3), se ve que los pesos de los cliques vecinos

han de cumplir la siguiente condicidn :

Jw(ey)f(@.y)dz _ [w(y,2)f(y,2)dz (2.4)

5(y) s(y)
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Como el peso del clique C4, w(z,y), es conocido, con esta ecuacén se puede conocer

el peso del clique Cs, w(y, z), que es precisamente el objetivo buscado.

La discretizaciéon dindmica se integra en el proceso de propagacién como sigue.
Inicialmente, para poder discretizar cada clique segin esta discretizacion dinamica es
necesario conocer los pesos de cada clique, que no conocemos, ademads, para poder
propagar necesitamos tener una discretizacién, que no tenemos ya que no tenemos los
cliques. Para solucionar esto, lo que se hace es asignar inicialmente a todos los cliques

pesos uniformes 1, y luego propagar. Mas concretamente el algoritmo es como sigue:

1. Asignar pesos w =1 a todos los cliques.
2. Hasta que la probabilidad a posteriori converja repetir:

3. a) Realizar el algoritmo de propagacidn.

b) Propagar pesos hacia abajo en el drbol.

En primer lugar se lleva a cabo una propagacién de probabilidades, con lo que
cambian los potenciales de los cliques, con lo cual, aplicando la férmula (2.4) y teniendo
en cuenta que el peso del clique raiz es siempre 1, se obtienen actualizaciones de los
pesos. Al cambiar los pesos, cambian las discretizaciones, y por tanto la propagacion

también, y asi sucesivamente hasta que la probabilidad a posteriori converja.

Para asegurar que lo pesos tengan la misma discretizacién que sus correspondientes
potenciales se guardan en el mismo arbol BSP. Ahora bien, siguiendo este proceso, en
realidad los cambios que se hacen en las discretizaciones estan restringidos, es decir,
s6lo se pueden discretizar més finamente algunas regiones, pero no hacer cambios més
drésticos, que puede que sean los que sugieren las evidencias. Para solucionarlo se poda
el arbol en cada iteracion, eliminando aquellas hojas que aporten al error total menos
que una hoja 'media’. El error en las hojas se estima por métodos de integraciéon de
Monte Carlo durante el proceso de discretizacion. El potencial del clique sera discreti-
zado de nuevo en la siguiente iteracién, y en ella aquellas regiones con los pesos mayores

seran seguramente rediscretizadas mas finamente.
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2.4. Conclusiones

En este capitulo hemos revisado un método para el tratamiento de variables con-
tinuas que se basa en la discretizacién. El enfoque descrito tiene unas importantes
caracteristicas algunas de las cuales tendran una influencia notable en nuestro trabajo

posterior. Entre ellas, podemos destacar:

= No se considera cada variable de forma aislada, sino que una variable se discretiza

en funcién de sus relaciones con otras variables.

= Una misma variable puede tener distintas discretizaciones en distintos potencia-

les.

= La discretizaciéon depende de las observaciones que tengamos en un momento
dado.

= La discretacion se obtiene mediante un proceso de mejora iterativo que conlleva
varias etapas de propagacién en lugar de las dos (recoleccién y distribucién de la

evidencia) de los algoritmos con variables discretas.

Entre los posibles inconvenientes de este método, podriamos citar el enorme tamano
que pueden llegar a tener los arboles BSP, aun para representar distribuciones de
probabilidad simples. Estos arboles van aumentando de complejidad a medida que se
van realizando operaciones de combinacion. Esto también hace que la aproximacion de

estos arboles sea un problema dificil y consuma un tiempo considerable.






Capitulo 3

Distribuciones Condicionales

(Gaussianas

3.1. Introducciéon

En el primer capitulo revisamos algunos procedimientos de inferencia para redes
bayesianas con variables aleatorias discretas. Pero, frecuentemente, en problemas reales
aparecen simultaneamente variables discretas y continuas. Para abordar esta situacién,
en el segundo capitulo se estudié el uso de la discretizacion, con el fin de convertir
las variables continuas en variables discretas. Pero el transito de variable continua a
discreta es una aproximacion, cuya precisiéon depende de la discretizacién empleada, y
aun con métodos sofisticados como la discretizacion dindmica puede que no se obtengan
buenos resultados, o que para obtenerlos el precio que se pague sea demasiado elevado,

en términos de memoria y tiempo de cédlculo.

Ahora bien, se discretiza ante la imposibilidad de realizar los cédlculos de forma
exacta para las variables continuas, pero, como ya se dijo en la introduccion del capitulo
anterior, hay ciertas clases de variables continuas en la que los calculos si se pueden
realizar de forma exacta, y una de ellas la estudiaremos aqui, la clase de distribuciones

Gaussianas multivariantes (Castillo, Gutiérrez, y Hadi 1996).
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En realidad, lo que vamos a estudiar es una generalizacién de ese modelo, la distri-
bucion condicional Gaussiana (Cowell, Dawid, Lauritzen, y Spiegelhalter 1999; Laurit-
zen 1992; Olesen 1993), en la que conviven variables discretas y continuas en una red
hibrida. Este modelo mixto verifica que la distribucién de condicional de las variables
continuas dadas las discretas sea una distribucién Gaussiana multivariante, de ahi que
sea una extensién del anterior (Lauritzen y Wermuth 1989). Con el modelo condicional
Gaussiano, completamos el estudio de los métodos existentes en la literatura para el

tratamiento de redes bayesianas con variables discretas y continuas.

3.2. Definiciones

En este apartado daremos una breves nociones de notaciéon y algunas definiciones
y propiedades basicas. Nos centraremos en los resultados fundamentales, no en las
demostraciones ni en los resultados previos, que pueden encontrarse en el trabajo de
Lauritzen y Wermuth (1989).

Al tratarse de un modelo mixto tendremos variables discretas y continuas. Por
tanto, el conjunto de variables X estara dividido en dos, X = Y UZ, donde Y seran las
variables discretas y Z las continuas, siendo |Y|=d y |Z| = ¢ el nimero de variables
discretas y continuas respectivamente que hay en el modelo. Por tanto, un elemento

del espacio de estados conjunto serd de la forma :

X:(Y:Z): (yla"'vydazlv"'azc)

donde y; parai=1,...,d son valores cualitativos y z; para j = 1,...,c son nimeros

reales.

Definicién 3.1 Una variable aleatoria mizta X = (Y, Z) se dice que sigue una distri-
bucion condicional Gaussiana (distribucion CG) si la distribucion conjunta de las

variables del modelo (de todas las variables, discretas y continuas) tiene una densidad

f(x) = f(y,2) = x(y)exp{g9(y) + h(y)"z — 2" K(y)z/2} (3.1)
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donde x(y) € {0,1} indica si f es positiva en'y o no, g es una funcion que devuelve
un numero real, h una funcion que devuelve un vector de tamario ¢, K una funcion que

devuelve una matriz ¢ X ¢, y z' es la traspuesta de z.

Como comentamos en la introduccién, al decir que X sigue una distribuciéon CG,
queremos decir que las variables continuas siguen una distribuciéon Gaussiana multiva-

riante dadas las discretas, esto es :

ZI)Y =y — N.(&(y), %(y)) siempre que p(y) =p(Y =y) >0

siendo
Ey)=K(y) 'hy) , S(y)=K(y) (3.2)

con X(y) definida positiva, al igual que ocurre en la distribucién normal multivariante.

Si conocemos las funciones g, h, K, tenemos la distribuciéon de X, de ahi que a
la tripleta (g, h, K) se la denomine caracteristicas candnicas de la distribucién. Ob-
viamente, estas caracteristicas canonicas de la distribucién estan bien definidas sélo si
X(y) > 0. Pero la distribucién la podemos poner también en términos de p, &, y 3, luego
la tripleta (p, £, X) también vale para definir la distribucién y se conoce como momentos
caracteristicos de la distribucion. Si sélo tenemos variables discretas, las caracteristi-
cas candnicas de la distribucién serdn (g,0,0), y si s6lo hay variables continuas, las

caracteristicas seran (0, h, K), indicando los ceros componentes no definidos.

Tal y como vimos en el primer capitulo, las distribuciones de probabilidad, asi como
los resultados de las operaciones entre ellas se almacenan como potenciales. Veamos

pues en qué consiste un potencial en este caso:

Definicién 3.2 Una funcion ¢ se dice que es un potencial CG si es de la forma

d(x) = d(y,z) = x(y) exp{g(y) + h(y)"z — 2" K(y)z/2} ,

donde K solo ha de verificar ser una matriz simétrica. Por tanto, ¢ no ha de ser una

densidad necesariamente. Se llama caracteristicas candnicas del potencial a la tripleta
(9,h,K).
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Una diferencia basica es que los momentos carcteristicos de un potencial CG sélo
estdn bien definidos cuando K es definida positiva para todos aquellos y tales que
x(y) > 0. Entonces, para pasar de las caracteristicas canénicas a los momentos canéni-
cos sblo falta obtener p, ya que X y £ los conocemos de (3.2). Para obtener p sélo hay

que integrar z de la distribucién conjunta (3.1), de lo que obtenemos':

p(y) o {detS(y)}? exp {g(y) + h(y)TS(y)h(y)/2} (3-3)

También podemos calcular las caracteristicas candnicas a partir de los momentos:

K(y) = Z(y)*
hly) = K(y)¢(y)
9(y) = logp(y) + {logdetK(y) — clog2r — &(y)" K (y)&(y)}/2

Ya que tenemos los potenciales, el siguiente paso natural es definir las operaciones

a realizar sobre ellos y que se usaran en la propagacion.

Definicién 3.3 Sea ¢ un potencial definido sobre U = (Y} x Z). La extension
de dicho potencial a ¢ definido sobre W = (V) x Y3) x (Z1 X Z,) se define como

(Y1, Y2, 21, 22) = By, 21).

Si (g, h, K) son las caracteristicas canénicas del potencial, la actualizacién lo tinico
que hace es insertar ceros a las caracteristicas hasta obtener la dimensién deseada, esto

es, las nuevas caracteristicas candnicas serian :

_ h 1 _ K .
9(y1,92) = 9(y) ;5 My, y2) = (1) - Ry ) = (y1) 0
0 0 0

Siempre que quede claro no haremos distinciones entre un potencial y su extension.

1Si ¥(y) no es definida positiva, como dijimos anteriormente que tenfa que ser, entonces (3.3) no

es una probabilidad.
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Definicién 3.4 Sea ¢ un potencial CG definido sobre X = (Y1 X Zy) x (Yo X Zy),
y sea (z1 X 23) € (Zy X Zy) fijos. La restriccion ¢fZ1=21.22=22) de ¢ q Y, X Yo se

define como

pfP1=21.22=2) (v y9) = ¢(y1, 21, y2, 22)

En términos de caracteristicas canonicas, esta operacion consiste simplemente en

quedarse con las partes relevantes.
La combinacién se define de la forma usual :

Definicién 3.5 Dados dos potenciales CG, ¢ y 1 definidos sobre X y X' respectiva-

mente, se define su combinacion, ¢, sobre X U X' como

(09) (%) = ¢(x)1h(x)

Si lo expresamos en términos de las caracteristicas canonicas, la multiplicacion se

convierte en simple adicion de las componentes:

(91,h1,K1) X (92,}12, K2) = (91 + g2, h1 + ho, K1 + KQ)

La divisiéon se define de igual forma que la multiplicacién, pero observando el caso

particular de dividir por cero.

Definicion 3.6 Dados dos potenciales CG, ¢ y 1 definidos sobre X y X' respectiva-

mente, se define su division, ¢/, para un x € X U X' como

vog Siw(x) #0

0 en otro caso

(6/9)(x) =
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Obviamente, si lo ponemos en términos de las caracteristicas candnicas esta division

se convierte en sustraccion de las componentes

(91, hl;Hl)/(QZahQ;KZ) = (91 — 92, hi — hQ,K1 - KZ)

El problema surge ahora con la marginalizacién. Esto es porque cuando sumamos
potenciales CG no obtenemos otro potencial CG, sino una mixtura de potenciales CG.
Por tanto, definir una marginalizacién sobre los potenciales CG requiere algo més de

atencién que la otras operaciones.

Primero veamos cémo se eliminan mediante marginalizacién las variables continuas.

Supongamos que tenemos un potencial ¢ con

Z, hq Ky Ky
7z = h = K =

Zo ho Ko Ko

siendo la dimensién de y; igual a p. Entonces la siguiente proposicién dice cudl seria la
marginal de ¢. La demostracién de dicha proposicién se puede encontrar en (Cowell,

Dawid, Lauritzen, y Spiegelhalter 1999).

Proposicién 3.1 La integral [ ¢(y,z1,22)dz, es finita si y sdlo si K11 es definida
positiva. Entonces dicha integral, esto es, la marginal de ¢ sobre z1 es un potencial CG

¢ con caracteristicas canonicas:

iy) = g(y)+{plog(2r) — logdetK1(y) + hi(y) K1 (y) "1 (y)}/2
hy) = ho(y) — Ka(y)EKu(y) 'ha(y)
Ifg(}’) = Kan(y) — Ka(y)Kii(y) ' Kia(y)

Para la marginalizacién con variables discretas, se distinguen dos casos :

Caso 1: Si h y K no dependen de Y'. Esto es, h(y,y’) = h(y) y K(y,y') = K(y).

Bajo estas condiciones se define la marginal q; de ¢ sobre y’ de la forma usual:

o(y,2) = 6(y,y.z) =
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=> x(y.¥)exp{g(y,¥") + hly)'z — z"K(y)z/2} =

yl

= exp{h(y)'z - 2"K(y)z/2} Y x(y.y') expg(y,¥y")

yl

Esto equivale a las siguientes caracteristicas canénicas:

gy) = log Y expy(y,y)

B y'ix(yy')=1
hMy) = h(y)
K(y) = K(y)

Caso 2: h o K dependen de Y'. En este caso, la simple adicién de potenciales CG no
es un potencial CG. El método que sigue sélo estd bien definido si K(y,y’) es
definida positiva. Lo describiremos en términos de los momentos caracteristicos

{p,&,¥}. La marginal 5 de ¢ es el potencial CG cuyos momentos caracteristicos
{p, £ f]} son :

=> p(y,¥"), Zf Y,y )y, y')/p(y)

ZE Y, ¥)p(y,y')/Bly +Z (v, ¥) =€) (€, y)—E))p(y, ¥')/B(y)

Teniendo en cuenta lo anterior se puede definir la operacién de marginalizacion

como sigue.

Definicién 3.7 La marginalizacion sobre variables continuas y discretas se realiza
marginalizando primero sobre las variables continuas y luego sobre las discretas. Si
en esta sequnda marginalizacion se da el caso 1, esto es, (h, K) independientes de y’,
entonces se dice que la marginalizacion es fuerte. Si por el contrario se da el caso 2,

se dice que es débil y se usa el proceso de marginalizacion visto arriba.
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La marginalizacién (tanto débil como fuerte) se denota por » y\ ; dw, esto es, W\U
es el conjunto de variables sobre el que marginalizamos, las que se eliminan, y U el

conjunto de variables al que marginalizamos, es decir, que se ”mantienen”.

Es facil demostrar que la marginalizacién débil verifica la regla de composicién: Si

tenemos U C V' C W, entonces

S (S ow)=Son

V\U “\W\V W\U

Sin embargo, solo las marginalizaciones fuertes se comportan bien si hay combina-

ciones de potenciales involucrados, esto es, en general tenemos que

D (bwov) # ¢V<Z ¢W>. (3.4)

W\V W\V

Debido a este problema, los algoritmos de propagacion, en concreto el HUGIN, ha

de ser ampliado para poder aplicarlo a este caso adecuadamente.

Si la marginalizacién es fuerte, entonces la igualdad en (3.4) si se alcanza y entonces

se puede aplicar sin mas problemas la propagaciéon HUGIN.

3.3. Grafos marcados y su arbol de cliques

Dado que las distribuciones CG no son cerradas para la marginalizacién, a la hora
de aplicarlas a las redes bayesianas han de imponerse ciertas restricciones en el tipo
de modelos a considerar. Como en los capitulos anteriores, trabajamos con un grafo,
G = (V,€&) donde V es un conjunto finito de vértices, y E el conjunto de aristas. Ahora
bien, necesitamos trabajar con grafos donde los vértices estén marcados, en el sentido
de que estan divididos en dos grupos, A y I'. Un grafo de este tipo se denomina grafo
marcado. Los vértices en el conjunto A seran variables discretas y los del conjunto I"

serdn variables continuas.

Como vimos en el capitulo 1, los métodos propagacién locales es dividen el grafo en
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distintas componentes independientes, que son los cliques. Sin embargo, dada la clara
asimetria que hay entre las variables discretas y continuas, también hay que tener en
cuenta las marcas del grafo. Para un estudio més detallado de estas cuestiones tedricas

de los grafos, ver (Leimer 1989).

Definicién 3.8 Una tripleta (A, B,C) de conjuntos disjuntos del conjunto V' de vérti-
ces de un grafo marcado y no dirigido G se dice que forma una descomposicion

fuerte de G si V = AU BUC y se verifican ademds las tres siguientes condiciones:

1. C separa a A de B.
2. C es un subconjunto completo de V.

3. CCAoBCT.

Cuando se verifican las tres condiciones se dice que (A, B, C) descomponen a G en

las componentes Gauc v Gpuc-

Si sélo se verifican las dos primeras condiciones de la definicién, entonces se dice
que (A, B,C) forma una descomposicién débil de G. Por tanto, la diferencia entre
una descomposiciéon débil y una fuerte es que la débil no tiene en consideracion las

marcas del grafo, que es justo lo que anddbamos buscando.

Un grafo descomponible es aquel que se puede llegar a descomponer en sus cliques.

Veamos, mediante una definiciéon recursiva, cémo hacerlo:

Definicién 3.9 Un grafo marcado no dirigido G se dice que es descomponible si
es completo, o si existe una descomposicion (A, B,C) de G con A y B no vacios en

componentes Gauc Yy Gpuc que sean a su vez subgrafos descomponibles.

En grafos sin marcas, sélo se necesita que el grafo sea triangulado para conseguir
que sea descomponible, esto es, obtener su arbol de cliques. En grafos marcados se

necesita que éste carezca de cierto tipo de caminos (Leimer 1989):
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Proposicion 3.2 Un grafo marcado no dirigido G es descomponible si y sdlo si es
triangulado y no contiene ningun camino entre dos vértices discretos no vecinos que

esté unicamente compuesto de vértices continuos.

En el capitulo primero vimos que la estructura sobre la que se realiza la propagacion
es el arbol de cliques, y como se construye a partir de la red original. El proceso ahora

es similar, pero teniendo en cuenta las siguientes peculiaridades.

La primera parte del proceso permanece intacta, esto es, a partir del grafo no
dirigido aciclico se obtiene el grafo moral simplemente quitando las direcciones de las
aristas, y anadiendo nuevas aristas entre padres que tengan hijos en comin y no estén
ya conectados. Ahora lo que se busca es un grafo descomponible. Esto se hace anadiendo
aristas de forma que se eviten los caminos prohibidos que se sefialan en la proposicién
3.2. La forma de hacerlo es, al igual que con redes discretas, mediante un proceso
de eliminacién de variables, pero en este caso se han de eliminar siempre primero las

variables continuas (Cowell, Dawid, Lauritzen, y Spiegelhalter 1999).

Ya que tenemos el grafo descomponible, el paso siguiente es construir el arbol de

cliques (recuérdese que ha de verificarse la condicién expresada en la definicién 1.15).

Diversos algoritmos detallados y explicados para obtener de forma sistemética tanto
el grafo descomponible como el arbol de cliques a partir de éste se pueden encontrar
en (Cowell, Dawid, Lauritzen, y Spiegelhalter 1999; Leimer 1989).

Ahora bien, llegados a este punto, entra en juego de nuevo la asimetria entre varia-
bles continuas y discretas, y es por ello que se requiere una condicion mas para hacer

que el esquema de propagacién funcione correctamente en este tipo de estructura.

Definicién 3.10 Un nodo R de un drbol de cliques es una ratz fuerte si cualquier

par de nodos vecinos del drbol A, B con A mds cercano a R que B se tiene que

(B\A)CT o (BNA)CA. (3.5)

Para un drbol de cliques, la condicién (3.5) equivale a que (A\ B, B\ A, ANB) forme

una descomposicén fuerte de G4,p. Esto quiere decir que si un separador entre dos
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cliques vecinos no es totalmente discreto, es decir, no todas sus variables son discretas,

entonces el clique mas lejano a la raiz sélo tiene vértices continuos fuera del separador.

Leimer (1989) prueba que los cliques de un grafo descomponible siempre se pueden
agrupar en un arbol de cliques de forma que al menos uno de ellos sea una raiz fuerte.
Por tanto, a partir de ahora suponemos que el arbol de cliques construido tiene, al

menos, una raiz fuerte.

3.4. Propagacion de probabilidades

El grafo original especifica claramente las relaciones de dependencia/independencia
que hay entre las variables, y verifica, la condicién (1.1) expresada en la definicién
1.8 del primer capitulo, es decir, la densidad conjunta de todas las variables de la red
se puede expresar como el producto de las densidades condicionadas de las variables
dados sus padres en el grafo. Pero en el modelo CG surge la restricciéon anadida de
que ningin nodo continuo puede tener hijos discretos. Si no se cumple esta
condicién, se pueden usar varias alternativas, como las expuestas en (Koller, Lerner, y
Anguelov 1999; Lauritzen 1992). El motivo de imponer esta restriccién es que, si no es
asi, la distribucién condicionada de una variable continua a una discreta descendiente

serfa un cociente de mixturas de Gaussianas y, por tanto, no perteneciente a la familia

CG.

Una vez comprobado que se verifica esta condicion, lo primero que se hace es fijar
estas densidades condicionadas. Para cada variable discreta Y;, hay que especificar la
distribucién dados los estados de los padre, que siempre seran discretos, por lo visto en el
parrafo superior. Serd por tanto una tabla de valores reales como las del capitulo 1. Para
cada variable continua Z;, la distribucién condicionada dados sus padres (continuos o

discretos) es de la forma

Zilm; = N (a(y) + B(y)"2,7(y)) , (3-6)

donde (y, z) son los estados de los padres de Z;, y los estados de los padres discretos y



80 Capitulo 3: Distribuciones Condicionales Gaussianas

z los estados de los padres continuos, y(y) > 0, a(y) un nimero real, y 5(y) un vector

de la misma dimensién que la parte continua de los padres.

Por tanto, esta densidad condicional se corresponde con un potencial CG ¢, defi-
nido sobre la combinacién (y, z, z;), donde (y, z) son los estados de los padres y z; el

valor de la variable Z; en cuestién. Las caracteristicas canénicas (gz,, hz,, Kz,) son

g2,(5) =~ — flog (2 ()2

_ay) [
ha(y) = Y(y) —B(y) (3.7)
K= | L T

El paso siguiente es asociar potenciales a los distintos cliques del drbol. Recordemos
que en el arbol de cliques teniamos cliques, C, y separadores, S, que eran las intersec-
ciones de los cliques vecinos, y que teniamos potenciales asociados, tanto a los cliques
como a los separadores, de tal forma que se verificaba que el potencial ¢y calculado

como

— HVeC ¢V
HSGS s

es proporcional a la densidad conjunta de todas las variables. Dado que todos los po-

du (3.8)

tenciales involucrados son potenciales CG, la densidad conjunta, y ese potencial ¢y

también seran potenciales CG.

Se supone ademas que se cumple que si tenemos un nodo V con separador S,

entonces si

¢s(x) =0 = dy(x) =0 (3.9)

Esto permite manejar adecuadamente aquellas situaciones en las que se modeliza la

imposibilidad de que ocurra determinada situacién (que se dé cierto estado) asignandole



3.4. Propagacion de probabilidades 81

potencial cero. Ahora el siguiente paso es inicializar el drbol de cliques (que tiene una
raiz fuerte) de forma que se verifique (3.9) y que el potencial total (3.8) sea la densidad
conjunta especificada por el modelo. Primero se asigna cada vértice (variable) X; del
grafo original a un clique V' del arbol. Al igual que con redes discretas, esto se ha de
hacer de forma que se cumpla {X;} Um; C V. Asi, a cada clique V del arbol se le
puede asignar un potencial ¢y que sea el producto de todos los potenciales ¢x, de
las variables asignadas al clique. A aquellos cliques a los que no se les haya asignado
ninguna variable y a los separadores, se les asigna inicialmente potenciales ¢ = 1, es

decir, potenciales CG con caracteristicas canénicas (0,0, 0).

Con esto se completa la estructura sobre la que desarrollar la propagacién. Los
cliques son objetos que contienen informacion en forma de potenciales y los separadores
los podemos considerar como canales de comunicacién a través de los que fluye la

informacién.

Antes de empezar a propagar, se incorpora la evidencia. En este caso, puede que
conozcamos los valores que toman variables discretas y continuas, y por tanto las
trataremos por separado. Las discretas exactamente igual que en el capitulo 1, mediante
las funciones de Dirac. Veamos cémo se tratan las evidencias continuas. Supongamos
que sabemos que la variable continua Z; toma un determinado valor z;. Entonces
se introduce esta evidencia en todos aquellos cliques que contengan a la variable Z;,
modificando sus potenciales de forma que la variable Z; se fije al valor z}. Si el potencial

¢ tiene caracteristicas candnicas (g, h, K) con

hy) = hi(y) K(y) = Ku(y) Kizl(y)
hz(y) Kz.(y) Kzz/(y)
entonces el nuevo potencial ¢* tendra sus correspondientes caracteristicas canodnicas
(¢*, h*, K*) dadas por
K*(y) = Ku(y)
h(y) = hi(y) — % Kza(y) (3.10)

9*(y) = 9(y) + hz.(¥)z — Kz,2,(y)(2)?/2

Una vez que se ha introducido la evidencia, se verifica que el potencial (3.8) es
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proporcional a la densidad condicional dadas las variables observadas.

En estas condiciones, la propagacion se puede llevar a cabo usando el algoritmo
HUGIN. Por supuesto las definiciones de absorcion, recoleccion y distribucion son las

mismas, pero con algunas diferencias puntuales que comentaremos a continuacion.

La operacién basica que se realizaba cuando propagabamos era la de absorcion. La
propagacion consistia en el paso de mensajes, mediante la absorcién, de un nodo a
otro, de forma que se repartiese la informacion que contenian esos nodos. Veamos si

eso ocurre ahora en el caso CQG:

Proposicion 3.3 Si ¢s es la marginal fuerte de ¢ow, entonces U y W son consistentes

tras absorber W de U, esto es

Y dr=05=>_ ¢ (3.11)

U\W W\U

Demostracion: El separador S, esta compuesto de la interseccién entre U y W, luego

se verifica que

> b = 30 ow(5) = (55 Y ow = (F)0s = 65

W\U W\U W\U

La otra igualdad es exactamente igual. Ademads, este resultado es falso si ¢g es
la marginal débil, ya que entonces, no tiene por qué ser cierto que ZW\U QSW(%) =

(2_2) ZW\U ow, como se indica en (3.4).

En este punto, sélo queda describir los esquemas de recoleccion y de distribucion.
La idea es enviar una peticién de recoleccén desde una raiz fuerte del arbol, R. Cada
vecino le enviard una peticiéon de recoleccién a su vecino, y asi hasta llegar a las ho-
jas, que empezaran a enviar mensajes hacia arriba, de forma que, al finalizar, la raiz

habra absorbido toda la informacién disponible en el arbol.
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Al enviar la peticion de recoleccion desde una raiz fuerte R, si U y V son vecinos
con separador S y U estd mas cerca de de R que V, entonces el hecho de enviar la
peticién de distribucién desde R hace que U absorba de V. Asi, tras la recoleccién, el
potencial de S es la marginal de V', y dado que la raiz es fuerte, la marginal sera fuerte

también.

Tras la peticion de recoleccion, R posee toda la informacién del arbol, y ahora debe
pasarla al resto de nodos mediante una peticién de distribucion. Esta peticion de dis-
tribucién desde la raiz fuerte R provocard un paso de mensajes que terminara al llegar
a las hojas. Cuando esta distribucién termine, el arbol serd localmente consistente, ya
que todos los potenciales de los separadores serdan marginales fuertes de potenciales
que estan mas alla de la raiz fuerte. Al ejecutar la peticion de distribucién, la proposi-
ci6én 3.3 asegura que todas las absorciones cumplen la propiedad (3.11) y por tanto el
arbol es locamente consistente con un potencial que tiene la siguiente propiedad, cuya

demostracién puede encontrarse en (Cowell, Dawid, Lauritzen, y Spiegelhalter 1999).

Teorema 3.1 Sea T un drbol de cliques localmente consistente y con una raiz fuerte
R y conjunto de cliques C. Sea ¢y el potencial conjunto de T y sea U € C. Entonces

Z¢VO<¢U

V\U

Es decir, cada potencial de cada clique es la marginal (débil) del potencial total.

En resumen, después de introducir la evidencia, el drbol se puede hacer consisten-
te enviando sendas peticiones de distribucién y recoleccién desde una raiz fuerte. La
marginal débil del potencial de cualquier variable de la red se puede obtener de cual-
quier clique del arbol que contenga a esa variable, simplemente mediante la operacién
marginalizacién débil. En concreto, esto proporciona las probabilidades correctas actua-
lizadas de los estados de cualquier variable discreta y las medias y varianzas correctas

actualizadas de cualquier variable continua.

A pesar de que se usan marginales débiles, el darbol contiene todavia después de
la propagacién una representaciéon correcta del potencial total del sistema dada la

evidencia, es decir, se cumple que,
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_ Hcec ch(xc)
[Ises f*5(xs)

por tanto no se pierde informacién en la propagacion de la evidencia y el sistema queda

f(x)

preparado para una nueva incorporacién de evidencia.

Ejemplo 3.1 (Cowell, Dawid, Lauritzen, y Spiegelhalter 1999) Para ilustrar esta cues-
tion, veremos un sencillo ejemplo de un modelo puramente continuo. Consideremos la

siguiente red:

cuyas distribuciones iniciales son :

X — N(O, 1)
X2|X1 — N(.Tl, 1)
X3|X2 — N(CCQ, 1)

El drbol de cliques en este caso es

y cualquier clique se puede coger como raiz. Sabemos las distribuciones condiciona-

das de cada variable, veamos cuales son los correspondientes potenciales CG:

1. Para X:: Para esta variable tendremos un potencial de la forma ¢1(x1) que lo

representaremos por sus caracteristicas candnicas, que serdn (g1, hi, K1). Ahora
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bien, como X, es continua, eso quiere decir que g3 = 0 (y lo mismo para las
otras variables, siempre tendremos g = 0). La distribucidn de X, es una N(0,1),

luego, por (3.6) deducimos que?

Ponemos solamente o y no a(y) dado que no tenemos variables discretas. Con

estos valores, y a partir de (3.7) obtenemos que

91=0
m =21 =0(1) =0
1
K== =10)=1

Luego ¢(a1) o< exp {~La1 (1)1}

2. Para Xj: Igual que con ¢, en este caso ¢o(x1,22) vendrd dado por sus cara-
teristicas candnicas, (0, ho, K3), e igualmente de N'(x1,1) y de (3.6) obtenemos
que

a=0; f=1; yv=1

y por tanto a partir de (3.7) recuperamos las caracteristicas candnicas

g2 =10
1 1 0
(6]
h2 = — = 0 =
T\-5 -1 0
1 1 -5 1 -1 1 -1
K2 = — = ]_ =
T\-8 88 —1 1 ~1 1
2No hay 3 al no ser condicionada esta distribucién
1 =BT
3En realidad K deberia ser pero como no hay padres la tomamos como una matriz
-8 BB"

unidad (1), al igual que hacemos con h
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1 1 -1 I
Luego ¢py(x1,2) X exp { —3 <$1 xz)
-1 1 T9

3. Para X;3: Si repetimos lo mismo que con las dos variables anteriores obtendremos

que

it A
T\-8 B8

1 -1
Ky = —1 -
(—1 1
1 —1 To
Luego ¢3(zs,x3) x exp —3 (332 ;1;3)
-1 1 T

3

Ahora el paso siguiente es asignar variables a cliques, de forma que el cliqgue contenga

a la variable y a sus padres, luego la inica asignacion que podemos hacer es

Xl,XQ — 01
Xg—)CQ

y combinar los distintos potenciales para obtener los potenciales asociados a los cliques.

boy (x1,22) = d1(x1)d2(71, 72)

bc, (352, 333) = ¢3($2, 363)
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Las caracteristicas candnicas de ¢¢, vendran dadas por la suma de las caracteristi-

cas de los potenciales ¢1 y ¢, esto es*

0 2 -1
(07hC17KC'1) = (0+07h1+h27K1+K2) = (07 ) )
0 -1 1

y las caracteristicas de ¢¢c, son, obviamente, las mismas que las de ¢3.

Como sabemos, el potencial del separador lo inicializamos a 1. Supongamos primero
que no hay evidencia, entonces estamos ya en condiciones de empezar a propagar. En

este caso es muy sencillo, sélo hay dos mensajes, uno que va de C; a Cy y otro de Cy

a Cl.

1. Mensaje de C a Cy: En realidad este mensaje lo que provoca es que Cy absorba

de Cy. Primero hemos de calcular el nuevo potencial del separador, ¢§

¢5(2) :/¢Cl($1,$2)d$1

que, segun la proposicidn 3.1, tendrd caracteristicas candnicas (9§, hs, K¥%)

95 =0
t=0—(=1)(2)7'0=0
o 1 1
Ky=1-(-)@(-)=1-5=_

luego % () = exp {—1z2(3)z2} = exp {—123}

Sabemos que el nuevo potencial de Cy viene dado por

o, = ascf—i — o0

¢

luego tendrd por carateristicas candnicas la suma de las caracteristicas de ¢¢, y

P

(O’h*CyKé’z) = (0’ ) ' + ) = (Oa )
0 0 0 -1 1 0 -1 1

4Para sumar h; y hs (y también K; y K>3) lo que hacemos es extender el potencial ¢; (1) a otro

$1(z1,72)
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. 1.5 -1 To
luego ¢g, (12, 13) = exp{—5 | zo }
-1 1 T3

Mensage de Cy, a Cy: Ahora ya ¢ serd el potencial del separador, no el original,
sino el que acabamos de obtener, e igual con Cy y Cy. Pues bien, de nuevo hay

que calcular el nuevo potencial del separador,¢’, pero ahora a partir de Cy:

By() = / b0 (w9, 73) s

que usando la proposicion 3.1 con los subindices adecuados, tiene caracteristicas

candnicas (g%, hs, K%)

K;=15—(-D)1) ' (-1)=15-1=

Como vemos, el separador permanece igual, no ha variado, luego el mensaje de Cy

a C1 no varia en nada la situacion que ya tenemos, ya que ¢, = 05012—2 = ¢¢, -

Introduzcamos ahora evidencia, por ejemplo, Xo = 1.5. Ahora lo que buscamos

son las distribuciones marginales de X, y de X3 dado que sabemos que Xy = 1.5.

Es claro que

Veamos cual seria la distribucion X3|Xo = 1.5. Sabemos por (3.10) que ahora el

potencial ¢¢, quedaria con caracteristicas candnicas (0, h , K¢, )

hi =0—15(-1) =15

K =2

luego, por (3.2), el vector de medias, en este caso unitario, & y la matriz de covarianzas,

de nuevo unitaria, 2 valen:

_13_

3
¢ 1
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luego X1|Xo =15 = N(3,3)

En este caso no podemos hacer nada mds, es decir, no podemos propagar, ya que al

conocer el valor de X,, las variables X1 y X3 se vuelven independientes.

Veamos qué hubiese pasado, si en vez de conocer el valor de Xy hubiésemos sabido,
por ejemplo, que X3 = 1.5. Lo primero que hacemos es introducir la evidencia en
el clique Cy. Por tanto, siguiendo las indicaciones (3.10) obtenemos que el potencial

bc, (T2, 1.5) tiene caracteristicas candnicas (0, h*, K*)

B =0-15(-1)=15

Ahora propagamos, sélo necesitamos enviar un mensaje de Co a C1, puesto que sélo
se ha actualizado la informacion en el sequndo potencial. Ademds, el nuevo potencial
del separador, ¢%(x2) serd exactamente el mismo que el de ¢c,, ya que ahora dc, sdlo

depende de X5. Por tanto, el nuevo potencial de Cy se calcula mediante la expresion
K s
¢C’1 - ¢Cl¢_sl

Calculemos primero el cociente z—g, que tendrd por caracteristicas candonicas la resta

de las caracteristicas candnicas de los potenciales involucrados, es decir,

% = (g9,h,K) = (0,1.5,1.5) — (0,0,0.5) = (0,1.5,1)

bs
luego (bcl% tendrd ahora por caracteristicas candnicas (g¢,, ¢, , KC;) la suma de las
caracteristicas canonicas de los potenciales correspondientes, por supuesto extendiendo
de forma adecuada el potencial del cociente entre los potenciales de los separadores para

poder realizar la operacion:
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0 2 -1 0 00
(gz’luh’*CpKCf) = (07 ’ )+(07 ) )
0 -1 1 1.5 01
0 2 -1
= (Oa ) )
1.5 -1 2

Asi pues, quedaria

¢Cl (151,372) = €exp (ml xQ) ) (xl :@)
1.5 -1

2 T2

Por tanto, para calcular la distrbucion marginal de Xo dado que X3 = 1.5 solo hay

que fijarse en ¢, que ahora sélo depende de Xy, y por tanto, usando (3.2) tenemos

que 5 3
—K'h=(5)'S=1
3 h=(3)"5
3 2
S=K'l=()t=2
G =3

y asi Xo| X3 =15 — N(1,3)

Para hacer lo mismo con X1 hay que calcular la marginal de @7, sobre Xo. Asi,
usando la proposicion 3.1, el potencial f @, (x1, x2)dxy tendrd por caracteristicas candoni-

cas los valores

13 3
*=0—(=1)(2) 15 ====2
=0-(-1)@) 5=t =1
1
K*=2—-(-1)2)"'(-1)=2- 5 =15
y asi tenemos que su media y su varianza valen
3.3 1
=K lh=(\1Z =2
¢ (2) 4 2
3 2
Y=K'=()1==2
(2) 3

y por tanto X1| X3 =15 — J\/’(%, %)
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3.5. Conclusiones

Hemos descrito un método para tratamiento de variables continuas basado en el
uso de distribuciones condicionadas Gaussianas. Entre las propiedades mas importan-
tes de este modelo podemos destacar que permite una propagacién exacta. Aqui hemos
descrito un algoritmo para propagar medias y varianzas, pero es posible generalizarlo
considerando potenciales que sean mixturas de distribuciones Gaussianas. También es
importante destacar que puede representar una distribucion condicionada de una varia-
ble a dado un conjunto de variables con un niimero reducido de pardmetros (una funcién
lineal de las variables a las que condicionamos y un valor constante para la varianza).
Las distribuciones Gaussianas aparecen en muchos procesos naturales e introduciendo
variables discretas artificiales se pueden aproximar distribuciones no Gaussianas me-
diante mixturas de estas distribuciones. En el lado negativo de este modelo, podemos
indicar que a menudo nos encontramos con variables que no pueden considerarse Gaus-
sianas, la dificultad de representar relaciones no lineales entre las variables continuas,
la restriccién de que una variable discreta no puede ser hija de una variable conti-
nua y el hecho de que al exigir grafos fuertemente triangulados se puede incrementar

notablemente la complejidad de los calculos.






Capitulo 4

Mixtura de Exponenciales

Truncadas

4.1. Introduccion

En los capitulos anteriores hemos visto dos enfoques diferentes desde los que se
ha abordado en la literatura el tratamiemto de redes hibridas: uno (dsicretizaci6n)
se basa es intentar aprovechar la teoria desarrollada para redes discretas, y aplicarla
transformando para ello los potenciales continuos en discretos, y el otro (CG) se basa
en realizar las operaciones de propagaciéon de forma exacta, en el caso concreto de que
el modelo siga la distribucién adecuada, lo que en el caso de andlisis de datos reales
no siempre ocurrird. Ademas, el modelo CG presenta la restriccion de que las variables

discretas no pueden tener padres continuos.

Para solucionar este problema, Koller, Lerner, y Anguelov (1999) modelizan la
distribucién de nodos discretos con padres continuos mediante una mixtura de expo-
nenciales, pero después los métodos de inferencia son de tipo Monte Carlo en lugar de

exactos.

Lo que se propone en este capitulo es usar una miztura de exponenciales truncadas

para representar la distribucién de las variables en la red (Moral, Rumi, y Salmer6n
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2001). Con este modelo no hay restricciones con las relaciones de las variables en la red,
ya que se permite a las variables continuas tener hijos discretos, y ademas es posible la
propagacion exacta mediante algoritmos de cdlculo local como los vistos en el primer

capitulo.

Fundamentalmente, este modelo es una alternativa a la discretizacién. La discre-
tizacién (capitulo 2) la podemos ver como aproximar una densidad por una mixtura
de uniformes, pero pensamos que se obtendran mejores aproximaciones si en vez de
usar funciones uniformes usamos funciones exponenciales, que tienen un mayor poder

de adaptacion a la forma de la distribucién a aproximar.

Pero el modelo de mixturas de exponenciales truncadas también tiene sentido co-
mo distribucién exacta, pues veremos que algunas distribuciones notables, como la
uniforme (discreta y continua), la multinomial y la exponencial son casos particulares

Suyos.

4.2. Definiciones

Introducimos una clase de distribuciones mixtas, que llamaremos mizrtura de ez-
ponenciales truncadas, pero antes de definir la distribucién estudiaremos el potencial

asociado a esta familia de distribuciones y las operaciones basicas sobre él.

Definicién 4.1 Sea X una variable aleatoria n-dimensional. Sean Y = (Yq,...,Yy) y
Z = (Z,...,Z.) las partes discreta y continua de X respectivamente, con ¢+ d = n.
Decimos que una funcion ¢ : Qx — R es un potencial de la clase miztura de
exponenciales truncadas (Potencial MTE) si se verifica una de las siguientes dos

condiciones:

1. ¢ es de la forma

m d c
$(x) = p(y,z) = ag+ Y _ a;exp {Z 0y + Y b§d+k)zk} (4.1)
i=1 k=1

J=1
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()

para cualquier x € Qy, donde a;, 1t =0,....myb”’, t=1,...,m, j=1,...,n
son numeros reales.
1. Existe una particion 2, ..., 4 de Qx tal que el dominio de las variables conti-

nuas, gz, esté dividido en hipercubos y tal que ¢ venga definida por
¢(X) = ¢Z(X) ST X € Qi,

donde cada S, i =1,...,k es de la forma (4.1) (es decir, cada ¢; es un potencial
MTE sobre ;).

Ejemplo 4.1 La funcion ¢ definida como

(2-|—e3"51+z2—i—e““’z2 si 0<21<1,0<2<2
14 et si 0<2<1,2<2<3
(b(Zl"ZQ):<14—e2zl+z2 i 1<21<2, 0<29<2
\§+5ez1+2z2 si1<21<2,2<2<3

es un potencial MTE ya que todas sus partes son potenciales MTE.

Como sabemos, a la hora de llevar a cabo la propagacion sobre una red bayesiana,
es necesario realizar ciertas operaciones sobre los potenciales definidos en cada uno de
los cliques, como son restriccion, marginalizacién, y producto o combinacién. Veamos

como realizar estas operaciones sobre potenciales MTE:

Definicién 4.2 Sea ¢ un potencial MTE sobre X = (Y, Z). Supongamos un conjun-
to de variables X' = (Y',Z') C X, cuyos valores x*™' estdn fijados (x*x' = x' =
(y',2'")). La restriccion de ¢ a los valores (y',z') es un nuevo potencial definido sobre

Qx\x' de acuerdo con la siguiente expresion:

X ) = GO ) = ()
para todos aquellos w € Qx\x tales que x € Qx, x'xx = w y x¥™ =x'. En otras

palabras, la restriccidn es el potencial que se obtiene al sustituir cada ocurrencia de X'

por su valor x'.
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Ejemplo 4.2 Consideremos el potencial del ejemplo 4.1. Supongamos que queremos
restringirlo a Z1 = 1.5. Lo consequimos seleccionando el intervalo apropiado y reem-

plazando z, por el valor 1.5. El resultado es

1 2x1.5+z 1 3 5
GRZ=LE) () — i Te > 0<, <2 _ ) atele 0<2y<2

T+ttt 22 <3 T +5etPe” 2< 2 <3

Definicién 4.3 Sea ¢ un potencial MTE sobre X = (Y,Z). La marginal de ¢ para
un conjunto de variables X' = (Y',Z") C X es el potencial :

$X(y,2)= ) (

yeﬁy\yf

¢(y’ yl7 Z7 ZI)dZ”)

Qgn

donde ZI' = Z \ Z'. Obsérvese que esta funcidn estd definida sobre Qx .

Ejemplo 4.3 Supongamos que queremos obtener la marginal del potencial del ejemplo

4.1 para la variable Zy. S6lo hay que integrar sobre Z:

1 2
¢¢Z‘2(22) _ fO 2+e3z1+z2 +€z1+z2dzl _|_f1 i+€2z1+z2d21 0< 29 < 92
fol 1+ ett2dz + ff % + Her1t?22d 2<29<3

y simplificando la expresion de arriba obtenemos:

4 3_9,2 _
%_+_3e +2e 638 +6e Bezg 0<22<2

¢¢zz(22) —
St(e—1)e2+5(e? —e)e 2<2z <3

Definicién 4.4 Sean ¢, y ¢o potenciales MTE sobre X1 = (Y1,Z1) y X2 = (Yo, Z2)
respectivamente. La combinacion de ¢ y ¢o es un nuevo potencial definido sobre

X = X, UXy que se calcula como:

B(x) = ¢1 (x¥%1) - g (x™X2) para todo x € Qx .
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Ejemplo 4.4 Para ilustrar esta operacion, combinaremos el potencial del ejemplo 4.1
con este otro:

Sy ] 3T 0<w<?
) =

2+ 2<x<4

El resultado serd un potencial MTE ¢"(z1,29,2) = ¢(21,20) - ¢'(z) definido en 8

regiones :

6 + 2e* + 3er1tz2 + 3e321t22 + eA1tzte + e3z1tzta

Si0< 21 <1,0<29<2,0<2<?2
4+106—2$+2€3z1+zz +26z1—|—z2 +5e3z1+zz—2w+5ezl+z2—2m
Si0<2<1,0<2<2,2<2<4

3+ e’ + 3621-1-32 + 6Z1+Z2+w
Si0<2<1,2<2<3,0<2<2

2 + 56—258 +ezl—|—zz +5621+22—2w

" si0< 21 <1,2<n<3,2<z<4

d" (21,29, 1) = ¢
% + % + 3e221t+22 + e2etzate
Sil<21<2,0<2<2,0<2xr<?2
% + ¥ 4 9e2n1t22 | fe2aitz—2e
sil<21<2,0<2<2,2<2<4
3 ’ +2 +2z2+

5 + % + 15?1422 + Fe#1t2z2tT
Sil1<21<2,2<2<3,0<2<2

1 + Se;u + 1Oez1+222 + 25ez1+22272w

Sil<z1<2,2<n<3,2<r<4

Proposicion 4.1 La clase de potenciales MTE es cerrada bajo las operaciones de res-

triccion, marginalizacion y combinacion.
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Demostracion:

1. Restriccion. Cuando restringimos un potencial MTE a un valor w; de una varia-
ble W;, discreta o continua, simplemente multiplicamos el correspondiente coe-
ficiente a; de cada exponencial afectada por la variable W; por su constante
exp{bgj)yi} Vi = 1,...,m y entonces eliminamos el término que contiene a la
variable W del exponente.

Si la variable a la que restringimos es la inica en un término exponencial dado,
entonces ese término es eliminado y se suma a la constante ag las constantes
exp{bgj )yi} Vi=1,...,m. Asi, el resultado es otro potencial MTE con diferentes

coeficientes y sin contener a la variable W;.

2. Marginalizacion. De acuerdo con la ecuacién (4.1), marginalizar sobre un conjunto
de variables continuas Z’ es equivalente a multiplicar cada coeficiente a; de cada
exponencial afectada por cualquier variable W; € Z \ Z' por su constante
fQZk exp {b3** 2 }dz, Vi = 1,...,m y asi obtenemos otro potencial MTE. La
marginalizacién sobre un conjunto de varibles discretas Y’ se calcula sumando

potenciales MTE , y el resultado es obviamente otro potencial MTE.

3. Combinacidn. El producto de dos potenciales del tipo mostrado en (4.1) es otro
potencial del mismo tipo, ya que el producto de funciones exponenciales da como
resultado otra funcién exponencial aplicada a la suma de los exponentes, asi que
la combinacién de dos potenciales MTE, que unicamente es productos de los
coeficientes y sumas de las exponenciales de ambos potenciales, es obviamente

un potencial MTE.

Ahora ya si podemos definir una distribucién de probabilidad basada en los poten-
ciales MTE.

Definicién 4.5 Sea X = (Y, Z) una variable aleatoria mizta n-dimensional. Decimos
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que X sigue una distribucion MTE, si su densidad f es un potencial MTE y

Z f(y,z)dz=1

yEQy 1z

Un potencial verificando estas condiciones lo notaremos por densidad MTE para X.

Pero como vimos, en una red Bayesiana, el modelo viene en términos de un conjunto
de distribuciones condicionales, en vez de distribuciones conjuntas. La distribucion

condicional MTE la definimos como:

Definicién 4.6 Sean X1 = (Y1,Z1) y Xo = (Y2, Za) dos variables aleatorias miztas.
Decimos que un potencial MTE f definido sobre Qdx,ux, es una densidad condicional

MTE si para cada x5 € Qx,, se verifica que fRX2=x2) ¢s yna densidad MTE para X;.

Lo que hace que las distribuciones MTE sean dignas de estudio es su versatilidad;
muchos modelos se pueden aproximar por una distribucién MTE, pero ademas, algunos
modelos son casos particulares de las MTE, como por ejemplo el modelo uniforme y la

multinomial.

Proposicion 4.2 Sea X una variable aleatoria continua cuya distribucion es una uni-

forme U(a,b). Entonces X sigue una distribucion MTE.

Demostracion: la demostracion es trivial, un potencial MTE definido para la variable

X definido sobre un tnico intervalo [a, b], tal que no tenga ningiin término exponencial

y el término independiente sea .
—a

Proposicion 4.3 Sea X una variable aleatoria discreta cuya distribucion es una mul-

tinomial de pardmetros M(1,p1, ..., pn). Entonces X sigue una distribucion MTE.
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Demostracion: El potencial

(

P1 SIXZ.Il

f(l"):<pi SiX =ux;

Dn Si X =z,

\

es un potencial MTE definido sobre la variable X que representa su distribucion de
probabilidad.

Cuando especificamos una red bayesiana, damos un conjunto de distribuciones con-
dicionadas que forman una factorizacion de la distribucién conjunta de todas las varia-
bles de la red, como vimos en el primer capitulo. Si las distribuciones condicionadas son
MTE, entonces con la siguiente proposicién demostramos que la distribucién conjunta
es también de clase MTE.

Proposicion 4.4 Sea G una red bayesiana sobre una variable aleatoria mizta n-dimen-
sional X = (Y, Z). Si cada distribucion condicionada asociada con G es una densidad

condicional MTE, entonces la distribucion conjunta sobre X se puede representar me-
diante una densidad MTE.

Demostracion: Sabemos que el producto de la n densidades de una red es la distribucién

conjunta de la variable n-dimensional X, y también sabemos que el producto de todas
las densidades MTE asociadas con la red bayesiana es otro potencial MTE, luego la

densidad conjunta es una densidad MTE.

Una vez que hemos definido el tipo de potenciales que tendran las redes mixtas

MTE, queda definir el tipo de estructura de datos que usaremos para representarlos:
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4.3. Arboles de probabilidad mixtos

En el primer capitulo la representacién que se uso para los potenciales es la de ma-

trices de niimeros reales, es decir, la representacién clasica de las tabla de probabilidad.

El principal problema de las tablas es que no permiten reflejar algunas de las posi-
bles regularidades presentes en los potenciales; en la mayoria de los casos, no permiten
sacar partido de la aparicion de valores repetidos. Esto sugirio el estudio de representa-
ciones dispersas, que permitan de alguna forma, representar mas informacién en menos
espacio, como es el caso de los drboles de probabilidad (Bouckaert, Castillo, y Gutiérrez
1996; Cano y Moral 1997). En general se pretende utilizar las posibles regularidades
presentes en las distribuciones condicionadas de la red para simplificarla de cara a

facilitar la labor de los algoritmos de inferencia.

Un arbol de probabilidad es un arbol dirigido etiquetado en el que cada nodo interior
representa una variable, y cada nodo hoja un valor de probabildad. Cada nodo interior
tendrd tantos arcos salientes como casos tenga la variable que representa. El niimero
real almacenado en cada hoja es el valor del potencial representado por el arbol para la
configuracion de las variables que se corresponde con el camino desde la raiz hasta la
hoja. Los arboles de probabilidad se han mostrado como herramientas adecuadas para
representar independencias basadas en el contexto (Bouckaert, Castillo, y Gutiérrez
1996).

Los arboles de probabilidad pueden utilizarse para representar cualquier potencial,
y no solamente distribuciones condicionadas. Por lo tanto, podremos emplearlos para
representar los potenciales que surgen en los pasos intermedios de los algoritmos de
propagacién, que no siempre son distribuciones de probabilidad. Para poder realizar
estos algoritmos son necesarias las operaciones de restriccién, combinacién y margi-
nalizacién, que se definen de forma natural (Cano y Moral 1997) sobre los arboles de

probabilidad, como veremos posteriormente.

Para representar y operar con potenciales MTE, usamos una versiéon ampliada de

los arboles de probabilidad, que llamaremos, drboles de probabilidad miztos.
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Definicién 4.7 Diremos que un drbol T es un drbol de probabilidad mizto si se cum-

plen las siguientes condiciones:

.

Cada nodo interno representa una variable aleatoria (discreta o continua).

Cada arco saliente de una variable continua Z tiene por etiqueta un intervalo de
valores de Z, de forma que el dominio de la variable es la unién de los intervalos

correspondientes a los arcos salientes.

Cada variable discreta tiene un arco saliente para cada uno de sus casos.

Cada nodo hoja contiene un potencial MTE definido sobre las variables en el

camino de la raiz a dicha hoja.

Definicién 4.8 Definimos la etiqueta de un nodo de un drbol de probabilidad mixto

como la variable aleatoria que representa, si el nodo es interno, o el potencial MTE

que contiene si se trata de un nodo hoja.

Los arboles de probabilidad mixtos pueden representar potenciales MTE definidos

a trozos. Cada rama completa en el arbol determina una subregion del espacio donde el

potencial es definido, y la funcién almacenada en la hoja de una rama es la definicién

del potencial en la correspondiente subregion.

Ejemplo 4.5 Consideremos el siguiente potencial MTE, definido para una variable
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(0,2)

[2,3) [2,3)

2+63z1+z2 1+262z1+z2

1—e*1t22 1 +5er11222 143e71+222 1ter1722

Figura 4.1: 4rbol de probabilidad mixto representando al potencial de la férmula (4.2).

discreta, Y1, y dos variables continuas, (Z1,2s).

r2+63“+”2 siy=0,0<2<1,0<2<2
1 —esrt22 si y13=0,0<2<1,2<2<3
1+6221+22 siy=0,1<2<2, 0<29<2
S 20, 22) = 4 §+5ezl+2z2 sioy1 =0, 1<21<2,2<2<3 (12)
1+2e?12 & y=1,0<21 <1, 0< 29 <2
14+3e2t2  si =1, 0< 2 <1, 2< <3
1—l—ezﬁz2 si =1, 1<21<2, 0<20<2
\z—i—e‘“_zz si =1, 1<2<2,2<2<3

Una posible representacion de este potencial en términos de drbol de probabilidad

mizto la mostramos con la figura 4.1.
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Las operaciones de restriccién, marginalizacién y combinacién sobre arboles de pro-
babilidad mixtos se pueden llevar a cabo por medio de algoritmos muy similares a

aquellos descritos en (Kozlov y Koller 1997; Salmerén, Cano, y Moral 2000).

Para definir la restriccion, damos el concepto de drbol restringido.
Definicién 4.9 Sea T un drbol de probabilidad mizto y X una variable de T .

1. §i X es discreta, el &rbol restringido de T para un valor x € Qx, que notamos
por TRX=2) "es el drbol que se obtiene de T reemplazando cada nodo etiquetado

con X por su hijo correspondiente al valor x.

2. Si X es continua, el &rbol restringido de T para un intervalo (a,b) € Qx, que

Xe(ash))

notamos por T , es el arbol que se obtiene de T repitiendo el siguiente

proceso para cada nodo etiquetado con X :

» Si hay un arco saliente de X etiquetado con un intervalo que contenga a

(a,b), sustituimos X por el hijo de X correspondiente a ese arco.

= Si no, eliminamos todos los hijos de X correspondientes a arcos etiqueta-
dos con intervalos cuya interseccion con (a,b) sea vacia, y sustituimos las

etiquetas de los arcos restantes por sus intersecciones con (a,b).

Describimos a continuacién, las otras dos operaciones, combinacion y marginaliza-
cLon.
Dados dos arboles 77 y 75 representando a los potenciales ¢, y ¢ respectivamente,

el siguiente algoritmo calcula un &rbol que representa al potencial ¢ = ¢, - ¢y (combi-

nacion).

COMBINAR(7,7;)

ENTRADA: dos arboles de probabilidad mixtos 77 y 7s.
SALIDA: la combinacién de 77 y 7Ts.
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1. Crear un nodo 7, en principio sin etiqueta.
2. Sean L; y L, las etiquetas de los nodos raiz de 77 y 75 respectivamente.

3. Si Ly y Ly son potenciales MTE , entonces hacer que L - L, sea la etiqueta de

T-.
4. Si Ly es un potencial MTE pero L, es una variable,

a) Hacer que L, sea la etiqueta de 7.

b) Para cada arbol T hijo del nodo raiz de 7z,
hacer que 7, := COMBINAR(7;,7) sea un hijo de 7,.

5. Si L es una variable, supongamos que X es esa variable.

a) Hacer que X sea la etiqueta de 7.
b) Si X es discreta,
1) Para cada z € Qx,
= Hacer que 7, := COMBINAR(7;"*=) 7.FX=%)) sea un hijo de 7.
c) Si X es continua,

1) Para cada intervalo (a,b) correspondiente a arcos salientes de X,
= Hacer que 7, := COMBINAR(7;X€@t) TRXE@I)) goq un hijo
de 7,.

6. DEVOLVER 7,.

Ejemplo 4.6 Combinemos los drboles representados en la figura 4.2. La secuencia de
pasos para multiplicarlos viene representada en las figuras 4.3 y 4.4. Se restringen los
dos darboles a cada uno de los intervalos correspondientes a los hijos del primer drbol,
y se multiplican, hasta llegar a multiplicar dos funciones MTE. El resultado se puede

ver en la figura 4.5.
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(0,1.5)

[1.5,2)

14e %2

Figura 4.2: arboles a combinar.

(0,1) (0,1.5) (0,1) (0,1.5)
e*l4-e?2 [1,2) €*2 [1.5,2) 3 [1,2) e*2 [1.5,2)
2e%2 14+e~%2 e*11+22 1+e~%2

Figura 4.3: Paso 1: se combinan las restricciones de los drbolesa Z; € (0,1]y Z; € (1,2).
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(0,1] (1,2)
(0,1) (0,1)
[1,2) [1,2)
(ez1+ez2)®ez2 3®ez2
2¢%2 Q er1tz2 @
(1,1.5) [1.5,2) (1,1.5) [1.5,2)

Figura 4.4: Paso 2: se combinan las restricciones de los drboles a Z, € (0,1) y Z € [1,2).

2+2e*2 e?1t22 4 e%1

Figura 4.5: arbol resultado de la multiplicacién de los dos arboles.
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Dado un arbol 7 representando un potencial MTE definido sobre un conjunto X de
variables, el siguiente algoritmo calcula un drbol que representa el potencial ¢gHX\{Xi}),

Esto es, elimina la variable X; del arbol 7T .

ELIMINA(T,X;)

ENTRADA: un arbol de probabilidad mixto 7 y una variable X;.

SALIDA: la marginal de 7 para las variables que contiene excepto Xj.

1. Si X; es discreta,
T, := SUMAR(T,X).
2. Sino

Sea (a, b) el intervalo donde X; toma los valores.

T, := INTEGRA(T,X;,a.,b).

3. DEVUELVE 7,.

Las operaciones SUMAR e INTEGRA las definimos a continuacion:

SUMAR(T,X;)

ENTRADA: un arbol de probabilidad mixto 7 y una variable X;.
SALIDA: un arbol obtenido de 7 eliminando X; sumando los subarboles correspon-

dientes a sus hijos.
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1. Sea L la etiqueta del nodo raiz de 7.

2. Si L es un potencial MTE, crear un nodo 7, con etiqueta L X |Qy,]|.
3. Sino, sea X la variable correspondiente a la etiqueta L.

4. Si X es discreta,

a) SiX =X,
= Sean Ti,...,7; los hijos del nodo raiz de 7.
s 7, =T
» Parai:=2as, 7, := ADICION(7,,T;).
b) Sino
= Crear un nodo 7, con etiqueta X.

» Para cada z € Qx

e Hacer que 7, :== SUMAR(TEX=2) X)) sea el hijo siguiente de 7,.
5. Si X es continua,

a) Crear un nodo 7, con etiqueta X.
b) Para cada intervalo (a,b) correspondiente a arcos salientes de X,

= Hacer que 7, := SUMAR(7EX€(@) X)) sea el siguiente hijo de 7.

6. DEVUELVE 7,.

Este algoritmo utiliza la operacién ADICION(7;,73), que calcula la suma de 77 y

T2, y se puede definir como sigue:

ADICION(T:,75)
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ENTRADA: dos arboles de probabilidad mixtos 7; y 7s.
SALIDA: la suma de 71 y 7s.

1. Crear un nodo 7,, en principio sin etiqueta.

2. Sean Ly y L, las etiquetas de los nodos raiz de 77 y 7> respectivamente.
3. Si L;y Ly son potenciales MTE, hacer que L; + Ly sea la etiqueta de 7,.
4. Si Ly es un potencial MTE pero L, es una variable,

a) Hacer que L, sea la etiqueta de 7.
b) Para cada hijo 7 del nodo raiz de 7Tz, hacer que 7, := ADICION(7,7) sea
un hijo de 7,.

5. Si L es una variable, supongamos que X es esa variable.

a) Hacer que X sea la etiqueta de 7,.
b) Si X es discreta,
= Para cada z € Qy,
e Hacer que 7 := ADICION(ﬂR(X:w),ER(X:w)) sea un hijo de 7;.
¢) Si X es continua,

1) Para cada intervalo (a,b) correspondiente a arcos salientes de X,
= Hacer que 7}, := ADICION(’TlR(XE(a’b)),ER(XE(a’b))) sea un hijo de
T..

6. DEVUELVE 7.

INTEGRA(T,X;,a,b)
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ENTRADA: un arbol de probabilidad mixto 7, una variable X; y dos niimeros reales

ayb.
SALIDA: un arbol obtenido de 7 donde la variable X; ha sido eliminada integrando
sobre (a,b).
1. Sea L la etiqueta del nodo raiz de 7.
2. Si L es un potencial MTE ¢, crear un nodo 7, con etiqueta f: ¢(r)dx.
3. Sino, sea X la variable correspondiente a la etiqueta L.
4. Si X es discreta,
a) Hacer que X sea la etiqueta de 7.
b) Para cada hijo 75, del nodo raiz de T,
» Hacer que 7, := INTEGRA(7,,X;,a,b) sea un hijo de 7,.
5. Si X es continua,

a) SiX =X,
1) Etiquetar 7, con un potencial 0.
2) Para cada intervalo («, ) correspondiente a arcos salientes de X,
= Sea 7T, el arbol correspondiente a ese arco.
= (o, B) = (e, 5) N (a, b).
= Si (o, B) # 0,
e 7, := ADICION(7;, INTEGRA(7,X;,o,53"))
b) Sino
1) Hacer que X sea la etiqueta of 7.
2) Para cada hijo T, del nodo raiz de T,
» hacer que 7, := INTEGRA(7,,X;,a,b) sea un hijo de 7,.

6. DEVUELVE 7,.
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(0,2) (0,2)

[2,3) (2,3) [2,3)

94371122 i+6221+22 142271122 é+ezl+z2

1—e*1t22 $+5ex1+222 14+3e71+222 St+ef17%2

Figura 4.6: arboles 71 y 7s.

Ejemplo 4.7 Supongamos que queremos eliminar la variable Y, del drbol del ejem-
plo 4.5, entonces aplicamos el algoritmo ELIMINA(T,Y}); como la variable Y; es
discreta, llamaria al algoritmo SUMAR(T,Y1), y éste lo que hace es llamar al al-
goritmo ADICION(T:,7Ts), siendo Ti y Tz los hijos del nodo raiz de T (ver figura
4.6). La adicion de los drboles Ty y To se realiza como sigue: como el primer nodo
de T1 es una wvariable, Z1, el drbol de salida tendrd como modo raiz esa variable, y
los hijos de ese nodo serdn el resultado de la adicion de los dos drboles restringidos
a cada uno de los intervalos correspondientes a los arcos salientes de Z; en el pri-
mer drbol Ty, es decir, tendrd dos hijos, para 0 < Z; < 1 el hijo serd el resultado
de ADICION(ﬂR(ZIE(O’ID,ER(ZIE(O’ID), y para 1 < Z; < 2 el hijo serd el resultado de
ADICION(7'1R(Zl6(1’2]),7512(216(1,2])).

0<Zy <1 : larestriccion de los dos drboles T y T2 a éste intervalo de Z, se muestra

en la figura 4.7. La adicién de los drboles de la figura 4.7 da como resultado un
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R(Z1€(0,1 R(Z1€(0,1
Ty = TRAEO Ty = TRAEOD)
(0,2) (0,2)
[2,3) [2,3)
2+6321+z2 1+26221+22
1—e?11%2 1+3e?1122

Figura 4.7: restriccién de 71 y 75 a Z; € (0, 1].

drbol cuyo nodo raiz es Zs y que tiene como hijos el resultado de la adicion de cada
uno de estos dos drboles Ti1 y To1 restringidos a cada intervalo correspondiente

a arcos salientes de Zs en Ti1:

0 < Zy <2 : las restricciones de los drboles Ti1 y Ta1 son:
7;}12(226(0,2)) — 94t
7;1;3(226(02)) — 1 4+ 2e20%%2

luego la adicion de estos dos drboles es la suma de esas dos cantidades, que

€s:

ADICION(7;2(#2€02) pRZE0D)y _ 3 4 gsarter | ge2ata
2 < Zy <2 : larestriccion al otro intervalo es:
71?(226[2,3)) — 1 _ 621+Z2

2?(226([23)) =14 3621+z2’

y de nuevo la adicién de estos dos drboles es la suma de esas dos cantidades:

AD'C'ON('E?(ZZE[Q’?’)), 2?(226[2’3))) =2+ 2er1t22
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(0,1]

(0,2) [2,3))

3+ 6321—{—22 + 26221+22 2 +2621+22

Figura 4.8: subdrbol izquierdo resultado de eliminar Y; del drbol de la figura 4.1.

Ya que no podemos sequir con la parte izquierda del drbol (figura 4.8), se continua

con la parte derecha. El otro intervalo de definicion de Z; es:

1<Zy <2 : la restriccion de los dos drboles T; y To a éste intervalo de Zy, ver
figura 4.9, da como resultado dos drboles Ti1 y Tao. La adicién de éstos da como
resultado un drbol cuyo nodo raiz es Zy y que tiene como hijos el resultado de la

adicion de cada uno de estos dos drboles Tio y Tao restringidos a cada intervalo

correspondiente a arcos salientes de Z1 en Tio:

0 < Zy <2 : las restricciones de estos drboles son:

7;1;(Z2€(0,2)) — % 4 et
TRZE02) _ % b enta

luego la adicion de estos dos drboles es la suma de esas dos cantidades, que
es:

ADICION(T;2(#€02) pRE0)y _ T 4 2zt g gnita,
2<Zsy <2 : larestriccion al otro intervalo es :

TRZER) _ L penton

2
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R(Z1€(1,2)) — TR(Z1€(1,2)
T2 =T, To2 =T,
(0,2) (0,2)
[2,3) [2,3)
l+e2z1+z2 l+ez1+z2
4 3
%+5621+222 %+6Z1*22

Figura 4.9: restriccién de 71 y T2 a Z; € (1,2).

1
2122(Z2€[2,3)) — 5 + ezlfzz,

y de nuevo la adicion de estos dos drboles es la suma de esas dos cantidades,

que es:

ADICION(T;f#2€23) TRZERI)) _ g 4 genn+2zs 4 gn—2a,

Ast pues, el resultado final de la eliminacion de la variable Y1 lo podemos ver en la
figura 4.10.

Ejemplo 4.8 Si estamos interesados ahora en eliminar la variable Z; del drbol T
resultado del ejemplo 4.7 (figura 4.10), al aplicar el algoritmo ELIMINA(T,z1), éste
llamaria al algorimto INTEGRA(T,Z1,0,2), que, al tener T como nodo raiz la propia
Z1 calcula la integral de cada uno de sus hijos en el correspondiente intervalo y los
suma (ver figura 4.11). Como el nodo raiz de cada subdrbol es una variable distinta de

Z1, la integral se traduce en integrar las hojas (ver figura 4.12):

1. Hoja 1:

1
/ 3 + 63Z1—|—ZZ + 2€2z1+z2d21 — 3 - %622 + %634—22 + 62—|—z2 —
0

sl (—4+€33+3€2> e
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34e321+22 1 9¢221 122 242¢71+22 %+8221+22+621+22 145e?1+222 4 g21—222

Figura 4.10: resultado de eliminar la variable Y; del arbol de la figura 4.1.

(0,2) [2,3)

1
1
1
|
1
1
(0,2) [2,3) :
1
1
1
1
1

34e321122 10022122 242¢21122 %+e221+22+ez1+z2 145211222 4 21222

1
1
1
1
1
1
1
1
1
1
1
1
1
1
1
-l

Figura 4.11: Paso 1: integrar los subdrboles encuadrados y sumarlos.
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————— —_————— —_————— r T Fr———— —_—————

|3+ESZ1+22+232Z1+Z2 1 |2+2321+22 | I L 4e2#1t22 42122 t | 145e21+2%2 4e21-2% H

_____________________________________

Figura 4.12: Paso 2: integrar las funciones encuadrados y realizar la suma de los arboles.

2. Hoja 2:
1
/ 24212y =2+ e T2 — 2 =24 (e — 1)e™
0
3. Hoja 3:
/2 7 + 62z1—|—z2 + eZ1+z2dZ1 7 + 1( A4z 62+Z2) + (62—|—22 - el—|—z2) —
L 12 122
7 (et+e =2\
=—|——|e€
12 2 ’
4. Hoja 4:

2
/ 1 + 5€Z1—|—2Z2 + 621—222d21 =1 + 5(62+222 o el—l—?zz) + (62—222 - 61—222) —
1

=1+5(e® —e)e® + (e — e)e *.

Tras realizar las integrales (figura 4.13) el resultado final aparece en la figura 4.1}

4.4. Conclusiones

Hemos introducido la distribucién MTE como un modelo para las redes bayesianas

hibridas, definiendo para ello los potenciales, densidades y densidades condicionadas
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(0,2) [2,3) (0,2) [2,3)
—44e3+3¢2 \ 7 et+e?—2e 2_ )2 2 \e—2
3+(f)622 2+(e—1)e*2 13 + (ﬁ)ezz 1+5(e*—e)e??2+(e*—e)e™ 2%2

Figura 4.13: Paso 3: realizar la suma de los arboles.

3,23,4 ) .
% + (*876e+966+2e +3e )622 3+(e—1)e*2+5(e2—1)e?*2+(e2—e)e ™22

Figura 4.14: arbol resultante de eliminar Z; del arbol de la figura 4.10.
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que aparecen en una red bayesiana, asi como las operaciones usuales sobre ellos. Tam-
bién hemos comprobado que algunos modelos destacados son clases particulares de

éste.

Ademas, hemos aportado una estructura adecuada para su representacion, los arbo-
les de probabilidad mixtos, extendiendo de forma natural los ya conocidos arboles de
probabilidad.

Una vez que ya sabemos que podemos operar con este tipo de potenciales de forma
similar a como lo haciamos con tablas de probabilidad para variables exclusivamente
discretas, nos queda ser capaces de obtener este tipo de potenciales a partir de una
base de datos, con el fin de construir redes MTE, y ser capaces de adaptar algunos de

los algoritmos de propagacion conocidos a estas redes MTE.






Capitulo 5

Estimacion de MTE a partir datos

5.1. Introducciéon

En este capitulo tratamos de resolver el paso siguiente a dar para poder trabajar

con las MTE; su obtencién a partir de una base de datos.

Abordar el problema general de estimar una densidad multivariante MTE tal y como
la definimos en (4.1) resulta una tarea compleja en extremo, por lo que comenzamos
estimando una densidad univariante MTE, para mas adelante afrontar el problema mas

general de las densidades condicionadas.

Podemos encontrar algunos trabajos generales sobre distribuciones truncadas y esti-
madores de sus pardmetros en la literatura (Tukey 1949; Smith 1957), y més proximo a
nuestro caso encontramos casos concretos de funciones Gamma (Hegde y Dahiya 1989;
Nath 1975), pero en la mayoria de los casos los pardmetros desconocidos de la distri-
bucién se reducen a uno, y el estimador maximo verosimil, que no siempre existe, o el
estimador UMVUE se suele obtener mediante métodos numéricos (Sathe y Varde 1969;
El-Taha y Evans 1992). En nuestro caso particular, debido al gran nimero de pardme-
tros que hemos de tener en cuenta, este tipo de estimadores resultaron imposibles de

calcular.

Un método iterativo clasico para la obtencién de los estimadores maximo verosimiles
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de los pardmetros de una distribucién es el algoritmo EM (Redner y Walker 1984; Wu
1983), propuesto por Dempster, Laird, y Rubin (1977), que se estructura en dos fases
bien diferenciadas, una primera de calculo de la esperanza de la verosimilitud de los
datos condicionada a los valores de los parametros, y una segunda de maximizacion
de dicha esperanza. Pero en este caso nos encontramos con el problema de calcular las

esperanzas condicionadas.

Debido a la imposibilidad de usar los métodos de estimacion antes citados, definimos
un nuevo algoritmo de estimacién que se basa en la regresiéon exponencial, dado que
la funcion exponencial es la componente fundamental de nuestras distribuciones MTE.
Se trata de un proceso iterativo, en el cual en cada paso se van calculando nuevas

estimaciones de los parametros desconocidos de la distribucion.

Dividiremos este capitulo en dos partes principales, una primera dedicada a pre-

sentar el algoritmo de estimacién, y otra con los experimentos realizados.

5.2. Algoritmo de estimaciéon

Centraremos nuestra atencioén en estimar distribuciones MTE continuas univarian-
tes, es decir, marginales, o aquellas que se corresponderian con los nodos raiz de una

red bayesiana.

En el caso de querer estimar distribuciones discretas, ya vimos en la proposicién
4.3 que este tipo de distribuciones se podian representar mediante un potencial MTE.
Los correspondientes valores de probabilidad de cada estado de la variable se estiman

mediante la férmula (1.5).

Dado que la variable es continua, partimos de una funcién de densidad f(z) para la
cual queremos obtener la densidad MTE que mejor la aproxime. Obtener la densidad
MTE que mejor represente a un conjunto de datos es un caso particular de éste, ya

que la densidad empirica asociada a los datos se puede considerar como esta densidad

f(=@).
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Como vimos en el capitulo anterior, una densidad MTE puede estar definida en
varios intervalos, y en cada uno de ellos puede tener un nimero distinto de términos
exponenciales. Asi pues lo primero que tendremos que resolver sera céomo partir el
dominio de definicién, y cudntos términos exponenciales introducir en los distintos
intervalos de definicion, para después pasar a estimar el modelo concreto en cada uno

de los intervalos.

5.2.1. Particién del dominio

La forma en la que partiremos el dominio viene determinada por las propiedades
de la funcién exponencial, que es la parte principal del modelo MTE. Como podemos
observar, la funcién exp(z) es céncava y creciente en todo su dominio de definicién;
por tanto, la particion que hagamos de éste debe ser tal que en cada uno de los su-
bintervalos la densidad f(z) que queremos aproximar no muestre cambios de conca-
vidad/convexidad o crecimiento/decrecimiento. En cualquier caso se debe imponer un
limite superior al numero de subintervalos, para evitar un crecimiento excesivo de la

complejidad del modelo.

5.2.2. Numero de términos exponenciales

El esquema de aprendizaje que hemos disefiado permitiria incorporar nuevos térmi-
nos exponenciales en cada subintervalo siempre que aumentase la precision del modelo
estimado. Sin embargo, hemos impuesto un limite superior de dos términos exponen-

ciales (ademds de un término constante) para cada subintervalo.

La razén de por qué usar a lo sumo dos términos exponenciales es por la forma
en la que partimos el dominio: en cada subintervalo no hay cambios de crecimiento ni
de concavidad, por lo tanto s6lo dos términos exponenciales nos bastan para ajustar
de forma precisa casi cualquier curva. Evidentemente, la precision de la estimacién
podria mejorar si usdsemos mas términos, pero el incremento de dificultad y tiempo

de computacién que conllevaria puede que no resulte rentable.
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Por tanto, en cada intervalo estimaremos un término independiente y no mas de

dos términos exponenciales, esto es, el potencial MTE estimado en cada intervalo sera:
[*(x) = K + aexp{bz} + cexp{dz} (5.1)

5.2.3. Ajuste del modelo en cada subintervalo

Veamos pues como estimar el potencial (5.1) en un intervalo D; concreto. Tenemos
como punto de partida dos vectores, x e y. En x tenemos un conjunto de puntos dentro
del intervalo Dj, y en y el valor de la densidad f (empirica) en cada punto de x, es
decir, x = (21, %2, ..., 2Z) ey = (f(z1), f(z2), ..., f(x,)). Organizamos la informacién
de esta manera para poder atacar el problema como si de un problema de regresién
erponencial se tratase. En una regresion exponencial tenemos un vector de puntos

(x,y), e intentamos ajustar a estos puntos una funcién de la forma

y = f"(z) = aexp{bz}

que minimice el error cuadratico medio. Para conseguir esto tomamos logaritmos

In{y} =In{a}exp{bz} =In{a} + bz .
Por tanto podemos escribir
y'=a" +bx |
con a* =In{a} e y* = In{y}, esto es, una regresién lineal cuya solucion es

* —, Sz* _
(v —y*) = S‘Z (z—2) .

El célculo del término constante lo hacemos asi: tenemos
y=f"(x) =aexp{bx} + cexp{dz} + K

y queremos obtener un K € IR que minimice la funcién error

poyn S
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Si sustituimos f*(z) por su verdadero valor obtenemos

"~ (y; — aexp {bz;} — cexp {dz;} — K)?
E = Z - .
i1

Para obtener lo valores minimos es necesario derivar

oE i —2(y; — aexp {bx;} — cexp {dz;} — K)

0K — n
y tras resolver la ecuacion g—ﬁ: = 0 obtenemos:
1 n
nZ(y aexp {bz;} — cexp {dz;}) (5.2)

i=1
y para comprobar que se trata de un minimo,

0*E
0K?

(K)=2>0 .

Seguiremos un algoritmo iterativo para estimar los pardmetros del potencial MTE. Pri-
mero estimaremos una exponencial y luego la otra, de tal forma que sélo introduciremos

el segundo término exponencial si hace disminuir el error.

Necesitamos algunos valores iniciales de a, b y K, y como valores iniciales de ¢
y d tomaremos 0, asi pues empezamos el algoritmo con un término exponencial y el

término independiente conocidos.

MTE-learn(a,b,K,x,y, M)

ENTRADA: los valores (x,y) de la densidad empirica, los valores iniciales de los
parametros y el nimero maximo de iteraciones M.

SALIDA: los valores a, b, ¢, d y K de los parametros.

1. Hacerc:=d:=0, :=0.

2. Calcular el error cuadratico medio E.
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3. Mientras (i < M) y el error decrezca en alguno de los pasos,

Error_decrece := FALSO

=}

w =y —aexp {bx} — K.

o

Obtenemos c¢* y d* mediante la regresién exponencial w = ¢* exp {d*x}.

=)
—_— O~ ~—

U

Calculamos el error cuadratico medio E* con los nuevo valores c* y d*. Si es

menor que F

1) E:=F"

3) d:=d*
e) w=y—cexp{dx}—K.
f) Obtenemos a* y b* mediante la regresién exponencial w = a* exp {b*x}.

g) Calculamos el error cuadritico medio E* con los nuevo valores a* y b*. Si es

menor que F

1) E:=FE*
2) c:=c
3) d:=d*
h) Calculamos el término independiente K* como se muestra en la Ecuacién
(5.2).
i) Calculamos el error cuadrético medio E* con el nuevo valorK*. Si es menor
que F
1) E:=FE*
2) K:=K*

4. DEVUELVE a,b,c,d, K




5.2. Algoritmo de estimacion 127

Aclaremos algunos aspectos de este algoritmo: cuando tenemos una exponencial
y pasamos a estimar los pardmetros de la otra, por ejemplo ¢ y d, obtenemos la ex-
ponencial que mejor aproxima la nueva pareja (x, w), pero puede que estemos sobre-
estimando los datos, es decir, puede que lo mejor que podamos hacer sea no introducir
este término, pero estamos forzando a que lo haga. Para evitar esta situacion calcu-
lamos un coeficiente H, minimizando el error, que multiplica a esta exponencial, para

obtener la influencia real de este término:

y = aexp {bx} + Hcexp {dx} + K .
El valor de H que minimiza el error es

i = 2iz1 (Wi — aexp {bz; — K})(exp {dz,})
Yor, cexp{2dz;} ’

por tanto hacemos ¢ = ¢ * H, e igual hacemos con a.

Ademads, en los pasos 2 y 5 creamos un nuevo vector w. El vector y es siempre
positivo, al tratarse de los valores de una densidad, pero este nuevo vector puede ser
negativo, por lo que necesitamos transformar los datos antes de resolver la regresion
exponencial de los pasos 3 y 6. Lo que hacemos es sumar una constante a w de forma
que hagamos cada w; > 0. Tras obtener los parametros de la regresion deberiamos
deshacer el transformacion, pero no necesitamos hacerlo, ya que en el paso 8 calculamos

el término independiente que minimiza el error.

Los valores iniciales de ¢ y d los fijamos a cero de forma que no los cambiamos a
menos que haya una reduccién en el error, esto es, no introducimos el segundo término

exponencial a menos que mejore la estimacion.

Los valores iniciales de a, b y K podrian ser cualesquiera, pero sugerimos dos méto-

dos diferentes para calcularlos:

= Regresién exponencial: obtener a y b de y = aexp {bx} y K como se explica en
Ecuacién (5.2).
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» Método de la derivada: queremos obtener f(x) &~ aexp {bx} + K, asi que la deri-
vada de ambas funciones deberian ser iguales: f'(z) = abexp {bzx}, pero nosotros
no trabajamos con densidades, sino con parejas (x,y), asi que f'(x) significa la

).

pendiente de las lineas que unen los puntos (x,y). El método seria:

1. Obtener la ecuacion de la recta entre los puntos (ac(iq)*m, y(ifl)*m) Y (Zisms Yiem)

parai=1,...,n/m.
2 % __ m(i—l)*m"’-’”i*m - 1
.oxp = """ para i = 1,...n/m.

3. Tomar cémo y; la pendiente de la recta entre (T(i—1)um, Y(i—1)sm) ¥ (Tixms Yism)-

4. Resolver la regresién exponencial y* = a* exp {bx*} dénde a* = ab, y obtener

los valores iniciales para a y b.

5. Obtener K como se explica en Ecuacién (5.2).

Este es el método iterativo que proponemos para estimar una MTE a partir de los
datos. De hecho, lo que obtenemos no es una densidad, sino un potencial que habra que

normalizar posteriormente.

5.3. Experimentos

Para probar la capacidad de la distribucién MTE de modelizar situaciones comunes,
y para comprobar la precisién del algoritmo, hemos llevado a cabo varios experimentos

para estimar algunas distribuciones conocidas asi como datos reales.

5.3.1. Distribuciones conocidas

Veremos como podemos representar tres distribuciones diferentes, muy comunes,
mediante una densidad MTE.
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5.3.1.1. Distribucion uniforme

Como se ha comentado anteriormente, una de las ventajas de usar las MTE es
que se tratan de una generalizacion de la discretizacién, en el sentido de que podemos
ver una discretizacion como una mixtura de uniformes, asi pues, si una MTE puede

representar a una distribucién uniforme, también puede representar una discretizacion.

La densidad uniforme es

1
fle)y={tk-h

0 en otro caso .

T € (ll,lg) y

Esta distribucién se obtiene exactamente al aplicar el algoritmo. No tenemos que
partir el dominio, al no haber cambios de concavidad ni de crecimiento, y en la primera
iteracion obtenemos los valores exactos para los pardmetros, estoesa =b=c=d =0,
y K =2

lo—l11°

5.3.1.2. Distribucién exponencial

La densidad exponencial es:

flx)=Xexp{—XAz} z>0.

Lo primero que tenemos que hacer antes de aplicar el algoritmo MTE-learn a esta
densidad es definir el dominio de nuestra MTE, ya que éste debe ser finito. Para ello
seleccionamos un intervalo (0, /) dénde [ es tal que P(X > [) ~ 0. Asi pues s6lo tenemos

un intervalo en el dominio, y el algoritmo obtiene el valor exacto de los parametros.

5.3.1.3. Distribuciéon Normal

Nos centraremos en la distribucién normal estandar, N'(0, 1), ya que podemos obte-

ner cualquier N (u, o) a partir de ésta. Para aplicar el algoritmo dividimos el dominio de
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la densidad normal en cuatro intervalos, (—4, —1),(—1,0),(0,1) y (1,4), en los cuales
la densidad no tiene cambios de concavidad ni de crecimiento. Aplicando el algoritmo

a estos cuatro intervalos obtenemos:

Intervalo (—4,—1):

a = 2.67632782323753
b = 2.0995654834596547
¢ = —4.307200936472499E — 4
d = 0.0022590818669798686
K = 0.0013430276452163264

Intervalo (—1,0):

a = —0.025332983750353668
b = —1.9593439331969362

c =0

d =0

K = 0.4201166819186963

Intervalo (0,1):

a = —0.013883101566178647
b = 2.618433856043035

c = 0

d =0

K = 0.4087927677026328
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. MTE
----Normal

Figura 5.1: Comparacién de la densidad real y la densidad MTE estimada para la
distribucién N (0, 1).

Intervalo (1,4):

a = 2.2257931326098874
b = —2.04177256076009
c = —0.0018154157845694822
d = 0.004952177870949646
K = 0.007669343990692532

Como podemos ver en la figura 5.1, las diferencias entre la N'(0,1) y esta densidad
MTE definida en cuatro partes son minimas. Para probar que realmente se trata de
una buena aproximacién, simulamos 100 valores de la distribucién normal estandar y
otros 100 valores de la distribucion MTE y llevamos a cabo un test de Kolmogorov-
Smirnov para dos muestras siendo la hipétesis nula que ambas muestras provienen de la
misma distribucién. Obtuvimos un p-Valor de 0.6994, que apoya la idea de que ambas

muestras proceden de la misma distribucion.
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5.3.2. Datos reales

Cuando intentamos aprender una red bayesiana no tenemos las densidades explicitas
de las variables continuas, sino una muestra de valores de la variable. En esta seccién

veremos como el algoritmo MTE-learn puede tratar esta cuestion.

Sea z = (21,...,2,) una muestra de una variable continua Z. Segin vimos en la
Seccién 3 el algoritmo requiere de dos vectores, x = (Z1,..-,Zm) €Y = (Y1,---»Ym),
donde x son los valores de la variable y cada y; representa el valor de la densidad de
la variable en z;. Por consiguiente, antes de aplicar el algoritmo debemos transformar

los datos para obtener estos dos vectores. Usamos para ello el siguiente algoritmo:

Densidad-Empirica(z,m)

ENTRADA: los valores z de la variables continua y el nimero m de intervalos en los
que dividir el dominio.

SALIDA: la densidad empirica correspondiente

1. Dividimos el dominio de la variable Z en m sub-intervalos, I, ..., I, disjuntos:
QZ = U Iz
i=1
2. Calculamos las frecuencias n; para cada intervalo I;, j = 1,...,m en el vector z.
3. Tomamos como z; el punto medio del intervalo I;, i =1,...,m.
ni/n . ~
4. y; , con n igual al tamano de la muestra.

B longitud(I;)

5. DEVOLVER (x,y).
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Figura 5.2: Aproximacién de la densidad empirica de la variable Consumo por un
modelo MTE

Hemos usado este algoritmo para estimar la densidad de dos variables continuas
extraidas de una encuesta agricola acerca de los invernaderos de la provincia de Almeria:
Consumo y Cosecha. Para probar la precision de la estimacion hemos usado un test
x? en vez de un test de Kolmogorov-Smirnov ya que algunos de los valores se repiten

debido al redondeo de los datos al responder a las preguntas de la encuesta.

5.3.2.1. Consumo

Tenemos una muestra de 471 valores de esta variable, que van desde 36.1 a 1583.79.
Para obtener la densidad empirica hemos aplicado el algoritmo Densidad-Empirica es-
cogiendo intervalos de longitud 40. El modelo resultante se puede ver en la figura 5.2.
Podemos ver dos partes bien diferenciadas, en lo que se refiere a cambios de creci-
miento y concavidad, lo que da lugar a una particiéon del dominio en dos intervalos:
(36.1,196.1) y (196.1,1583.79) y en cada uno de ellos estimamos un potencial MTE:
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Intervalo (36.1,196.1):

a = —1.00481152209664

b = —2.2123865768185145E — 5
¢ = —4.649576063595301E — 16
d = -—3.414123099380927E — 10

K = 1.00406169448145

Intervalo (196.1,1583.79):

a = 0.008503182179895076

b = —0.004880418989153087
¢ = 7.840998789880702E — 8
d = —T7.61875283797691E — 8

K = 2.8252423901716575E — 5

Para probar que esta densidad MTE es una buena aproximaciéon de la densidad
real, hemos aplicado un test x? para determinar si la muestra original se puede decir
que provenga de dicha densidad MTE o no. Fijando el nivel de significacién a o = 0.05
la regién de rechazo resultante es (0,0.484) U (11.20,00), y el valor del estadistico
obtenido en el test fue 3.172402699364092, por lo que podemos decir que el test apoya

la hipdtesis nula de que la muestra original viene de la distribuciéon MTE estimada.

Es interesante resaltar que en el primer intervalo, la densidad MTE es casi una

linea recta. Esto nos muestra que podemos también aproximar funciones de este estilo
mediante las MTE.

5.3.2.2. Cosecha

De esta variable, al igual que de la anterior, tenemos una muestra de 471 valores,
que van de 0.45 a 26. De nuevo tenemos dos intervalos bien diferenciados en los que

partir el dominio, como podemos ver en la figura 5.3:
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0.18 - . . .

MTE
0.16 Cosecha +

0.14
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0.1
0.08
0.06
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30

Figura 5.3: Aproximacion de la densidad empirica de la variable Cosecha por una
densidad MTE

Intervalo (0.45,4.45):

a = 0.010826612517872319

b = 0.6255472893484579
¢ = —5.416676195266647E — 4
d = 0.015687129036406677
K = 0.0053790556847500455
Intervalo (4.45,26):
a = 0.23314178683678177
b = —0.18400083794081074
¢ = 0.14954712040375723
d = —0.22459486950530835

K = -0.0031378040872907897
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Realizando el test con los mismos parametros que en el caso anterior, la regién
critica es la misma, y obtenemos un valor para el estadistico x? de 5.704724703434343,

apoyando la hipétesis de que la muestra original proviene de la densidad MTE.

5.4. Conclusiones

Una vez presentadas y definidas las distribuciones MTE surge la necesidad de ob-
tener algin procedimiento por el cual podamos calcular estimadores de los parametros

de dichas distribuciones.

Debido a la dificultad del problema a abordar, hemos ido paso a paso; centrandonos

en este capitulo en estimar distribuciones unidimensionales.

Primero partimos el dominio de definicién de la variable en intervalos en los que
estimar potenciales MTE. Dicha particién se realiza verificando las condiciones de que
en cada intervalo no hay cambios ni de crecimiento ni de concavidad, siendo por tanto

los intervalos resultantes 6ptimos para la estimacién en cada uno de ellos de potenciales
MTE.

El siguiente paso consiste en reducir el nimero de términos exponenciales, y por
tanto de parametros a estimar, de tal modo que la distribucion MTE resultante siga
aproximado de forma adecuada la distribucién original. Dado que los intervalos veri-
fican las propiedades anteriores, es suficiente considerar dos términos exponenciales y
un término independiente en cada intervalo, debido a la flexibilidad de las funciones

asi definidas.

Tras estos pasos previos s6lo queda estimar estos parametros, para lo cual defi-
nimos un algoritmo iterativo que en cada paso va mejorando las estimaciones de los

parametros.

Una vez que ya tenemos un método de estimacion de distribuciones univariantes,
vamos un poco mas alla y en el capitulo siguiente nos planteamos la estimacion de

distribuciones condicionadas.



Capitulo 6

Estimacion de densidades MTE

condicionadas

6.1. Introducion

Segiin vimos en (1.8), las distribuciones de probabilidad que aparecen asociadas a
una red Bayesiana son distribuciones condicionadas a los padres para cada variable.

Sélo en el caso de variables sin padres la distribucién asociada es una marginal a priori.

Por tanto, a la hora de asignar probabilidades a las variables de una red Bayesiana,
necesitamos conocer las distribuciones condicionadas a los padres de cada una de ellas,
es decir, hemos de ser capaces de aprender una distribucion MTE condicionada a partir

de una base de datos.

El conjunto de padres de una variable puede estar formado tanto por variables
continuas como por variables discretas, lo que ya de por si supone una ventaja con

respecto al modelo CG, que describimos en el Capitulo 3.

Sea X la variable cuya densidad vamos a estimar, y IIx = W = (Y, Z) el conjunto
formado por sus variables padre en la red, donde Y representa las variables discretas
y Z las continuas, es decir, aquellas variables a las que condicionar. Nuestro objetivo

es obtener una distribucién de probabilidad condicionada f(X|W).
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Por definicién, f(X|W) = ! ;)((v%’ ) por lo que una posibilidad serfa estimar f(X|W)
y f(W) por separado, usando la técnica introducida en el capitulo anterior. Sin em-

bargo, en general el cociente de dos potenciales MTE no es un potencial MTE.

Otra posibilidad es disefiar un algoritmo similar al del capitulo anterior para dis-
tribuciones condicionadas. Sin embargo, no hemos sido capaces de expresar analitica-

mente, hasta el momento, las restricciones sobre los parametros.

En el capitulo 3 las distribuciones condicionadas de variables continuas a padres
discretos vienen definidas como una distribucién Gaussiana para cada configuracién
de los padres. Siguiendo esta filosofia, y dado que las distribuciones continuas MTE
estdn definidas por intervalos, iremos obteniendo distintas configuraciones de los padres,

tanto discretos como continuos, sobre las que definir distribuciones MTE univariantes.

Representaremos las distribuciones condicionadas resultantes mediante arboles de
probabilidad mixtos, y el método de aprendizaje de éstas distribuciones lo enfocaremos

como el proceso de construccién de dicho arbol (Moral, Rumi, y Salmerén 2003).

6.2. Construccion de arboles de probabilidad mix-

tos

Vamos a particionar el dominio de las variables condicionadas W para luego ajustar
una densidad univariante f(z) en cada una de las partes. Légicamente, la precisién de
la densidad estimada dependera del nimero de partes en las que dividamos el dominio;
cuanto mayor sea este nimero mayor serd la capacidad de ajuste. Sin embargo, otro
factor que determinara la bondad del ajuste es el tamafio de la muestra. Si el nimero
de partes en las que dividimos el dominio es demasiado elevado, el subconjunto de la
muestra que se usaria para estimar la densidad en cada regién podria ser demasiado
pequeno, o incluso cero. Este hecho deberia ser tenido en cuenta a la hora de decidir

como particionar el dominio.

El proceso de partir el dominio de las variables de W se puede ver como construir un
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arbol de probabilidad mixto donde cada nodo interno es una variable W; € W y cada
nodo hoja serd una densidad MTE para la variable X dentro del intervalo determinado
por la rama del drbol que lleva hasta ella. Para disefiar un algoritmo que construya el

arbol, debemos tener en cuenta las siguientes cuestiones:

1. Seleccionar la variable por la que partir. Similar al caso de arboles de probabili-

dad, puede ayudar a construir arboles més pequenos sin pérdida de precision.

2. Determinar el numero de partes en las que dividiremos el dominio de la variable

seleccionada.

3. Definir un criterio para parar de expandir el arbol. De nuevo, siguiendo las direc-
trices de (Salmerén, Cano, y Moral 2000), proponemos varios criterios de parada,
fijandonos bien en el nimero de hojas, bien en el tamano del subconjunto de la

muestra que corresponde a cada region.

A continuacion estudiaremos estas cuestiones con méas detalle.

6.2.1. Seleccion de la variable por la que expandir

El paso inicial en la construccién del arbol que estamos buscando es construir un
arbol que tenga una tnica hoja, que sera una densidad MTE ajustada a todos los casos
de la muestra, es decir, la densidad condicionada f(x|w) serd la misma para cualquier
valor de w. Después, la variable elegida para expandir el drbol sera aquella que divide
el dominio de W en sub-regiones lo mas diferentes posibles, entendiendo la diferencia
entre sub-regiones como la bondad del ajuste de la densidad condicional actual f(z|w)
en cada una de ellas. La idea que surge tras este criterio es evitar expandir el drbol por

aquellas variables con las cuales no ganariamos en precision.

Para determinar cémo de diferente es la bondad del ajuste entre las distintas sub-
regiones, usamos la entropia del error cuadratico medio normalizado en cada sub-regién,
donde el error cuadrdtico medio lo calculamos entre la densidad ajustada f(z|w)y la

densidad empirica de los datos correspondientes a esta sub-region.
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Definicién 6.1 Sea X una variable aleatoria continua, y f(z) una densidad MTE.
Dada una muestra D de la variable X se define el error cuadrdtico medio de f
en D, e(f,D) como

k
1
E Z - yz (61)
=1
donde (x,y) = (1, .., Tk, Y1,---,Yx) €S la densidad empiirica que se obtiene a partir

de la muestra D.

Definicién 6.2 Sea Y una variable aleatoria discreta con k estados, y f(y) una dis-
tribucion MTE. Dada una muestra D de la variable X se define el error cuadrdtico
medio de f en D, e(f,D) como

k

(D) = £ (5 — )’ (62

i=1
donde p; son los valores de probabilidad de f y q; son los valores de probabilidad que

se obtienen si aprendiesemos una distribucion para 'Y a partir de los valores de D.

Definicién 6.3 Sea f(z) la densidad MTE de la variable continua objetivo X, nodo
hoja de un drbol mixto que queremos expandir. Sea W € W wuna variable que no ha
sido expandida anteriormente en la rama del drbol, y D1, Do, ..., D, las sub-regiones
en las que particionariamos el dominio de W si expandiésemos por la variable W .
Sean e; = e(f,D;), i = 1,...,n los errores cuadrdticos medios normalizados de f(z)
en D;, 1=1,...,n respectivamente. Definimos la ganancia al partir de la variable W

con la funcion f(x) como

= Z €; lOg €; . (63)
=1

Lema 6.1 Dada una variable W y una funcion f(z), la ganancia serd minima cuando

todos los e; sean iguales.
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Demostracion: Sea A una vaiable aleatoria que toma los valores aq,...,a, con proba-

bilidad p(a;) = ey, ...,p(an) = e, respectivamente. La entropia de esta variable A es
(Kullback y Leibler 1951)

Zp a;)log(p(a;)) = Zezlog e;) = =SG(f,W) ,

y dicha entropia estd acotada superiormente por la cantidad log(|A|) = log(n) (Kull-
back y Leibler 1951), por tanto

1
G(f, W) = —H(4) > —log(n) = log(~) .
Sean ahora los e; = = Vi =1,...,n, entonces

a(f, )—Zezzog ) zzog )= nlog(~) = log()

es decir, SG(f, W) alcanza su valor minimo cuando todos los e; son uniformes.

Nuestro propésito es expandir el drbol por aquella variable que maximize la ganancia
al partir, ya que la particién que induce dicha variable discrimina los datos en regiones
claramente diferenciadas en cuanto a su error, indicando cuales son las regiones por las

que debemos seguir dividiendo la muestra.

6.2.1.1. Particién del dominio de la variable.

Si la variable es discreta, la particion mds natural es obtener una sub-regién para
cada posible valor de la variable. Si la variable es continua, necesitamos dividir el
dominio de la variable en intervalos. Lo ideal seria seleccionar los puntos de corte del
dominio de tal forma que cada subconjunto de datos se ajustara de la mejor forma
posible a una densidad MTE en cada una de las partes. Intentar obtener una particién
como esta no es sencillo, y podria resultar demasiado costoso, ya que una estrategia de

particion 6ptima deberia tener en cuenta aspectos como el tamano de muestra restante
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en cada parte y la precision de los modelos ajustados con respecto a todas las particiones
posibles, para poder escoger la mejor de ellas. Esto lo podemos ver como un problema
de optimizacién en el cual cada movimiento a través del espacio de busqueda requiere
la estimacién de nuevas densidades MTE y la evaluacién de su precisién. Este es el
motivo por el cual hemos decidido partir el dominio en intervalos de igual anchura, o
en intervalos con igual frecuencia, siendo el niimero de intervalos un pardmetro dado

por el usuario.

6.2.1.2. Criterios de parada

El arbol ideal resultado del proceso de aprendizaje seria aquel en el que en cada
rama que llevase a un nodo hoja apareciesen todas las variables condicionantes; pero
esto en muchos casos puede no ser viable. Por ejemplo si tenemos muchas variables
condicionantes, el drbol resultante puede ser demasiado grande, en términos de niimero
de hojas, o bien la cantidad de tiempo necesaria para poder aprenderlo ser excesiva,

por lo que su cdlculo podria llegar a ser inviable, o consumir demasiados recursos.

Por tanto, dada una rama del arbol, no seguiremos partiendo esta rama si se da

alguna de las siguientes condiciones:

= No quedan variables por las que expandir.

= El niimero de hojas que hay en el arbol excede un tamano limite M.

= El subconjunto de la muestra que corresponde a esta rama del arbol no tiene el
suficiente tamafio para poder estimar con garantias una densidad MTE sobre él.
Como la forma de aprender una densidad MTE es a partir de la densidad empirica
que se obtiene de la muestra, esta restriccién se traduce fundamentalmente en

poder ser capaces de obtener dicha densidad empirica.
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6.2.2. Algoritmo de aprendizaje

Para resumir lo que hemos presentado hasta ahora, describimos el algoritmo de
construcciéon de un arbol mixto con a lo sumo M hojas para la densidad condicional
de una variable X dados sus padres W, a partir de una base de datos D, y partiendo

el dominio de cada variable continua en j intervalos.

APRENDE_ARBOL_MIXTO(D,X,W,M,j)

ENTRADA: Una base de datos D con los elementos de la muestra.
SALIDA: Un édrbol mixto representando la distribucién condicionada f(x|w)
1. Seaf= MTE-learn una densidad para X a partir de D.
2. Si no se da ninguna de las condiciones de parada,

a) Escoger la variable W € W tal que
W = argmaxy, vy SG(W) .

b) Crear un nodo con etiqueta W.

c) SiW es continua

—_

Dividir el dominio de W en j intervalos.

DO

Crear j nodos vacios, hijos de W ..

w

Dividir D en j partes Dy, ..., D; segun la particiéon de W

)
)
)
4) Parai=1laj

APRENDE_ARBOL_MIXTO(D;, X, W \ {W},M,j).
d) SiW es discreta

1) Sea k el nimero de posibles valores de la variable.

2) Para cada valor, crear un nodo vacio, hijo de W.
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3) Dividir D en k partes Dy, ..., Dy segin la particiéon de W
4) Parai=1lak
APRENDE_ARBOL_MIXTO(D;, X, W \ {W},M,j).

3. DEVUELVE T.

6.3. Experimentos con la distribucién Normal

Para ilustrar como funciona el algoritmo describiremos aqui los resultados obtenidos
al ajustar un arbol de probabilidad mixto a una distribucién normal condicionada. Las

caracteristicas del experimento fueron las siguientes:

Figura 6.1: Funcién de densidad de una distribucién N (0.5y,1/0.75) .

Consideramos un par de variables aleatorias X e Y, que siguen una distribucion
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6.3. Ezperimentos con la distribucion Normal

Figura 6.2: Densidad ajustada usando dos intervalos.

Figura 6.3: Densidad ajustada usando tres intervalos.



Capitulo 6: Estimacion de densidades MTE condicionadas

146

)
gttt
RN
B
Z (LRI
SRS
{27

Figura 6.4: Densidad ajustada usando cuatro intervalos.

Figura 6.5: Densidad ajustada usando cinco intervalos.
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normal bivariante con vector de medias 7/ = (0,0) y matriz de covarianzas

1 05
Cov(X,Y) = ,

05 1

lo que significa que oxy = 0.5, la distribucién marginal de Y es N(0,1) y la
distribucién condicional de X dado Y es N(0.5y,+/0.75). La densidad condicional co-

rrespondiente a esta distribucién se muestra en la Figura 6.1.

Generamos una muestra de 500 valores de X a partir de la distribucién condicio-
nada. Para simular un valor de X, primero obtenemos un valor para Y a partir de
la distribucién A(0,1), y entonces obtenemos un valor de X a partir de distribucién
N(0.5y,+/0.75), sustituyendo ¥ por el valor simulado. Hemos aplicado el algoritmo con
2, 3, 4 y 5 intervalos en los que dividir el dominio de la variable por la que expan-
dir, usando el método de igual longitud. Las densidades condicionadas ajustadas se

muestran en las figuras 6.2, 6.3, 6.4 y 6.5.

Se puede observar como la precision de las densidades estimadas aumenta conforme

crece el numero de intervalos.

6.4. Conclusiones

Este capitulo, en conjuncién con el anterior, nos ofrece un método valido para poder

aprender distribuciones condicionadas, f(X|W) a partir de una muestra.

Somos capaces ya, por tanto, de aprender totalmente la parte cuantitativa de una
red MTE, y por tanto estamos en condiciones de plantearnos cémo realizar propagacion

de probabilidades sobre este tipo de redes.






Capitulo 7

Propagacion de probabilidades en
redes MTE

En los capitulos anteriores fuimos capaces de obtener las densidades condicionadas
que necesitamos para poder definir correctamente una red Bayesiana. Sélo nos queda

pues aplicar los algoritmos de propagacién que ya conocemos.

En la seccién 7.1 estudiaremos la correccién del algoritmo de Shenoy y Shafer (1990)
sobre redes MTE. En la secciéon 7.2 propondremos dos algorimtos aproximados: uno
de ellos basado en la propagacién Penniless (Cano, Moral, y Salmerén 2000) y otro en
MCMC (Pearl 1987).

7.1. Propagacion exacta de probabilidades en una
red MTE

Consideremos una red MTE definida sobre una variable n-dimensional X. Sea f
la distribucién conjunta de X. Si denotamos por f;(z;|m;) a la densidad condicional
MTE de la variable X;, ¢« = 1,...,n, dados sus padres II;, entonces como sabemos

por (1.1) , la distribucién conjunta la podemos expresar como el producto de todas las
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condicionadas,
F&) =T filwilms).
i=1
Si llamamos H = {f;(x;|m;)|i = 1,...,n} U {0;(x;; e;)|e; € e}, entonces para cualquier

variable X; € X

f¢Xi ($i7 e) = (H ¢(X7 i, e))u(i

ocH

El objetivo de la propagacién, la obtencién de f+Xi(z;|e) es equivalente a obtener
fYXi(z;,e). Veamos como calcular estos valores con el algoritmo de propagacién de

Shenoy-Shafer para la propagacion exacta.

Obsérvese que la propagacién sélo requiere combinaciones y marginalizaciones de
potenciales MTE (ver férmula 1.2). Asi, cualquier nuevo potencial intermedio que se
genere a lo largo de la propagacién es también de clase MTE, como vemos en la siguiente

proposicién (Moral, Rumi, y Salmerén 2001).

Proposicion 7.1 La clase de potenciales MTE es cerrada bajo la propagacion Shenoy-
Shafer.

Demostracion: Inicialmente, el potencial guardado en cada nodo del arbol de cliques

es el producto de algunas densidades MTE. Esto se mantiene incluso después de la
propagacion, ya que sélo se realizan combinaciones y marginalizaciones y estas opera-
ciones son cerradas para potenciales MTE. Asi las densidades marginales calculadas en
la propagacién Shenoy-Shafer, f+Xi, son también de clase MTE y por tanto también lo

es la densidad condicional i
_ f i(xi: e)
e = ey

al ser la division de un potencial MTE por un numero real, que claramente es un
potencial MTE.
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En realidad, la clase de potenciales MTE es cerrada para todos aquellos algorit-
mos de propagacién que no requieran de la divisién entre sus operaciones, ya que, si
dividimos dos potenciales MTE, claramente el resultado no tiene por qué ser un poten-
cial MTE. Por tanto, algunos algoritmos, como por ejemplo HUGIN, no los podemos

utilizar a la hora de propagar sobre las redes MTE (Cobb y Shenoy 2003).

El algoritmo de propagacion de Shenoy-Shafer trabaja sobre el arbol de cliques, que
ya definimos en el capitulo 1, donde también vimos un algoritmo para su obtencién,
algoritmo que dependia de un orden de eliminacién de las variables, ya que distintas

secuencias de eliminacién dardn lugar a distintos drboles de cliques.

Seleccionar el orden de eliminacion de las variables adecuado no es una tarea senci-
lla; se han propuesto varias heuristicas (Cano y Moral 1995; Kjeerulff 1992), orientadas

a variables discretas.

Nosotros seleccionaremos las variables a eliminar segin sea el tamafno del clique
resultante que surgiria al eliminar dicha variable, es decir, el tamano del potencial

asociado a dicho clique (Cano, Moral, y Salmerén 2000).

Definicién 7.1 Definimos el tamano de un potencial MTE representado segin un
arbol de probabilidad mirto como el niumero de nodos hojas por la cantidad de términos

exponenciales que hay en cada hoja, incluyendo el término constante.

Tal y como aprendemos las densidades condicionadas segtin vimos en el capitulo
anterior, los 4rboles resultantes son tales que el dominio de todas las variables continuas
se divide en el mismo nimero de intervalos, y todas las densidades aprendidas tienen
a lo sumo tres términos exponenciales. Por tanto es posible dar una cota superior del

tamano del arbol resultante del producto de dos arboles bajo esas dos condiciones:

Proposicion 7.2 Sean Ti,...,7T, h drboles de probabilidad miztos aprendidos segin
los algoritmos del capitulo anterior, con Y; , Z; las variables discretas y continuas de
cada uno de los drboles T;, y n; la cantidad de intervalos en los que se divide el dominio

de las variables continuas en cad drbol T;. Sea Sy, el conjunto de posibles valores que
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puede tomar la variable discreta Y; .El tamario del drbol T = T1 X To X ... X Ty no

supera la cantidad

h
II 1onl] x <\ YU Zi|2”"> x t¥

h
Yie UY;
i=1

donde k es el niumero de drboles que estdn definidos para una variable continua, y t el

numero de términos exponenciales permitidos.

Demostracion:

Cada una de las variables discretas, Y; € iL—IﬁlYi tendra tantos hijos como estados
tenga. Las variables continuas tienen tantos hijos como indica el correspondiente n;,
pero a la hora de multiplicar los arboles, hemos de considerar las intersecciones de
los intervalos en los que esta definida la variable en los dos arboles, esto es, la misma
variable continua, Z; € Z,QJIZi puede tener diferentes intervalos de particién de su do-
minio en cada uno de los dos 4rboles, 7; y 7;, por lo que hemos de considerar tantos
intervalos distintos como den lugar las intersecciones de los de cada arbol, por tanto,
si en cada arbol tiene n; intervalos distintos, en el arbol resultado de la multiplicacion

, tendrd como cota superior »_ n; intervalos de particién de su dominio.

Por tanto, combinando las variables discretas y las continuas, resulta que habra un

h
maximode [] |Qy]x| U Z;|="™ nodos hoja, y cada uno de ellos tendré el resultado
1=
YiE.QIYi
del producto de las densidades definidas sobre ellas, que, al provenir del aprendizaje
t—1
expuesto en los temas anteriores, serdn de la forma k + Zaiexp(bizj) para cualquier
i=1

variable continua Z; y un numero real p;, para las discretas, y por tanto al multiplicar,

k de ellas continuas, el resultado tiene t* términos.
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7.2. Propagacién aproximada

En la seccién 7.1 vimos que podiamos llevar a cabo la propagacién de probabilidades
en redes MTE de forma exacta mediante el algoritmo de Shenoy-Shafer. Sin embargo,
durante la propagacién, el tamano de los potenciales involucrados en los calculos puede
crecer de tal modo que la propagacién se vuelva inviable. Es entonces cuando entran

en juego los algoritmos aproximados.

Como ya vimos en el capitulo 1, existen fundamentalmente dos tipos de algoritmos
aproximados, los que se basan en la simulacién y los que simplifican la red de alguna

manera. Veremos a continuaciéon un algorimto de cada clase:

7.2.1. Penniless Simple para redes MTE

El algoritmo de propagacién Penniless (Cano, Moral, y Salmerén 2000) se basa
en el algorimto Shenoy-Shafer, pero modificando su esquema de tal forma que lo que

obtenemos son resultados aproximados.

La caracteristica principal del algoritmo es que los mensajes que se mandan durante
la propagacién sufren un proceso de aproximacion, en el que se reduce su tamaio.
El proceso de aproximacion de los potenciales, que en este algoritmo se representan
mediante arboles de probabilidad se lleva a cabo mediante es poda de arboles (Cano,
Moral, y Salmerén 2000; Cano, Moral, y Salmerén 2003; Salmerén, Cano, y Moral
2000).

Otra diferencia fundamental con el algoritmo Shenoy-Shafer es que en éste se rea-
lizan dos pasadas, con las cuales se recopila toda la informacién que subyace en la red,
pero en el algoritmo Penniless se pueden realizar mas pasadas, ya que en cada una de
ellas los mensajes se van mejorando incrementalmente en funcién de los mensajes que
van en la direccién contraria, haciendo uso por tanto de la informacién que va fluyendo

por el arbol.

Se trata pues de un método que simplifica la red, méas concretamente los potenciales
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de la red, que en nuestro caso vienen definidos por arboles de probabilidad mixtos. Para
poder aplicar esta filosofia Penniless a las redes MTE necesitamos definir la nueva

operaciéon poda sobre los potenciales:

7.2.1.1. Poda de un arbol de probabilidad mixto

Definiamos en la seccién 7.1 el tamano de un arbol en funcién del nimero de hojas
que tiene y del numero de términos exponenciales que hay en cada hoja. Parece 16gico
entonces que la forma de reducir el tamafio de un arbol sea actuando sobre estas
dos cantidades. Por tanto llevaremos a cabo la poda sobre un nodo cuyos hijos sean
funciones MTE.

Toda poda conlleva un determinado error, por lo tanto la metodologia general
serd podar, siempre y cuando el error que cometamos no supere un cierto parametro €

que fijemos. En nuestro caso mediremos el error en términos de distancia entre arboles.

Definicién 7.2 Sea T un drbol de probabilidad mizto que representa un potencial MTE
¢ definido sobre la variable X = (Y,Z). Sea T* un subdrbol de T con raiz Z € Z con
todos los hijos de Z funciones MTE. Sea ¢1 el potencial representado por T*. Sea
Tp un drbol obtenido a partir de T* cambiando ¢1 por otro potencial ¢y con la inica

restriccion de que sz ¢1dz = sz ¢odz. Se define la distancia entre T* y T5 como

DT, T3) = Eql(o} - 657 = [ 24222 - 220

donde ¢} son los potenciales ¢; normalizados, y A representa el peso total del potencial

AZ aﬁy,

)dz,

Este valor A como constante de normalizacién normalizaciéon, tiene en cuenta las
distancias entre el potencial original y el potencial resultado de la poda en relaciéon con
el peso total del potencial, pues esa distancia serd significativa dependiendo del valor

de dicho peso total.

Asi pues, definimos tres tipos de poda sobre los arboles de probabilidad mixtos.
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1. Eliminacién de términos exponenciales

Trataremos de eliminar aquellos términos exponenciales, en este caso, sin incluir
el término constante, que tengan poco peso, o influencia en la funcién de densidad.

Esto es, si tenemos en un nodo hoja la funcién
n
f(z)=k+ Z a;eb®
i=1

queremos detectar aquellos términos exponenciales a;e’? que tengan menor in-

fluencia. Para ello calculamos el peso, p;, de cada factor:

pz-:/ a;e’%dz.
Qgz

Si este peso en valor absoluto |p;| es menor que un determinado valor ¢ prefijado,
entonces estariamos en condiciones de podar ese término, siempre y cuando el

error que cometamos no supere el € prefijado.

Para podar el término y no modificar el peso total de la funcién hemos de anadir al

k
término independiente una constante, que en este caso es @, donde |Z| = sz dz

PODA_TERMINOS(7,6,¢)

ENTRADA: un arbol de probabilidad mixto 7 cuyos hijos son funciones MTE.
SALIDA: el arbol resultado de la poda.

a) Sea X la etiqueta del nodo raiz: Para cada hijo de X:
1) Sea ¢(z) =k + iaiebiz su funcion MTE.
2) Parai=1 hastazjrlz
a' Seap; = sz a;eb?dz.
b Sipi| <o

= Sea k :k-i-%-
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= Sea ¢p(z) =k + > a;ebi®.
= Sea Tp el arbol resultado de sustituir ¢ por ¢p en este hijo.
» Si D(T,7p) <e€ hacer T =Tp

b) DEVUELVE T.

Unificacién de dos hijos de una variable continua

Sea un arbol 7, cuya etiqueta del nodo raiz es una variable continua X, tal que
sus hijos son funciones MTE. Por defecto, el dominio de X esta definido por
intervalos, y para cada uno de esos intervalos, I; tenemos definida una funcién
de la forma f;(z) = k7 + f:ag €%, Puede que esas funciones sean muy parecidas
todas entre si, y que porZTcl) tanto podamos unificar varios de esos hijos en uno
solo, es decir, transformar dos funciones f;,(z) y f;,(z) definidas para X sobre
dos intervalos contiguos I, e I;, en una sola funcién f(z) definida para la variable

X sobre el intervalo I, U I,.

Esta nueva funcion seria la media de las dos funciones anteriores ponderada por

su correspondiente probabilidad, es decir, si en este caso
pi= | fu(@)dz y pj,=[ f5(z)dz
QZ QZ

son los correspondientes pesos de las funciones, la funcién por la que podamos es

) = Pi [i1(2) + pjs [ (2)

f(z
Dji + Pjs

El proceso de uniéon de los hijos de la variable X se va repitiendo para todos los
hijos con intervalos contiguos, de tal forma que podriamos llegar a una situaciéon
de unién completa de todos los intervalos en uno, lo que indicaria que la pre-
sencia del nodo con la variable X en el arbol es innecesaria, ya que no aporta
ninguna discriminacién de los valores del potencial, y por tanto procederiamos a

su sustitucion por el potencial definido en su 1inico hijo.
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PODA_UNION(7 c)

ENTRADA: un arbol de probabilidad mixto 7 cuyo nodo raiz es una variable
continua, con todos sus hijos funciones MTE.
SALIDA: el arbol resultado de la poda.

a) Sea X la etiqueta del nodo raiz.
b) Si s6lo hay un hijo:
Cambiamos la etiqueta del nodo raiz y la sustituimos por la probabilidad
del tnico hijo.
¢) Si hay més de un hijo
= Repetir
1) Sean ¢1(z) y ¢2(z) dos potenciales de dos hijos definidos para la

variable X en los intervalos contiguos I; e I, respectivamente.

2) Sean p; = sz ¢1(2) y p2 = fgz $2(2)

3) Sea
_ p161(2) + parcha(2)
olz) = D1+ P2

un potencial definido para X sobre I = I; U I,

4) Sea Tp el arbol resultado de sustituir en 7 estos dos hijos primeros

del nodo raiz por un nodo con etiqueta ¢(z)
5) Si D(T,7p) <e¢, hacer T :== PODA_UNION(7p,¢).

= Hasta que todos los pares de hijos contiguos hayan sido explorados.

d) DEVUELVE T.

3. Poda de variables discretas
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Tal y como se aprenden las distribuciones MTE, tanto las marginales como las
condicionadas, los valores de las variables discretas no apareceran nunca en la
expresién funcional de los potenciales, ni en los originales ni en los intermedios

que se generan al combinar, restringir o marginalizar los potenciales originales.

Esto es debido a que sélo se tiene en cuenta el valor de la variable discreta a
la hora de partir el dominio, incluso los potenciales marginales definidos para

variables discretas son equivalentes a tablas de probabilidad.

Por tanto, si Y es una variable discreta en un nodo en un arbol de probabilidad
mixto, cuyos hijos son funciones MTE, estas funciones estaran definidas sobre
las variables continuas del arbol, o bien seran exclusivamente numeros reales. Si
estamos en el primer caso podemos aplicar la poda de términos exponenciales,
y si estamos en el segundo caso, podamos el drbol tal y como definen Salmerén,
Cano, y Moral (2000).

Para este tipo de poda se utiliza otro tipo de distancia, la divergencia de Kullback-
Leibler (Kullback y Leibler 1951), que ya vimos en la definicién (2.3) (capitulo

2), pero entonces para dos funciones de densidad continuas.

Definicién 7.3 Se define la divergencia de Kullback-Leibler entre dos potenciales
O1 Y @2 definidos sobre la misma variable discreta Y, representados por p; 1=

1,...,d el primero y por q; 1 =1,...,d el sequndo como
Pi
DK (¢1,¢2) = Zpimg(;)

La poda en esta situacién se lleva a cabo como se muestra en (Salmerén, Cano, y
Moral 2000): Sea 7 un arbol que representa un potencial ¢ cuya raiz es la variable
discreta Y, y sus hijos son todos probabilidad, todos ellos niimeros reales, p; € IR
coni=1,...,d.Seap= %. Se sustituye el nodo Y por psi D(¢,p) < &, donde

& representa el limite para el incremento de la distancia.

Lo que estamos haciendo al podar las variables discretas del arbol de esta forma es

eliminar aquellas hojas que se asemejan a una distribucién uniforme, de tal forma
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que las podemos representar mediante un tnico valor sin demasiada pérdida de

informacién.

Para compararla con la distribucién uniforme, Salmerén, Cano, y Moral (2000)
calculan ¢ como la entropia (Kullback y Leibler 1951) de la distribucién de una
variable binaria que toma como valores de probabilidad 0.5 — € y 0.5 + ¢, esto es,

una distribucién que se diferencia de una distribucion uniforme en e.

&= —((0.5—€)log(0.5 —€) + (0.5 + €)log(0.5 + ¢€))

El algoritmo se puede enunciar asi:

PODA_DISCRETA(T ¢)

ENTRADA: un arbol de probabilidad mixto 7, con raiz una variable discreta.
SALIDA: el arbol resultado de la poda.

a) SeaY la etiqueta del nodo raiz, y sea d el nimero de hijos de Y.

1) Sea
1
P=7 Zpi
i=1
2) Sea &= —((0.5—¢€)log(0.5—¢€) + (0.5 + €)log(0.5 + €))
d
. Di —
) 1;10 09(7) < & hacer p

b) DEVUELVE T.

Una vez que ya tenemos los tres métodos de poda que podemos efectuar sobre un

potencial, veamos como los agrupamos en un tinico método:
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PODA(7.4,¢)

ENTRADA: un arbol de probabilidad mixto, 7.
SALIDA: el arbol resultado de la poda.

1. Sea X la etiqueta del nodo raiz de 7.

a) Silos hijos de X son probabilidad:

1) Si X es continua:

o' Hacer 7:= PODA_UNION(T ).

b" Hacer T := PODA_TERMINOS(7,d,c).
2) Si X es discreta

o' Hacer 7:= PODA_TERMINOS(T,d,¢).

b HAcer 7T := PODA_DISCRETA(T ).
3) Sino:

'

a’ Si X es continua, para cada hijo :

= Sean max y min los extremos del intervalo correspondientes a

este hijo.
» Hacer 7 := PODA(7 i(X&(minmaz))y
b" sino, para cada hijo:
= Sea a el valor correspondiente a la variable X para este hijo.
= Hacer 7:= PODA(7X=9).
b) DEVUELVE T.

Si la variable a podar es continua, primero intentamos unir la mayor cantidad de

hijos posible y luego eliminamos los términos exponenciales menos importantes, dado
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que si lo hiciésemos en orden inverso, al unir los intervalos nos estariamos generando

en ese hijo mas términos exponenciales de los que teniamos.

Si la variable es discreta, primero eliminamos los términos exponenciales con la
intencion de que sus funciones MTE queden definidas inicamente sobre niimeros reales,

y asi poder aplicar la poda discreta.

La forma de integrar estos métodos de poda con el algoritmo de propagacién es
podar todos aquellos arboles resultado de la combinacion y de la marginalizacién de

potenciales.

A diferencia de algoritmo Penniless original, sélo realizamos dos pasadas, las mismas
que en el algoritmo exacto Shenoy-Shafer , ya que la poda no la hemos definido de forma
condicionada a otro potencial, y por tanto el realizar mas pasadas no nos proporcionaria

mas informacioén.

Asi pues el algoritmo Penniless aplicado a redes MTE es igual que el Shenoy-Shafer,

pero tras combinar y tras marginalizar efectuamos la poda del arbol resultante.

Penniless_Simple(7,d,¢)

ENTRADA: un édrbol de cliques 7.
SALIDA: el arbol de cliques 7 tras la propagacion.
1. Seleccionar un nodo raiz R.
2. Inicializamos los potenciales de los cliques.
3. Para cada C € ne(R),
» PS_PropagarArriba(R,C,d,¢)

4. Para cada C € ne(R),
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Calcular ¢ = ¢p - H bc,—r

Crene(R)\C
Hacer ¢:= PODA(#,6,¢).

Hacer ¢ := ¢+fC,
Calcular el mensaje ¢pr_,c:=PODA(¢,0,¢).
PS_PropagarAbajo(R,C,d,¢)

5. DEVOLVER T.

donde ahora PS_PropagarArriba y PS_PropagarAbajo son como los correspon-
dientes PropagarArriba y PropagarAbajo del algoritmo Shenoy-Shafer pero incor-

porando la poda. Ambos se detallan a continuacion.

PS_PropagarArriba(C1,C5,6,¢)

1. Para cada C € ne(Cy)\C1,

= PS_PropagarArriba(C»,C,d,¢)

2. Calcular ¢ = ¢¢, - H PCr—Cy

Cg Ene(Cg)\Cl

3. Hacer ¢:= PODA(¢,0,¢).
4. Hacer ¢ := ¢*¢“1NCz,

5. Calcular el mensaje ¢¢,—,c,:=PODA(,d,¢).
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PS_PropagarAbajo(C4,C5,0,¢)

1. Para cada C € ne(Cy)\C1,

Calcular ¢ = ¢¢, - H GCl—Cy

Ck€ne(02)\01

Hacer ¢:= PODA (¢,0,¢).

Hacer ¢ := ¢+“"C2,

Calcular el mensaje ¢¢,—,c:=PODA(¢,0,€).

PS_PropagarAbajo(Cs,C,d,¢)

7.2.2. Algoritmo de propagacién basado en MCMC

Este otro algoritmo se basa en la simulacién de las variables de la red. En esta situa-
cion, las probabilidades tras la propagacion se pueden estimar por medio del método

MCMC (Markov Chain Monte Carlo), tal y como comentamos en el primer capitulo.

La propagacién MCMC genera primero una muestra de las variables de la red para
después usar dicha muestra para estimar la distribucién de las variables de interés.
La muestra se genera a partir de una configuracién inicial de las variables, donde las
variables observadas E son inicializadas a las observaciones e. Esta configuracién inicial

se puede obtener por muestreo hacia delante (Henrion 1988).

Una vez que hemos obtenido esta configuracién inicial, obtenemos una nueva simu-
lando cada variable no observada X; de acuerdo con su distribucion condicionada a su

envolvente de Markov restringida a los valores de la configuracién actual.
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El procedimiento de simulacién descrito arriba se puede aplicar a redes MTE; el
unico aspecto que habria que clarificar es cémo simular un valor para una variable con
distribucién MTE (Moral, Rumi, y Salmerén 2001).

7.2.2.1. Simulando de una distribuciéon MTE

Cuando vamos a simular una variable X; a partir de su distribucién condicional
fi(z;|Wx,) restringida a los valores w,, en la configuracién actual, simulamos de una
distribucién que depende solo de X;. Si X; es discreta, es sencillo simular un valor
para ésta variable: generamos un niimero aleatorio y aplicamos el método de inversion

(Rubinstein 1981).

Si la variable X; es continua, podemos encontrar su funciéon de densidad definida
por intervalos, y ademaés, el método de inversion no se puede aplicar en general a
densidades MTE. Sin embargo si que podemos simular valores aplicando el método de

composicidn (Rubinstein 1981).

Supongamos que la densidad de la variable a simular viene definida como:

flx)=filz) st ;<zx<pBi i=1,...,k,

donde cada una de las funciones f; son de la forma

fi(z) = ag + a1€M% + ape® + -+ apeft <z < B (7.1)

La forma de simular a partir de f(z) por el método de composicién es escoger una
de las funciones f; con probabilidad igual a f Cﬁ ' fi(z)dz y entonces simular un valor

dentro del intervalo (o, 3;) a partir de una densidad f; proporcional a f;:

__ filz)
fo’il fi(z)dx

que es también una funcién de la forma (7.1).

o <z <Bi,
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Para simular a partir de f; distinguiremos dos situaciones:

= Todos los a; de (7.1) son positivos:

Entonces podemos aplicar de nuevo el método de composicién.

1. Descomponemos la densidad f; como una suma ponderada de densidades.

fi (@) =pufi() + -+ pm S (@) (7.2)

con
m
D opi=1.
=1

2. Generamos dos numeros aleatorios u; y us.

3. Usamos u; para escoger una de las f]’- con probabilidad p;, y usamos u, para
obtener un valor para la variable X aplicando el método de inversién a la

funcién de distribucién correspondiente a f;.

= Sialgiin/os a; de (7.1) son negativos, usaremos el método propuesto por Bignami
y Matties (1971):

1. Descomponemos la densidad f; como una suma ponderada de densidades
[i@) =pifi(@) + -+ pmfra(@) (7.3)
con

m
Zp]:]. .
j=1

2. Sea N el conjunto de todos los 7 tales que p; < 0. Escribimos entonces

fi(z) = (ZP@) (Z; szfz’(x)) +szfz’($)

iEN ienPi jcy igN

= (sz> g(x) + szle(ﬂﬁ)

ieN i¢N

(7.4)
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Simular un valor z* a partir de la densidad g(z). Este valor vendra de f/(z)
b

> ien Pi

Generar un numero aleatorio wu.
filz")

Zz’EN pifi(z*)’

repetimos a partir del paso 3.

con probabilidad

Siu < aceptamos z* como valor generado para X, si no

Este método tiene una eficiencia (Rubinstein 1981) ef de

1

ef =——
Zz’géjvpi

lo que quiere decir que el ntimero esperado de valores x* que hemos de generar

para simular N valores de la variable X es de éN .

La descomposicién de (7.2) y (7.4) debe ser tal que podamos calcular la inversa de la

funcién de distribucién correspondiente a cada fj’-. Podemos obtener tal descomposicion

como sigue. Sea

entonces

Bi
cj=/ itdr j=1,...,n,
a;

1
") = —ekit =1,

es una funcién de densidad en (g, §;). Para j =0,

Bi
Co=/ dr = 3; —
@

?

y por tanto

es una densidad en (o, 3;).
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Asi, multiplicando y dividiendo cada término por el correspondiente c; podemos

escribir
1 1 1 1 1
fila) = —g———- (aoco— + a0 €M 4 agey—ePT 4 ancn—e’“’”) @ <z < B
A 2 cn
de dénde podemos tomar cdmo pesos p; = fﬁ—?‘;m, 7 =0,...,n. Veamos que real-

mente estos pesos suman uno:

- 1
ij = —5———— (@t +aici + -+ ancn)
o Ci fi(z)dx
1 Bi Bi Bi
= 5 (ao dx +a1/ e dy 4+ - .. —l—an/ ek”mdx)
*fix)dx a; o [e77
J. fi()
Bi
= fi(z)dz =1

Veamos finalmente como podemos calcular de forma sencilla el inverso de la funcién
de distribucién de cada f}, tal y como la hemos construido aqui. Si j = 0, la funcién
de distribucién es la uniforme en (o, 3;). Si j > 0, para x € (o, 3;), la funcién de

distribucién es

Fi(z) = / fi(t)dt = / —etitdt = —— (€M™ — ehi%)

Cj cjk;

Dado un ntimero aleatorio u, 0 < u < 1, su inverso se calcula asi:

u=—(eM"— %) = N =cikju+ e =
cjk;

kijz = log (cjkju + ekj“") = = kilog (cjkju + ekﬂ"”)
J

Por tanto, para j > 0,
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_ 1
Fg{ l(u)zk_log(cjkju+€k"ai) O<u<l1.
J

7.2.2.2. Estimacion a posteriori de las marginales

Una vez obtenida la muestra, las distribuciones a posteriori pueden calcularse de

las siguientes dos maneras:

1. Estimar las probabilidades del tipo P(a < X; < b) contando aquellas configura-

ciones de la muestra para las cuales X; cae en (a,b).

2. Usar las técnicas del capitulo 5 para estimar las densidades de cada variable.

7.3. Conclusiones

Hemos visto en este capitulo como adaptar a nuestras redes MTE tres de los méto-

dos mds utilizados a la hora de propagar probabilidades en las redes bayesianas.

Primero hemos demostrado que el algoritmo exacto Shenoy-Shafer (Shenoy y Shafer
1990) se puede aplicar a las redes MTE, dado que todos los potenciales intermedios
que se obtienen son a su vez potenciales MTE. De hecho, no s6lo podemos aplicar el
algoritmo Shenoy-Shafer, si no que podriamos utilizar cualquiera que no demandase la

operacion division a la hora de propagar.

Pero sabemos que hay ciertos problemas que con los métodos exactos no se pueden
resolver, debido fundamentalmente al tamano de los potenciales que se generan a la
hora de propagar, que resultan demasiado costosos de calcular y de almacenar. Para
resolver este tipo de problemas surgen los métodos aproximados. De todos ellos nos
hemos centrado en dos, para ver como los podemos adaptar a las redes MTE. Como
segundo método de propagacién hemos introducido una version simplificada del algo-
ritmo Penniless (Cano, Moral, y Salmerén 2000), que se basa en la idea de poda de
un arbol. Por poda entendemos la simplificaciéon de un arbol por otro cuyo tamano sea

menor, con la menor pérdida de informacion posible. Hemos introducido tres métodos
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de poda distintos, dependiendo de la situacion que nos encontremos en el arbol, para
acabar describiendo cémo introduciriamos esta nueva operacién en el algoritmo exacto

Shenoy-Shafer para obtener el método Penniless Stmple para redes MTE.

El dltimo método de propagacion que hemos descrito para las redes MTE se basa
en MCMC, que ya describimos para redes discretas en el capitulo 1. El funcionamiento
de dicho algoritmo en nuestro caso particular es el mismo, una vez definido el proceso

de simulacién de valores de una densidad M'TE univariante.






Capitulo 8
Conclusiones y Lineas Abiertas

Hemos estudiado las alternativas actuales en el tratamiento de redes bayesianas con
variables discretas y continuas: la discretizacién (Kozlov y Koller 1997) y el modelo
condicional gaussiano (Lauritzen 1992). Como resultado de este estudio, y tratando
ampliar la clase de problemas tratables desde el punto de vista de las redes bayesianas,
hemos propuesto el modelo MTE, que trata de capturar las buenas propiedades de los

dos enfoques anteriormente referidos.

El modelo MTE mejora en expresividad, y por tanto en poder de ajuste, a los mo-
delos discretizados, y a la vez elimina la restriccién que el modelo condicional gaussiano
impone a las relaciones entre las variables (variables continuas no pueden tener hijos

discretos).

Presentamos como estructura de representacion de los potenciales MTE los llama-
dos arboles de probabilidad mixtos, que aparecen como una extension natural de los
arboles de probabilidad, y sobre los cuales se pueden especificar las operaciones basicas
de manipulacién de informacién probabilistica (combinacién, restriccién y marginali-

zacion).

Hemos propuesto esquemas para la estimacion de los dos tipos de densidades MTE
que pueden aparecer en una red bayesiana: distribuciones univariantes (las distribucio-
nes a priori sobre los nodos raiz de la red) y distribuciones condicionadas (correspon-

dientes a los no raiz). Estos esquemas se basan en la regresién exponencial y, en el caso
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de las condicionadas, estan inspirados en los arboles de clasificacién.

Por 1ltimo, para completar la utilidad de modelos practicos a la hora de obtener
conclusiones ante la llegada de nueva informacion, hemos demostrado la posibilidad de
aplicar algoritmos de propagaciéon exacta que no requieran la operacién de division.
En concreto, hemos particularizado el estudio al caso del método de Shenoy-Shafer
(Shenoy y Shafer 1990). También hemos propuesto dos algoritmos aproximados: uno
de ellos basado en la propagacién Penniless (Cano, Moral, y Salmerén 2000), para lo
cual hemos definido métodos de poda de los darboles mixtos de probabilidad, y otro
basado en MCMC, para lo cual tuvimos que resolver el problema de la simulacién de

valores a partir de densidades MTE, usando los métodos de inversiéon y composicion.

Todo el software desarrollado para implementar los métodos propuestos en esta me-
moria se ha realizado usando el sistema Elvira (Consortiun 2002), que, al ser de dominio
publico, posibilitara que otros investigadores puedan utilizar los modelos aqui presen-

tados sin necesidad de volver a programarlos.

Pensamos que el trabajo presentado en esta memoria tiene perspectivas de continui-
dad, pues los problemas resueltos a su vez sugieren el estudio de nuevos problemas o el
refinamiento de los métodos desarrollados. En ese sentido, podemos citar las siguientes

lineas de actuaciéon para trabajos futuros:

= Mejorar los algoritmos de aprendizaje, con la intencién de incorporar las variables
condicionantes a la expresion funcional de la distribucién condicionada. Para ello,
habra que estudiar las restricciones sobre los pardmetros para garantizar que un

potencial MTE sea una densidad condicionada.

» Estudiar el aprendizaje estructural de redes MTE. Esto implica la propuesta de

métricas que tengan en cuenta la expresién de las densidades MTE.

= Adaptar mas algoritmos de propagacion de probabilidades a las redes MTE, con
el objetivo de ampliar lo maximo posible el abanico de problemas tratables. En
ese sentido, cabe plantearse disenar algoritmos de muestreo por importancia si-

milares a los desarrollados en (Salmerén, Cano, y Moral 2000; Salmer6n y Moral
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2001), que han proporcionado buenos resultados para variables discretas. Tam-
bién se puede mejorar el algoritmo Penniless simple, mediante la definicién de
informacion condicional para potenciales MTE que permita podar un potencial

en un mensaje teniendo en cuenta el mensaje en la direccién opuesta.

= Aplicar las redes MTE a problemas de clasificacién donde hay involucradas va-

riables continuas que no se ajustan a modelos gaussianos.
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A continuacién explicaremos las herramientas utilizadas para la implementacion de
los diferentes algoritmos presentados en la memoria, y haremos una breve descripcién

de los métodos utilizados para ello.

El paquete Elvira

La tarea de implementacién de los algoritmos ha sido mucho mas asequible debido
a la existencia del sistema ELVIRA (Consortiun 2002)! Se trata de una herramien-
ta implementada en JAVA (Castillo, Cobo, Gémez, y Solares 1997) para construir y

manipular modelos gréaficos probabilisticos.

Permite trabajar tanto con redes bayesianas como con diagramas de influencia,

asi como también seleccionar el tipo de estructura de datos a utilizar.

Dispone de un interfaz grafico par interactuar con el usuario, pero la principal venta-

ja es que podemos acceder libremente a todos los paquetes que ya tiene implementados.

Los paquetes en los que se organizan las clases del sistema ELVIRA son los siguien-

tes:

1. Base de datos (database). Soporta todas las clases necesarias para el manejo

de Bases de Datos.

'Se puede conseguir gratuitamente en la direccién http://leo.ugr.es/ elvira.
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2. Interfaz gréafico (gui). Para interaccionar con el usuario en un entorno de

ventanas en vez de desde la linea de comandos.

3. Inferencia (inference). Aqui estdn agrupadas todas las clases relacionadas con

los diferentes algoritmos de propagacién, tanto exactos como aproximados.

4. Aprendizaje (learning). Los diferentes método de aprendizaje, tanto estruc-

tural como paramétrico los podemos encontrar aqui ya implementados.

5. Potenciales (potential). Las clases relacionadas con las estructuras de datos

para manejar la informacién numérica.

A la hora de implementar un nuevo algoritmo en ELVIRA sélo hemos de concen-
trarnos en como implementar los aspectos novedosos de éste, dado que los problemas
de estructuras de datos y algoritmos o métodos ya conocidos que se hayan de utilizar

ya se encuentran implementados y las correspondientes clases funcionando.

En la siguiente seccién comentaremos cémo se realizaron las implementaciones de

los diferentes algoritmos de esta memoria en el sistema ELVIRA.

MTE en Elvira

En esta seccion explicaremos brevemente las diferentes clases implementadas en el
paquete Elvira para poder manejar las redes y potenciales MTE. Podemos estructurar

estas clases segin su utilizacién: estructura, aprendizaje y propagacion.

Estructura

Para poder definir un potencial MTE de forma correcta han sido necesarias dos
clases, ContinuousProbabilityTree y MixtExpDensity, que pasamos a explicar a

continuacion:
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1. ContinuousProbabilityTree : Con esta clase implementamos la estructura que

definimos en el capitulo 4 para representar los potenciales MTE, los drboles de

probabilidad miztos.

Se trata de una estructura recursiva; un ContinuousProbabilityTree se com-

pone basicamente de su etiqueta y de sus hijos, que seran a su vez Continuous-

ProbabilityTree, si el nodo es interior, y MixtExpDensity si no lo son.

M4s concretamente, un objeto ContinuousProbabilityTree tiene los siguientes

campos:

child: Es un vector, que contendra los hijos de esta variable.

cutPoints: Vector que contendra los extremos de los intervalos en los que

dividimos el dominio de la variable si es continua. Si es discreta estara vacio.

label: Un entero que indica el tipo de etiqueta del nodo, variable discreta,

variable continua o probabilidad.
var: En el caso de ser un nodo interior, la variable que representa.

value: Se trata de un objeto MixtExpDensity que representa el valor de
probabilidad de las variables que hay en el camino hasta él. Sera distinto de

NULL sélo si la etiqueta del nodo es probabilidad.

numSplits: Cantidad de cortes que hacemos en el dominio de las variables

continuas a la hora de aprender las densidades condicionadas.

numTerms: Cantidad de términos exponenciales, incluyendo la constante,
que permitimos a los potenciales. En principio restringido a 3 en los algo-

ritmos de aprendizaje.

Hay definidos varios constructores para esta clase:

ContinuousProbabilityTree(): Crea un arbol vacio.

ContinuousProbabilityTree(Continuous var, Vector cp): Creaun ar-

bol cuya variable es var, y cuyo campo cutPoints es cp.
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» ContinuousProbabilityTree(Continuous variable, Vector cp, double
x): Crea un arbol cuya variable es var, cuyo campo cutPoints es cp y cu-

yos hijos son todos probabilidad con valor constante x.

= ContinuousProbabilityTree(double p): Crea un drbol probabilidad cu-
ya densidad es constante e igual a p.

» ContinuousProbabilityTree(FiniteStates variable): Crea un arbol
cuya variable es una discreta e igual a variable.

» ContinuousProbabilityTree(MixtExpDensity f): Crea un arbol proba-

bilidad cuyo campo value es f.

Los métodos definidos en esta clase son los usuales, como los de acceso a los
diferentes campos de la clase, y también estan implementados los diferentes al-

goritmos que realizan las operaciones entre arboles, como son:

add(ContinuousProbabilityTree treel, ContinuousProbabilityTree
tree2): Devuelve un ContinousProbabilityTree resultado de la suma de

estos dos.

» addVariable(Continuous variable): Devuelve un ContinousProbabili-
tyTree resultado de eliminar la variable continua integrando con respecto a

ella.

» addVariable(FiniteStates variable): Devuelve un ContinousProba-
bilityTree resultado de eliminar la variable discreta sumando en todos sus

Casos.

= combine(ContinuousProbabilityTree treel, ContinuousProbability-
Tree tree2): Devuelve un ContinuousProbabilityTree resultado de la

combinacién de estos dos arboles.

» integral(Continuous variable, double lower, double upper):
Devuelve un ContinuousProbabilityTree resultado de integrar el arbol

con respecto de variable entre lower y upper.

» restrict(ContinuousConfiguration c): Devuelve un ContinuousPro-
babilityTree resultado de restringirlo a una determinada configuracién de

las variables (discretas y continuas).
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2.

MixtExpDensity : Con esta clase implementamos la estructura bésica de un
potencial MTE, la combinacién lineal de funciones exponenciales cuyo exponente
es una combinacién lineal de las variables en cuestién. Fundamentalmente esta

clase actiia como nodo hoja de un ContinuousProbabilityTree.

Un objeto MixtExpDensity tiene los siguientes campos:

» independent: El término independiente.

= terms: Un vector que contiene, en cada elemento una combinacién lineal

de variables, que seran los exponentes de las funciones exponenciales.

» factors: Un vector que contiene, para cada elemento el coeficiente que

multiplica a la correspondiente exponencial.

Hay definidos tres constructores para esta clase:

» MixtExpDensity(): Crea una densidad constante a 1.
» MixtExpDensity(double x): Crea una densidad constante a x.

» MixtExpDensity(double a, double b, double d, double f, double
k, Continuous x): Crea una densidad de la forma k + aeb® + de/, que

es la que creamos cuando aprendemos.

Los métodos implementados son aquellos que permiten realizar las operaciones,
es decir, combinar, sumar, integrar y restringir, ademéas de los necesarios para
gestionar correctamente la clase, es decir, aquellos que dan acceso a los distintos

campos de la clase, o los que muestran por pantalla el valor de dichos campos.

Aprendizaje

Para poder realizar el aprendizaje de densidades condicionadas MTE, ademaés
de algunos métodos de las dos clases anteriores, definimos una nueva clase,
MTELearning, que crea, a partir de una base de datos, las distintas densida-
des condicionadas que se le indiquen. Veamos con algo méas de detalle esta clase

y los métodos de las anteriores que usamos para aprender:
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a) MTELearning: Esta clase es la encargada directa del aprendizaje de densi-

dades condicionadas.

Un objeto MTELearning tiene los siguientes campos:

= cases: Un objeto DataBaseCases, es decir, una base de datos con los

valores de cada variable para cada individuo.

» variables: Las variables para las que esta definida la base de datos.
Tiene unicamente dos constructores,

= MTELearning(): Crea el objeto vacio.

= MTELearning(DataBaseCases d): Crea un MTELearning con la base
de datos d.

Los métodos implementados son:

= learnConditional(Continuous y, NodelList X, DataBaseCases ca-
ses, int intervals): Devuelve un ContinuousProbabilityTree re-
sultado de aprender para la base de datos cases una densidad condi-
cionada para la variable y dados sus padres X, partiendo el dominio de

las variables continuas en intervals intervalos distintos.

= Splitting(ContinuousProbabilityTree t, NodeList X, Continu-
ous y, ContinuousCaseListMem sample, int intervals): Méto-
do recursivo que va creando el arbol resultado del aprendizaje segin

la muestra, sample, que cae en cada uno de los nodos que se van crean-
do.

Cuando llegamos a una hoja, la forma de estimar el potencial MTE se hace

desde las dos clases anteriores:

b) ContinuousProbabilityTree: Los dos métodos que se utilizan en esta clase

SOI:

» learnUnivariate(Continuous X, Vector values, int intervals):
Devuelve un ContinuousProbabilityTree resultado de aprender la
densidad univariante para la variable X, cuyos valores estdn en el vector

values, y cuyo dominio dividiremos en intervals intervalos distin-
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tos. La forma de partir el dominio de la variable la acomete el método

siguiente

domainSplitting(Vector x, Vector y, int intervals): Devuel-
ve un vector con los limites inferiores y superiores de los distintos inter-
valos en los que dividiremos el dominio de la funcién. Los vectores x
e y son los resultantes de obtener la densidad empirica de los datos,

densidad que obtenemos con el método:

empiricDensity(Vector data, double longitud): Devuelve un vec-
tor con dos elementos, uno para los valores de la variable y otro para
los valores de la densidad, usando el método de intervalos con igual

longitud.

empiricEqualNumber0fPoints(Vector values, int intervals):
Devuelve un vector con dos elementos, uno para los valores de la va-
riable y otro para los valores de la densidad, seleccionando un nimero
determinado de intervalos con igual nimero de valores en cada uno de

ellos.

c) MixtExpDensity: Una vez que tenemos el dominio de la funcién dividido

en diferentes intervalos, s6lo nos queda estimar los parametros del potencial

MTE, con los siguientes métodos de la clase:

estimate(Continuous var, Vector x, Vector y): Devuelve un
MixtExpDensity resultado de aprender la densidad empirica (x,y), pa-

ra lo cual utiliza estos otros métodos:

checkData(Vector x, Vector y): Transforma los vectores (x,y)

para poder aplicar una regresiéon exponencial.

exponentialRegression(Vector x, Vector y): Calcula la regre-
sién exponencial y = ae® para la densidad empirica, usando para ello

el método:

linearRegression(Vector x, Vector y): Calcula la regresién li-

neal de la densidad empirica (x,y).
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Propagacion

Para cada uno de los tres tipos de propagaciéon que hemos aplicado a las redes
MTE hemos creado una nueva clase, pero estos algoritmos de propagacién no trabajan
directamente sobre la clase ContinuousProbabilityTree, sino sobre otra clase que

recoge la informacién de los potenciales: PotentialContinuouPT.

1. PotentialContinuousPT: Esta clase es una transicion entre la estructura y
la propagacién de probabilidades. A la hora de hacer los calculos, los distintos
algoritmos trabajan sobre un objeto de la clase PotentialContinuousPT, que

tiene los siguientes campos:

= values : Esun ContinuousProbabilityTree, el arbol que representa

este potencial.

Los métodos que hay implementados para esta clase son aquellos necesarios para
realizar la propagacién, tanto exacta como aproximada, es decir, los que realizan
las sumas, combinaciones, las restricciones, simulaciéon de valores de variables,
poda y demas operaciones. Estos métodos se apoyan fundamentalmente en sus

homélogos de la clase ContinuousProbabilityTree.

Si pasamos a las clases de propagacién propiamente dichas, todas son subclases

de una interfaz, Propagation, que entre sus campos cuenta con:

= network : La red en la que queremos propagar las probabilidades, con

un conjunto de evidencias:
» observations : Las observaciones que hemos de incorporar a la red.

= results : Un vector donde guardaremos en cada componente la marginal

de cada variable.

Estas dos clases, a su vez heredan de las correspondientes clases discretas, es

decir, implementadas pero sélo para variables discretas.

El algoritmo exacto Shenoy-Shafer y el Penniless Simple para redes MTE los

llevamos a cabo mediante la siguiente clase:
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2.

MTESimplePenniless: Un objeto de esta clase tiene, ademdas de los campos

de la clase Propagation, los de la clase discreta de la que hereda, entre los que

destacamos:

joinTree: El arbol de cliques sobre el que realizamos la propagacion.
Para calcular este arbol de cliques usamos las clases ContinuousJoinTree
y ContinuousTriangulation, que de nuevo son las versiones continuas de

otras clases, encargadas de calcular el arbol de cliques.

Esta clase tiene dos constructores:

MTESimplePenniless(Bnet b, Evidence e): Crea un objeto MTESim-

plePenniless a partir de la red b y las evidencias e.

MTESimplePenniless(Bnet b): Crea un objeto MTESimplePenniless
a partir de la red b.

Los métodos implementados en la clase son los necesarios para poder realizar la

propagacién, como por ejemplo:

propagate(d,e): Se encarga de llevar a cabo la propagacion, es decir, es
el encargado de llamar a los correspondientes métodos. Si § y € son cero,
eso significa que estamos aplicando el algoritmo exacto de Shenoy-Shafer,

ya que no admitiriamos poda alguna.

initMessages () : Inicializa todos los potenciales del arbol de cliques a

uno, asi como todos los potenciales de los mensajes.

navigate(NodeJoinTree sender): Es el método que comienza el paso
de mensajes, a partir de un nodo raiz sender, primero de la raiz a las hojas

y luego de las hojas a la raiz.

navigateUp(NodeJoinTree sender): Método que transmite los mensa-
jes de la raiz a las hojas.

navigateDown(NodeJoinTree sender): Método que transmite los men-
sajes de las hojas a la raiz.

Estos dos métodos anteriores calculan los distintos mensajes haciendo una

llamada al siguiente método:
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» sendMessage(NodeJoinTree sender, NodeJoinTree recipient): Cal-
cula el mensaje que el nodo sender envia al nodo recipient, multipli-
cando el potencial asociado al nodo sender por los potenciales de todos
los mensajes que recibe, y marginalizando sobre la intersecciéon de sender y

recipient.

» computeMarginals(): Calcula las marginales para todas y cada una de
las variables de la red, y guarda dichos potenciales marginales normalizados

en el vector results.

La poda de los arboles estd implementada en la clase

» ContinuousProbabilityTree:

Dado que la poda es algo propio de los arboles, en esta clase tenemos los

siguiente métodos:

e prune(ContinuouProbabilityTree cpt, double €, double ¢): Es-
te método es el general de poda, que va llamando a cada uno de los tres
particulares segiin sea el arbol. Devuelve un ContinuousProbability-

Tree resultado de la poda.

e pruneJoinInt(ContinuouProbabilityTree cpt, double e€): Imple-
menta el método de poda que realiza la unién de dos hijos de intervalos
contiguos de una variable continua. Devuelve un ContinuousProbabi-

lityTree resultado de la poda.

e pruneDeleteExpTerm(ContinuouProbabilityTree cpt, double €, double
0) : Método que va eliminando términos exponenciales de una funcion

MTE. Devuelve un ContinuousProbabilityTree resultado de la poda.

e pruneDiscrete(ContinuouProbabilityTree cpt, double ¢€): Poda
una variable discreta, y la sustituye por su media. Devuelve un ContinuousProbabilityTre

resultado de la poda.

El método de propagacion aproximada por MCMC la realizamos con la siguiente

clase:
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3. ContinuousMCMC: Es una clase que hereda de MarkocChainMonteCarlo,
la clase que implementa el método MCMC para variables discretas. Dicha clase

tiene como campo mas destacado :

= sample: Una lista de casos que representa la muestra obtenida mediante

este método de simulacion.

Los constructores de esta clase son:

= ContinuousMCMC(Bnet b, Evidence e): crea una nueva propagacion

para la red Bayesiana b, y la evidencia e.

= ContinuousMCMC(Bnet b, Evidence e, int s): crea una nueva propa-
gacién para la red Bayesiana b, y la evidencia e y una muestra de tamaifio

S.

Los métodos implementados son aquellos que, fundamentalmente simulan los

valores de las variables:

= propagate(): se encarga de llevar a cabo la propagacidén, es decir, es el

encargado de llamar a los correspondientes métodos.

» getInitialConfiguration(): devuelve una configuracion para todas las
variables de la red, la primera configuracion a partir de la que se simularan

el resto de casos de la muestra.

» generateSample (ContinuousConfiguration initialConf): método
que genera la muestra a partir de la primera configuracion initialConf.
Este método utiliza métodos propios de las clases ContinuousProbabilityTree

y MixtExpDensity para simular valores de una MTE, que son:

a) ContinuousProbabilityTree:

» simulateValue(): simulaun valor para una densidad univariante, tan-
to discreta como continua. Para ello usa los siguientes métodos de la

clase MixtExpDensity:

b) MixtExpDensity:
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m simulateGen(Continuous var,double xmin,double xmax):simulaun
valor de var entre xmin y xmax a partir de la funcién MTE correspon-
diente a esta clase. Dependiendo de si hay algin coeficiente negativo,
usamos un método u otro.

= simulate(Continuous var,double xmin,double xmax):simulaun va-

lor de var entre xmin y xmax si todos los coeficientes son negativos.

» simulateCoefNeg(Continuous var,double xmin,double xmax):simu-

la un valor de var entre xmin y xmax si hay algin coeficiente negativo.
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