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Resumen

El modelo MTE (mixtura de exponenciales
truncadas) se introdujo como una solucién ge-
neral al problema de especificar distribuciones
condicionadas para las variables continuas de
una red Bayesiana, especialmente como una
alternativa a la discretizaciéon. En este trabajo
comparamos el comportamiento de dos enfo-
ques diferentes a la hora de construir modelos
MTE condicionales en un ejemplo tomado del
campo empresarial, que es un dominio en el
cual las variables normalmente tienen distri-
buciones condicionadas continuas.

1. Introduccién

Una red Bayesiana es un modelo de un do-
minio con incertidumbre, el cual incluye dis-
tribuciones de probabilidad condicionada en
su representacién numérica. Los métodos para
modelar la funcién de densidad condicionada
de las variables continuas de una red Baye-
siana incluyen aproximaciones discretas y mo-
delos condicionales lineales Gaussianos (CLG)
[5]. Modelar funciones de densidad continuas
en redes Bayesianas usando un método que dé
lugar a soluciones tratables y en forma cerrada
es un problema de investigacion en curso.
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Recientemente, los potenciales mixturas de
exponenciales truncadas (MTE) [6] se introdu-
jeron como una alternativa a la discretizacion
para representar variables continuas en redes
Bayesianas. Moral et al. [8] sugieren una es-
tructura de arbol mixto para el aprendizaje y
la representacién de potenciales MTE condi-
cionales. Cobb y Shenoy [2] proponen una se-
rie de operaciones para la inferencia en redes
Bayesianas continuas donde las variables pue-
den ser funciones lineales deterministicas de
sus padres y las funciones de densidad se apro-
ximan mediante potenciales MTE. Este enfo-
que también puede ser implementado para re-
presentar la funcion de densidad condicionada
de una variable continua, como demostramos
en este trabajo.

El articulo compara los resultados obteni-
dos usando los cuatro métodos mencionados
anteriormente para modelar las funciones de
densidad condicionadas de las variables con-
tinuas de una red Bayesiana. El resto del ar-
ticulo se organiza como sigue. En la Seccién 2
estabelecemos la notacién y damos la defini-
cion del modelo MTE. La Seccién 3 contiene
la descripciéon de los modelos de distribucion
condicionada usados en este trabajo y la Sec-
cion 4 informa de la comparacién de estos mo-
delos en un ejemplo econométrico. El articulo
finaliza con las conclusiones en la Seccion 5.



2. Notacion y definiciones

Las variables aleatorias se denotaran me-
diante letras maytsculas, e.g., A, B,C. Los
conjuntos de variables se denotaran median-
te letras maytsculas resaltadas, e.g., X. To-
das las variables se supone que toman valores
en espacios de estados continuos. Si X es un
conjunto de variables, x es una configuracién
especifica de estados de esas variables. El es-
pacio de estados continuo de X se denota me-
diante Qx. Los potenciales MTE se denotan
mediante letras griegas mintisculas.

En las representaciones graficas, los nodos
discretos se representan mediante évalos de un
borde, los nodos continuos se representan me-
diante 6valos de doble borde y los nodos que
son funciones deterministicas de sus padres se
representan mediante 6valos de triple borde.

Un potencial mixtura de exponenciales
truncadas (MTE) [6, 9] tiene la siguiente defi-
nicion.

Definicién 1: (Potencial MTE)

Sea X = (Xi,...,X,) una variable aleato-
ria n-dimensional. Una funcién ¢ : Qx — Rt
es un potencial MTE si una de las dos siguien-
tes condiciones se cumple:

1. El potencial ¢ se puede escribir como

o(x) =ao + iai exp{ Xn:bgj)mj}
)

para todo x € {2x, donde a;,i =0,...,m
ybz(-J)7 t=1,...,m, 3 =1,...,n son nd-
meros reales.

2. El dominio de las variables, Qx, se parti-
ciona en hipercubos {Qx,,...,Qx, } tales
que ¢ se define como

o(x) =¢i(x) sixe€Qx,, i=1,...,k,

donde cada ¢i,i = 1,..., k se puede escri-
bir en la forma de las ecuacion (1) (i.e.
cada ¢; es un potencial MTE sobre Qx;).

En la definicién anterior, k£ es el nimero de
trozos y m es el nimero de términos exponen-
ciales en cada trozo del potencial MTE. Nos
referiremos a ¢; como el trozo i-ésimo del po-
tencial MTE ¢ y a Qx; como la porciéon del
dominio de X aproximado por ¢;. En este tra-
bajo todos los potenciales valen cero para re-
giones no especificadas.

Un potencial MTE f es una densidad MTE
para X si integra uno sobre el dominio de X.
En una red Bayesiana, se pueden encontrar
dos tipos de funciones de densidad: densida-
des marginales para los nodos raiz y densida-
des condicionadas para el resto de nodos. Una
densidad MTE condicionada f(z|y) es un po-
tencial MTE f(z,y) tal que tras fijar y a cada
uno de sus posibles valores, la funcién resul-
tante es una densidad para X.

3. Modelos de distribuciones condi-
cionadas

3.1. Aproximaciones discretas

La discretizaciéon de distribuciones conti-
nuas permite realizar inferencia aproximada
en una red Bayesiana con variables continuas.
Discretizar variables aleatorias continuas es
equivalente a aproximar funciones de densidad
(DF) mediante mixturas de distribuciones uni-
formes. Discretizar con un nimero pequeiio de
estados puede conducir a una baja precision,
mientras que discretizar con un nimero grande
de estados puede conducir a un esfuerzo com-
putacional excesivo. Kozlov y Koller [4] mejo-
ran la precision de la discretizacién mediante el
uso de una particién no uniforme de todas las
variables representadas por una distribucién y
ajustando la discretizacion para la evidencia.
Sin embargo, el aumento de precisiéon requiere
un algoritmo iterativo y adin es problemético
para variables continuas cuya DF marginal a
posteriori pueda variar ampliamente en fun-
cion de la evidencia de otras variables relacio-
nadas.

Sun y Shenoy [10] estudian la discretiza-
cion en redes Bayesianas donde las colas de
las distribuciones son especialmente importan-
tes. Encuentran que aumentando el nimero de



estados durante la discretizacién siempre au-
menta la precisién de la solucién; sin embargo,
utilizando distribuciones continuas sin discre-
tizar en este contexto proporciona una mejor
soluciéon que la mejor aproximacion discreta.

3.2. Modelo condicional lineal Gaussiano

(CLG)

Sea X un nodo continuo en una red Bayesia-
na hibrida, sean Y = (¥1,...,Yy) sus padres
discretos, y sean Z = (Z1,...,Z.) sus padres
continuos. Los potenciales condicionales linea-
les Gaussianos (CLG) |5] en redes Bayesianas
hibridas tienen la forma

£(X |y, 2) ~ N(wy,o+ Y _wy,izi,0y), (2)

i=1

donde y y z son una combinacién de estados
continuos y discretos de los padres de X. En
esta formula, 032, > 0, Wy,0 y Wy,; Son nimeros
reales, y wy,; se define como el i-ésimo compo-
nente de un vector de la misma dimension que
la parte continua Z de las variables padre. Esto
supone que la media de un potencial depende
linealmente de las variables padre continuas y
que la varianza no depende de las variables
padre continuas. Para cada cofiguracion de los
padres discretos de la variable X, se especifi-
ca una funcién lineal de los padres continuos
como la media de la distribucién condiciona-
da de X dados sus padres, y se especifica un
nimero real positivo para la varianza de la dis-
tribucion de X dados sus padres. Los modelos
CLG no pueden incorporar variables aleatorias
continuas cuya distribucién no sea Gaussiana
a menos que dicha distribucién se aproximada
mediante una mixtura de Gaussianas.

3.3. Arboles mixtos de probabilidad

Una densidad condicionada se puede aproxi-
mar mediante un potencial MTE usando drbol
de probabilidad mizto o arbol mixto para acor-
tar. La definicién formal es como sigue:

Definicién 2: (Arbol mixto)

Decimos que un arbol 7 es un drbol mizto
si se cumplen las siguientes condiciones:

i. Cada nodo interno representa una varia-
ble aleatoria (discreta o continua).

ii. Cada arco saliente de una variable con-
tinua Z se etiqueta con un intervalo de
valores de Z, de tal forma que el dominio
de Z es la union de los intervalos corres-
pondientes a los arcos salientes de Z.

iii. Cada variable discreta tiene un ntmero
de arcos salientes igual a su ndimero de
estados.

iv. Cada nodo hoja contiene un potencial
MTE definido sobre las variable en el ca-
mino de la raiz a esa hoja.

Los é4rboles mixtos pueden representar po-
tenciales MTE definidos por partes. Cada ra-
ma completa en el arbol determina una sub-
region del espacio donde el potencial esta de-
finido, y la funcién almacenada en la hoja de
una rama es la definicién del potencial en la
correspondiente sub-regiéon. En [7] se propone
un método para aproximar densidades condi-
cionadas mediante arboles mixtos. Se basa en
ajustar una densidad MTE en cada hoja del
4rbol mixto. Por ejemplo, el 4rbol mixto de la
Figura 1 representa la siguiente densidad con-
dicionada f(z|y):

(2,32 exp{—2z}
Si 0<y<1, 0<z<1
3,33 exp{—0,3z}
si 0<y<1, 1<2<1,5
2 exp{—2z}

Si 1<y<2, 0<z<1,5

é(z,y) = 4 (3)

\

3.4. Relaciones lineales deterministicas

Cobb y Shenoy [2] describen operaciones pa-
ra la inferencia en redes Bayesiana continuas
con variables lineales deterministicas. Dado
que la DF conjunta para las variables en una
red Bayesiana continua con variables determi-
nisticas no existe, estas operaciones se derivan
del método de las convoluciones de la teoria de
la probabilidad.
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Figura 1: Un &rbol de probabilidad mixto que re-
presenta el potencial ¢ de la ecuacion (3).

Figura 2: La red Bayesiana utilizada en la demos-
tracién de las operaciones para relaciones lineales
determinfisticas.

Consideremos la red Bayesiana de la Figu-
ra 2. La variable X tiene una DF representada
mediante el potencial MTE, ¢(z) = 1,287760—
0,116345 exp{1,601731z}, donde Qx = {z :
z € [0,1]}. La variable Z es una variable alea-
toria normal standar, i.e. £(Z) ~ N(0,1), re-
presentada mediante la 2-trozos, 3-términos
aproximacion MTE a la DF normal definida
en [1] y denotada mediante ¢. La variable Y
es una funcion deterministica de X y Z, y
esta relaciéon se representa mediante la fun-
cion de masa condicional (CMF), a(z,y,2) =
PY|{z,2}(¥) = 1{y = 3z + z + 2}, donde 1{A}
es la funcién indicador del evento A.

La DF conjunta para {X, Z} es un potencial
2-trozos MTE, definido como

o(z) - p1(z)
_ si(-3<z<0)N(0<z<1)
N ¢{v) 2(2)

donde ¢1 y 2 son el primer y el segundo tro-
zo del potencial MTE ¢. El simbolo ‘®’ deno-
ta multiplicaciéon puntual de funciones. La DF
conjunta sin normalizar para {Y, Z} se obtiene
transformando la DF para {X, Z} como sigue:

o((y — 2 —=2)/3) - p1(2)
si (=3 <2< 0)N
NO<(@y—2-2)/3<1)
((y — 2 =2)/3) - p2(2)
si(0<2z<3)N
NO0<(y-2-2)3<1) .

0(y,2) =

Esta es una operacién de marginalizacion don-
de X se elimina de la combinacién de ¥ y
y se denota mediante § = (9 ® a)~*. La fun-
cién 6 sigue siendo un potencial MTE porque
la funcién sustituida por = en 6 es lineal en Y
y Z. La DF marginal sin normalizar para Y
se obtiene integrando el potencial MTE para
{Y, Z} sobre el dominio de Z como sigue:

n(y) =6""(y) =
r y—2
[ awa e
-3
si —1<y<2
0 y—2
_ / 01(y, z) dz +/ 02(y, 2) dz
= y—5 0
si2<y<5b
3
02(y, 2) dz
y—5
sio<y<8.

Las variables Y y Z son dependientes, de mo-
do que los limites de integracién se definen de
tal manera que la funcién se integre sobre el
dominio conjunto de Y y Z. El resultado de la
operacién es un potencial MTE, excepto por
el término lineal en el primer y tercer trozo.
Este término lineal se reemplaza por un po-
tencial MTE de tal modo que las densidades
de la red Bayesiana permanezcan en la clase de
potenciales MTE (para mas detalles, ver [3]).
Las operaciones mencionadas anteriormente se
extienden con nueva notacién para modelar re-
laciones lineales determiniticas en redes Baye-
sianas hibridas en [3].

4. Un ejemplo y comparacion

En esta seccién comparamos los cuatro mé-
todos descritos en la Seccion 3 utilizando para
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Figura 3: La red Bayesiana del ejemplo para la
cotizacién de Chevron-Texaco.

ello un ejemplo tomado de un modelo econo-
métrico. Consideremos el modelo de la Figu-
ra 3 donde la variacién diaria en la cotizacion
de Chevron-Texaco (Y') depende de la del indi-
ce bursatil Standard & Poor’s (S&P) 500 (X).

Supongamos que S, es la cotizacién o valor
del indice en el tiempo n. La variacion de S en-
tre el tiempo n y el tiempo n+1 es el ratio r de-
finido como S, exp{r} = Sn+1, asumiendo una
composicién continua. Asi, podemos calcular
la variacién diaria como r = In (Sn4+1/5s) si
el intervalo de tiempo se supone que es un
dia. Si suponemos que la cotizacién o el indice
siguen un proceso estocdstico de movimiento
geométrico Brownian (GBM), la distribucién
de la cotizacién o de los indices es una distri-
bucién lognormal con pardmetros determina-
dos por el movimiento y la volatibilidad del
proceso GBM. Si las cotizaciones son lognor-
males, la variacién de la cotizacién se distri-
buye normalmente dado que el logaritmo de
la cotizacién se distribuye normalmente y que
r = In(Sp41) — In(S,). Asi, la variacion de
la cotizacién es una combinacién lineal de va-
riables aleatorias normales, que és ella misma
una variable aleatoria normal.

En este ejemplo, utilizamos valores de cie-
rre diarios para el S&P 500 y Chevron-Texaco
para cada dia laborable en el afno 2004 para
calcular las variaciones diarias. Hay 251 obser-
vaciones en la muestra. Seleccionamos aleato-
riamente 50 de ellas como conjunto de prueba
para testar las distribuciones marginales crea-
das para las variaciones de Chevron-Texaco
(Y) y utilizamos las restantes 201 para para-
metrizar varios modelos.

La ecuacién lineal y; = a+b-x;+€; viene de-
finida por una regresiéon minimo cuadratica del
valor de cotizacién de Chevron-Texaco sobre el
indice bursatil S&P 500, donde a es un térmi-
no independiente, b es la pendiente, y €; es el
término error para la observacion ¢. Estiman-

do los parametros para este modelo a partir de
los datos surge la ecuacién y; = a + b- ;. Los
residuos, calculados como e; = y; —¥;, son una
estimacion del término error del modelo, y se
se asume que siguen una distribucién normal
con media cero y una varianza denotada por
o%.

Usando los datos del afio 2004 para
Chevron-Texaco y el S&P 500 surge el mo-
delo lineal, ¢; = 0,083749 + 0,305849 - z;, con
0% =1,118700. Para este modelo, el coeficien-
te b hace referencia a la beta de la cotizacion,
el cual es un indice del riesgo sistematico de la
cotizacion, o la sensibilidad de las variaciones
de cotizacién a cambios en las variaciones de
los indices de mercado. Este coeficiente es es-
tadisticamente significativo con un t—valor de
2.86 y un p—valor (dos colas) de 0.0043.

Utilizamos los parametros del modelo de re-
gresion lineal y los datos de las variaciones
diarias en la cotizacién de Chevron-Texaco y
el S&P 500 para parametrizar trece modelos
de redes Bayesianas y comparar los resultados
obtenidos con la distribucién real de valores
de Chevron-Texaco utilizando el estadistico de
contraste KS. Donde tenga sentido, los méto-
dos se testan utilizando aproximaciones 2, 3, y
4-trozos MTE de la distribucién marginal de
las variaciones de S&P 500 (X) determinadas
utilizando el método descrito en [7]. Nos referi-
remos a ellas como aprozimaciones marginales
(MAs).

4.1. Aproximaciones discretas

Hemos considereado tres discretizaciones di-
vidiendo el dominio de las variables continuas
en 6, 9 y 12 subintervalos respectivamente.
Los intervalos han sido determinados de acuer-
do con los datos de tal manera que cada uno
contiene el mismo nimero de elementos de la
muestra. La probabilidad de cada particién
discretizada se calcula mediante méaxima ve-
rosimilitud.

4.2. Modelo CLG

Usar el modelo CLG para este ejemplo re-
quiere asumir que las variaciones del indi-
ce S&P 500 (X) se distribuyen normalmen-



te, i.e. £(X) ~ N(px,0%), y que las va-
riaciones de Chevron-Texaco (Y) se distribu-
yen normalmente con una media funciéon li-
neal de X y una varianza independiente de
X, ie. £(Y | ) ~ N(apx + b,0oy|,). La
media y varianza de las variaciones del indi-
ce S&P 500 obtenidas a partir de los datos
son 0.028739 y 0.487697, respectivamente, i.e.
X ~ N(0,028739, 0,487697). Utilizamos los re-
sultados del modelo de regresién para definir
Y |z ~ N(0,305849z+0,083749, 1,18700). Da-
do que E(Y) = 0,305849 - ux + 0,083749 y
Var(Y) = (0,305849)* - Var(X) + o3, el mo-
delo CLG determina la distribucién marginal
de Y como N(0,102797,1,137741).

4.3. Modelo de arbol mixto

Los tres modelos de arbol mixto considera-
dos en este ejemplo se construyen de acuerdo
con el método propuesto en [8], particionando
el dominio de las variables en 2, 3 y 4 trozos
respectivamente. En cada trozo se ajusta una
densidad MTE con dos términos exponenciales
mas una constante, i.e., un potencial MTE de
la forma ¢(y) = a +bexp{cr} + dexp{ex}. las
marginales se calculan usando el algoritmo de
propagacion Shenoy-Shafer adaptado a MTEs
[9]-

Durante el calculo de las marginales, lo que
involucra multiplicacién de potenciales MTE,
el nimero de términos exponenciales en ca-
da potencial aumenta. Para mantener la com-
plejidad de los potenciales MTE resultantes—
medida com el nimero total del término
utilizados—equivalente al niimero de cortes en
la aproximacién discreta, empleamos una ver-
si6n aproximada del algoritmo Shenoy-Shafer
que restringe los potenciales a dos términos
exponenciales y una constante, con los térmi-
nos extra podados como se describe en [9]. Nos
referimos a este modelo como drbol mizto po-
dado.

4.4. Modelo lineal deterministico

El modelo lineal deterministico asume que
la variacion de cotizacién de Chevron-Texaco
(Y) es una funcién lineal deterministica de la
variacion de S&P 500 (X) y un término, rui-

Figura 4: La red Bayesiana para el modelo lineal
deterministico del ejemplo para la cotizaciéon de
Chevron-Texaco.

do Gaussiano, (Z),Y =a+b-X + Z. Una
red Bayesiana representando esta situacion se
muestra en la Figura 4.

Para parametrizar este modelo, utilizamos
potenciales 2, 3, y 4-trozos MTE para X obte-
nidos mediante la aprorimacion marginal y
denotados por ¢. La variable Z es el ruido
Gaussiano que se modeliza mediante la aproxi-
macién 2-trozos, 3-términos MTE a la DF nor-
mal definida en [1] con 4 =0 y ¢ = 1,118700
y denotada mediante ¢ . La CMF para Y da-
da {Xv Z} es a(:c,y,z) ZpY\{z,z}(y) = l{y =
0,305849z + z + 0,083749}. En cada caso de
prueba, la DF conjunta ¥ = (¢ ® ¢) para
{X, Z} es un potencial MTE. La DF conjunta
sin normalizar 8(y,z) = (9 ® a)~* se obtiene
sustituyendo (y —z—0,083749)/0,305849 en la
DF conjunta para {X, Z}.

La DF marginal para Y se obtiene integran-
do la DF conjunta 6 para {Y, Z} sobre el domi-
nio de Y. Las distribuciones marginales para
Y determinadas usando las marginales 2, 3 y
4-trozos MTE para X tienen 8, 11, y 14 trozos,
respectivamente.

4.5. Comparacién

Los métodos en las Secciones 4.1 hasta
4.4 se comparan usando el estadistico de
Kolmogorov-Smirnov (KS), que se define co-
mo

D(F,G)= sup

—oo<z< 00

|F(z) = G(@)| , (4)

donde F' es una distribucion objetivo y G
es la distribucion empirica de la muestra. Es-
te estadistico se puede utilizar para construir
un contraste para la hipo6tesis de que los datos
realmente provienen de la distribucién obje-
tivo F. Los resultados del test KS (valor del



Cuadro 1: Estadisticos del contraste KS com-
parando la muestra de prueba con la distribu-
cién marginal para cada método.

KS Test

Método Interv. D p-valor Térm.

2 0.099 0.71 6
Aprox. 3 0.1013 0.6842 9
marginal 4 0.102 0.6758 12

2 0.1086 0.5969 16
Arbol 3 0.0912  0.7996 27
mixto 4 0.0842 0.8702 76
Arbol 2 0.1098 0.5826 6
mixto 3 0.0974 0.73 9
podado 4 0.1031 0.6628 12

6 0.1136 0.5389 6
Aprox. 9 0.1226 0.4399 9
discreta 12 0.1352 0.3198 12
Modelo 2 0.0871 0.8426 64
lineal 3 0.0832 0.8794 85
det. 4 0.0866 0.8472 110
CLG 1 0.0863 0.85 2

estadistico D y p-valor del test) se muestran
en el Cuadro 1.

Los resultados del test para el ejemplo con-
siderado en este trabajo muestran que los mé-
todo basados en modelos MTE dan lugar a
mejores resultados que la aproximacion discre-
ta. Incluso el caso de arboles mixtos podados
mejora la aproximacién discreta.

El modelo teérico para este ejemplo es un
modelo CLG. Los resultados del experimen-
to muestran que los modelos MTE dan lugar
a distribuciones marginales para las variables
dependientes que son muy similiares al mo-
delo CLG, obteniendo los mejores resultados
el modelo lineal deterministico. Este resultado
no es sorprendente, ya que las relaciones en-
tre las variables se supone que son lineales con
ruido Gaussiano, como en el modelo tedrico.
Sin embargo, se debe destacar que el caso de
cuatro intervalos es favorable al modelo de &r-
bol mixto en términos de p-valor, y utilizando
un menor nimero de términos.

5. Conclusiones

En este trabajo hemos comparado métodos
alternativos de especificar distibuciones con-
dicionadas en redes Bayesianas con variables
continuas. Los resultados muestran que el mo-

delo MTE es apropiado en problemas donde
el modelo teérico tiene distribuciones Gaussia-
nas, lo que es comin en problemas econométri-
cos. Utilizamos un ejemplo donde las variables
continuas se sabe que son normales para com-
parar los resultados con el modelo CLG; sin
embargo, dado que el modelo MTE se puede
usar para aproximar cualquier distribucién de
probabilidad continua, los resultados se am-
plian a modelos con densidades no Gaussia-
nas. Usando los resultados de este trabajo,
podemos deducir que los resultados obtenidos
en modelos mas grandes usando los dos enfo-
ques para estimar modelos MTE condicionales
son probablemente mas precisos; sin embargo,
se necisita una méas amplia investigacién para
comparar la complejidad de la propagacion en
modelos grandes que utilizen estos dos enfo-
ques.
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