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Resumen

En este trabajo se presenta un estudio sobre la
prediccién del valor genético en ovejas de raza
manchega usando técnicas basadas en regre-
si6n y métodos probabilisticos. El objetivo del
trabajo es doble: por un lado obtener buenas
predicciones y por otro lado testear si los mé-
todos probabilisticos basados en redes gausia-
nas son competitivos con los métodos clasicos
basados en regresion. Para ello hemos probado
con tres técnicas de cada tipo y ademaés se ha
realizado una fase de seleccion de variables pa-
ra identificar predictores simples. Como resul-
tado de los experimentos podemos ver que los
métodos basados en regresién obtienen buenos
resultados pero los basados en redes gausianas
(con las suposiciones aqui realizadas) no son
competitivos en la mayoria de los casos.

1. Motivacién

La oveja manchega es la raza ovina autoc-
tona en Castilla-La Mancha y sus dos princi-
pales productos (queso y cordero manchego)
representan méas del 50 % de la produccion fi-
nal animal en la regién. Esta importancia en
la economia de la regién junto con el objeti-
vo de ganar competitividad frente a razas fo-
raneas llevé a las autoridades de la region a
implantar hace 15 afios el Esquema de Selec-
cion de la Raza Ovina Manchega (ESROM).
El principal objetivo del ESROM es la mejora
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de las cifras productivas de la raza ovina man-
chega, principalmente en cuanto a producciéon
lechera, mediante la progresiva mejora genéti-
ca de los animales incluidos en los rebafios de
la region. Para lograr esta mejora el ESROM
provee a los ganaderos con una serie de ins-
trumentos: generacion de rankings de anima-
les atendiendo a su mérito genético, creacion
de bolsas de sementales, procesos de insemina-
cién artificial, etc, ...

El factor clave en el ESROM, es por tan-
to, el mérito genético de los animales, o mejor
dicho la estimacién de dicho mérito genético
(breeding value o BV). En el ESROM el mé-
rito genético de un animal es estimado usan-
do el modelo animal de la metodologia BLUP
(Best Linear Unbiased Prediction), que consis-
te en un modelo complejo basado en relacionar
diferentes caracteristicas mediante ecuaciones
lineales y resolver el sistema considerando de
forma simulténea toda la informacion disponi-
ble. En el sistema de ecuaciones planteado, el
método BLUP intenta tener en cuenta aque-
llos factores que no son mérito del animal (ali-
mentacion, higiene, instalaciones, ....) para que
los resultados sean comparables entre toda la
cabafia. El valor BV estimado permite situar
los animales en el ranking genealégico y tomar
decisiones sobre qué animales constituyen una
mejora genética para el rebafio, qué animales
deben (o no) ser afiadidos al catélogo de se-
mentales, qué ovejas son candidatas para ser
usadas como madres en los programas de in-



seminacion artificial, etc, ... Las autoridades
y asociaciones pertenecientes al ESROM reco-
miendan a los ganaderos hacer la reposicién
de animales en sus rebafios basindose en los
rankings obtenidos a partir del valor genético
estimado.

El valor genético (BV) de un animal es un
valor numérico que en el caso del ESROM re-
presenta la desviacién del mérito genético del
animal con respecto al BV medio de las ove-
jas de raza manchega nacidas en 1990 (cono-
cido como el afio de referencia). La estimacion
del valor genético usando BLUP es un proce-
so complejo que en el ESROM se lleva a ca-
bo cada seis meses en un centro especializado.
Ademas, el valor genético de un animal es un
valor dindmico puesto que puede cambiar de
una medicién a otra debido a cambios de pro-
duccion del propio animal, en sus parientes, en
el rebafio en general, etc ...

En este trabajo nos proponemos llevar a ca-
bo un estudio de la estimacién del valor genéti-
co usando técnicas de aprendizaje automatico
basadas en regresiéon y adicionalmente reali-
zar un caso de estudio con este problema para
estudiar predictores basados en redes Gaussia-
nas. Distinguiremos dos tareas distintas:

e Estimacion del valor genético en ovejas re-
cién nacidas. El mérito genético de una
oveja no es estimado usando el méto-
do BLUP hasta que ha tenido un pri-
mer parto y se ha controlado el perio-
do de lactaciéon posterior al parto. Hasta
ese momento se usa el indice de pedigree:
BVpadretBVmadre "
—pacre——maesre como valor genético es-

timado. Nuestra primera tarea consiste en

estudiar posibles mejoras a esta estima-
cién mediante el uso de las técnicas antes
mencionadas y/o el uso de otras variables.

e Estimacién del valor genético a partir de
BLUP. Obviamente no intentamos susti-
tuir al método BLUP para realizar la esti-
macién del valor genético, sino por el con-
trario aprender de forma supervisada de
los valores obtenidos por BLUP, e indu-
cir modelos que con mucha menos infor-
macion (variables predictoras) de la usada
por BLUP y sin necesidad de esperar a la

evaluacién global de la cabaha cada seis
meses, puedan proporcionar estimaciones
razonables, con el objetivo de poder ser
usadas en la toma de decisiones tempra-
nas.

En cuanto al estudio de los predictores ba-
sados en redes Gaussianas, el punto de partida
serd usar un método de tipo Naive Bayes. En
[4] se hace una experimentacién con un Nai-
ve Bayes (NBc) con clase continua de la que se
deduce que al contrario del caso de la clasifica-
cion, el método NBc se ve muy afectado por la
hipétesis de independencia realizada y no ob-
tiene buenas predicciones. En este trabajo es-
tudiaremos (sobre el caso de estudio propues-
to) los resultados obtenidos por otros modelos
basados en redes Gaussianas y compararemos
con los obtenidos por NBc.

Para llevar a cabo nuestro objetivo dividi-
mos el trabajo en 4 secciones ademas de esta
introduccién. En la seccién 2 describimos los
conjuntos de datos utilizados. En la seccion
3 se describen las técnicas usadas para reali-
zar la prediccién, asi como los experimentos
disefiados con ellas. A continuacion aplicamos
seleccion de variables en la seccién 4 para des-
cubrir predictores de similar rendimiento a los
ya obtenidos, pero més simples. Por altimo en
la seccién 5 presentamos nuestras conclusiones
y vias de expansién de este trabajo.

2. Conjuntos de datos

Los conjuntos de datos usados en este tra-
bajo han sido obtenidos a partir de las bases
de datos de AGRAMA (Asociacidn nacional
de Ganaderos de ovejas de RAza MAnchega),
que contienen registros sobre animales entre
los afos 1989 y 2003. Después de un proce-
so de preparacion de datos (descrito en [6])
y siguiendo las indicaciones de los expertos
de AGRAMA hemos obtenido un conjunto de
datos con aproximadamente 10000 registros y
22 variables (todas ellas numeéricas) (Tabla 1).
Dados los objetivos que hemos propuesto en el
apartado anterior, todos los registros de nues-
tro conjunto de datos corresponden a ovejas
primiparas, es decir, ovejas a las que solo se
les ha controlado una lactacion.



e Datos de valoracién genética: incluyen la
valoracién genética de padres y abuelos,
asi como un valor que indica la fiabili-
dad de la estimacién (proporcionado por
BLUP). Se incluye aqui la variable a pre-
decir BV, cuya distribucién puede obser-
varse en la figura 1.

e Datos de lactacién materna: incluye el ni-
mero de lactaciones controladas a la ma-
dre, asi como datos medios y maximos en
lactaciones de 120 dias y de otras duracio-
nes pero normalizadas en cuanto a grasa,

e Datos de lactacion: mismos datos que pa-
ra la madre excepto que no aparece la va-
riable de nimero de lacataciones por ser
siempre uno, ni las variables relativas a
maximo por coincidir con la media.

e Otros datos: en este caso se ha usado el
ndmero de hijos en el parto en el qué nacié
el animal (entre 1 y 6).

min = -33.76
max = 64.94
media = 9.64

sd = 13.857

Wbk 1,111

i b bl

Figura 1: Histograma de la variable BV

Para el proceso de estimaciéon mediante téc-
nicas de aprendizaje automatico hemos consi-
derado cuatro casos, dividiendo para cada uno
de ellos el conjunto de datos en uno de entre-
namiento (2/3 = 6926 registros) y otro de test
(1/3 = 2968 registros).

e Tarea 1: No se consideran las variables de
lactacién. Se distingue si se incluye o no la
variable indice de pedigree como variable
predictora. Notese que esta variable puede
entenderse como un proceso construccion
de atributos propio de mineria de datos

[6].

e Tarea 2: Se consideran todas las variables,
e igualmente se distingue si se incluye o no
la variable indice de pedigree como varia-
ble predictora.

3. Técnicas utilizadas

Hemos considerado 6 modelos diferentes pa-
ra predecir el valor de la variable BV, tres de
ellos basados en regresién y otros 3 en un en-
foque bayesiano.

3.1. Técnicas basadas en regresion

Las técnicas basadas en regresiéon que he-
mos usado en este trabajo son la regresion li-
neal (LR), los arboles de regresiéon (RT) y los
arboles de modelos (MT).

En el modelo de regresién lineal (LR), si
Y es la variable a predecir (o variable de-
pendiente) y X1, ..., X, son las variables pre-
dictoras (o variables independientes), el valor
de Y se obtiene ajustando un modelo § =
ai1x1 + -+ antn, donde a1, ..., a, se ajustan
a partir de la muestra por minimos cuadrados.
La limitacion de este modelo viene dada por
la suposiciéon de linealidad en la dependencia
entre la variable dependiente y las predicto-
ras, ademas de la suposicion de independencia
entre éstas.

Los arboles de regresion (RT) [2], se basan
en la discretizacién del dominio de las varia-
bles predictoras representado por una estruc-
tura de arbol, en el que cada nodo interior re-
presenta una variable predictora y cada arco
un intervalo de valores de la variable conteni-
da en el nodo del que sale. En cada nodo hoja,
se almacena un nimero real que representa el
valor estimado para la variable a predecir da-
do que el valor de las variables predictoras se
encuentra en la region determinada por el ca-
mino que va desde la raiz del arbol hasta la
hoja en cuestion. Los arboles de regresion son
capaces de representar relaciones no lineales
entre las variables predictoras y la dependien-
te, aunque tiene el inconveniente de que el ta-
maifio de los &rboles puede ser muy grande si
se pretende obtener una precision razonable.

Los arboles de modelos (MT) [8] son una



Datos de valoracién genética:

BVMaternalGM, ReBVMGM,
BVParentalGM, ReBVPGM,
BVMaternalGF, ReBVMGEF,
BVParentalGF, ReBVPGF, BV

BVFather, ReBVF, BVMother, ReBVM,

Datos de Datos de lact. materna:
lactacion: NLactM

AvLactNorm | AvLactNormM
AvLact120 MaxLactNormM
Otros: AvLact120M
TypeOfBirth | MaxLact120M

Cuadro 1: Variables en el conjunto de datos. BV es la variable objetivo.

combinacién del modelo de regresion lineal y
de los arboles de regresion, diferenciandose de
éstos en que en cada hoja se almacena una
funcién de regresion lineal en lugar de un dnico
nimero. De esta forma, se mejora el poder de
ajuste del modelo y se disminuye el nimero
de reglas necesarias, si bien las reglas son maés
complejas al consistir el consecuente en una
ecuacién de regresion.

3.2. Técnicas probabilisticas

Las técnicas probabilisticas de prediccién se
basan en la estimacién de la distribuciéon de
probabilidad de la variable dependiente dado
el valor de las variables predictoras. La predic-
cién se hace obteniendo un valor de la varia-
ble a partir de la distribucién estimada (nor-
malmente la media o la moda). En este tra-
bajo hemos considerado tres modelos basados
en la suposicién de normalidad de la distribu-
cién conjunta de todas las variables involucra-
das en el modelo, viniendo las diferencias entre
los tres modelos determinadas por las distin-
tas suposiciones de independencia entre las va-
riables. Las independencias entre las variables
se codifican mediante una red bayesiana (ver,
p-e. [7]), que es un grafo dirigido aciclico donde
cada nodo representa una variable aleatoria y
para cada nodo se especifica una distribucion
de probabilidad para la variable que contiene
dados sus padres. En particular, trabajaremos
con las llamadas redes bayesianas gaussianas
[3], en las que la distribucién conjunta es nor-
mal multivariante N (u,Y), donde p es el vec-
tor de medias y ¥ la matriz de covarianzas.

En una red bayesiana Gaussiana, la densi-
dad condiciondada de cada variable dados sus
padres es

i—1
Flaidm) ~ N i+ Big(wi = pg)vi |
j=1

donde 3;; es el coeficiente de regresion de X
en la ecuacién de regresién de X; sobre sus
padres, II;, v; = ¥; — EiniEﬁilEiTHi es la va-
rianza condicional de X; dado II; = m;, ; es
la varianza marginal de X, ¥;m; es el vector
de covarianzas entre X; y las variables de II; y
3, es la matriz de covarianzas de II;. Obsér-
vese que ;; mide la fuerza de la relacién entre
X y Xj, de forma que si 8;; = 0, entonces X;
no es un padre de X;.

Hemos considerado tres variantes de redes
bayesianas gaussianas:

e Gaussian Naive Bayes (GNB): Se ba-
sa en el modelo llamado Bayes ingenuo o
Naive Bayes, en el cual se supone que to-
das las variables predictoras son indepen-
dientes si se conoce el valor de la variable
a predecir. Esto quiere decir que los tini-
cos arcos de la red son los que van desde
la variable dependiente a cada una de las
variables predictoras, lo que implica que
todos los (3;; serédn iguales a cero salvo
cuando X sea la variable a predecir. En
[4] se hace un estudio basado en este mo-
delo pero usando kernels para modelar las
funciones de densidad. La conclusion es
que si bien la hip6tesis de independencia
no resta (mucha) precisién al modelo NB
en clasificacion, si hace que esta precisiéon
se resienta al realizar prediccién numéri-
ca.

e Gaussian TAN (GTAN): Se basa en el
modelo Tree Augmented Network (TAN),



que es un Naive Bayes donde se admite
que cada variable padre tenga un padre
més aparte de la variable dependiente. Es-
to quiere decir que para cada variable X,
dos valores (3;; seran distintos de cero, el
correspondiente a la variable a predecir y
otro mas. La construcciéon del modelo se
hace en dos pasos: (1) se construye una
factorizacion de la distribucién conjunta
entre las variables predictoras (condicio-
nada a la clase) mediante un modelo gra-
fico en forma de arbol usando el algorit-
mo propuesto en [5], y (2) se aumenta el
modelo grafico construido aiadiendo una
estructura tipo NB, es decir se anade la
variable clase y arcos desde ella a todas
las variables predictoras.

e Gaussian Full network (GFULL): Se
basa en no realizar ninguna suposiciéon de
independencia entre las variables, y por
tanto la matriz de covarianzas se estima
integramente a partir de los datos.

3.3. Experimentos

Se han probado los métodos descritos ante-
riormente para las tareas citadas en la seccion
2. La tabla 2 contiene los resultados obteni-
dos para la tarea 1, mientras que la tabla 3 se
refiere a la tarea 2. Se ha probado con distin-
tos casos: uso de todas las variables o uso de
distintos grupos (valor genético de los padres,
valor genético mas lactacion, etc...). Concreta-
mente, en ambas tablas BVp se refiere a los da-
tos de valoracién genética de los padres, BVAIl
a todos los datos de valoraciéon genética, IM se
refieren a los datos de lactaciéon de la madre,
lact a los datos de lactacion del individuo y ped
al indice de pedigree. En la primera columna
se indica el conjunto de variables usado y el
nimero de variables contenidas en el mismo.
Cada celda de las demés columnas contiene,
en primer lugar, la correlacion lineal entre los
valores reales y los estimados y en segundo lu-
gar el error cuadratico medio estandarizado de
las estimaciones. En la primera fila se indica
la correlacion y el error producido al usar el
indice de pedigree como predictor. Como da-
to adicional podemos indicar que un predictor

constante que siempre devuelva la media arit-
meética como valor predicho obtiene una corre-
lacion de 10e-7 y un error de 13.99.

Como analisis de resultados podemos indi-
car lo siguiente:

e En todos los casos los mejores resultados
son obtenidos por los drboles de modelos,
excepto cuando sélo se usa la variable pe-
digree, que son los métodos probabilisticos
los que obtienen mejor resultado.

e Los métodos probabilisticos (al menos ba-
jo las suposiciones aqui realizadas) no son
competitivos, obteniéndose los mejores re-
sultados en los casos mas sencillos, cuan-
do sélo las variables de valoracién genéti-
ca de los padres son usadas o cuando sélo
se usa la variable pedigree. Si que se apre-
cia en general que el considerar dependen-
cias mejoran los resultados, siendo habi-
tual que GFULL obtenga mejor resulta-
do que GTAN y éste que GNB, aunque
no siempre como puede verse en la pri-
mera linea de la tabla 3. En cualquier ca-
S0, hay que tener en cuenta que los datos
usados no cumplen la hipotesis de norma-
lidad conjunta. Esta hipotesis se ha con-
trastaso usando el test de Shapiro-Wilk
multivariante [9].

e En cuanto al caso de estudio, en lo rela-
tivo a la tarea 1, en los mejores casos se
ha mejorado la estimaciéon realizada por
el indice de pedigree en méas de tres pun-
tos en cuanto a correlacién y un punto
de reduccién en el error cuadrético medio
estandarizado, lo que corresponde a ba-
jar de 53 a 40 en error cuadratico medio.
Creemos por tanto que se trata de una
mejora a tener en cuenta. No obstante, la
dnica pega podria ser que se usan muchas
variables en la estimacién.

e En la tarea 2 se han obtenido correlacio-
nes superiores al 93 %, lo que creemos que
es una buena aproximacion teniendo en
cuenta que se usa mucha menos informa-
cién que en el método BLUP. De nuevo la
pega puede ser que se usan muchas varia-
bles (de entre las disponibles).



pedigree 0.8560 / 7.2792
variables LR RT MT GNB | GTAN | GFULL
BVp 2 | 0.8741 | 0.8749 | 0.8815 | 0.8781 | 0.8795 0.8795
6.7058 | 6.6928 | 6.5183 | 7.0034 | 7.0671 7.0671
ped 1| 0.8560 | 0.8532 | 0.8574 | 0.8804 | 0.8804 0.8804
7.2386 | 7.3042 | 7.2071 | 7.0034 | 7.0034 7.0034
BVall 12 | 0.8793 | 0.8794 | 0.8884 0.66 0.61 0.57
6.5751 | 6.5792 | 6.3384 | 18.876 | 15.231 14.559
BVall+ped 13 | 0.8730 | 0.8747 | 0.8839 0.765 0.549 0.553
6.8299 | 6.7908 | 6.5516 | 22.549 | 12.869 13.876
BVall+IM 17 | 0.8826 | 0.8791 | 0.8897 0.69 0.666 0.690
6.4891 | 6.5868 | 6.3023 | 15.900 | 15.006 14.550
BVall+IM-+ped 18 | 0.8761 | 0.8743 | 0.8862 0.771 0.515 0.585
6.7524 | 6.8003 | 6.4877 | 25.414 | 16.847 13.016
All 18 | 0.8828 | 0.8791 | 0.8899 0.185 0.016 0.159
6.4858 | 6.5870 | 6.2985 | 15.953 | 15.606 13.540
All+ped 19 | 0.8763 | 0.8741 | 0.8862 0.649 0.714 0.781
6.7475 | 6.8061 | 6.4885 | 15.516 | 11.235 8.691
Cuadro 2: Resultados para la tarea 1.
pedigree 0.8560 / 7.2792
variables LR RT MT GNB | GTAN | GFULL
BVp—+l 4 | 0.9101 | 0.9058 | 0.9191 0.910 0.138 -0.09
5.8311 | 5.9897 | 5.5444 6.339 | 74.828 102.32
ped+1 3 | 0.9084 | 0.9028 | 0.9103 0.918 -0.035 0.101
5.8469 | 6.0207 | 5.7902 6.046 | 75.369 74.104
BVall-+1 14 | 0.9141 | 0.9070 | 0.9246 0.386 0.387 0.426
5.7048 | 5.9523 | 5.3570 | 59.760 | 60.098 61.028
BVall+1+ped 15 | 0.9163 | 0.9122 | 0.9237 0.489 0.485 0.412
5.6019 | 5.7367 | 5.3590 | 60.059 | 60.037 59.69
BVall+1+1M 19 | 0.9244 | 0.9069 | 0.9313 0.35 0.331 0.284
5.3659 | 5.9562 | 5.1248 | 63.075 | 61.977 59.466
BVall-+1+1M+ped 20 | 0.9265 | 0.9121 | 0.9359 0.493 0.494 0.425
5.2633 | 5.7402 | 4.9273 64.71 | 60.522 58.808
All4+1 20 | 0.9245 | 0.9068 | 0.9327 0.223 0.076 0.256
5.3628 | 5.9574 | 5.0731 | 15.596 | 15.404 13.540
All+1+ped 21 | 0.9266 | 0.9121 | 0.9359 0.681 0.817 0.816
5.2590 | 5.7401 | 4.9275 | 15.027 8.815 8.492

Cuadro 3: Resultados para la tarea 2.




4. Seleccion de variables

En este trabajo no pretendemos hacer un es-
tudio del problema de la seleccién de variables
aplicado a este problema, sino tinicamente ver
si es posible encontrar de forma rdpida algunos
subconjuntos de variables que puedan usar-
se como buenos predictores. Por ello, hemos
elegido una combinaciéon de métodos de filtra-
do (filter) con métodos de envoltura (wrapper)
que evalia a lo sumo O(2n) subconjuntos de
variables, siendo n el nimero de variables pre-
dictoras en el conjunto de datos. El algoritmo
tiene dos fases, creacién de un ranking (filter)
y evaluacién de subconjuntos basada en dicho
ranking (wrapper).

4.1. Creacioén de un ranking

La creacién de un ranking entre las varia-
bles suele estar basado en medir de alguna for-
ma la relacién entre cada variable predictora y
la variable objetivo. Una de las opciones més
frecuentes es usar la cantidad de informacidn
mutua (IM) como medida. La IM es una medi-
da de interdependencia entre variables, y para
dos variables se define como:

I(X,Y)=H(X)+ H(Y) - H(X,Y),

donde H(X) es la entropia de Shannon y para
variables numéricas se define como:

100 == [ ool

Si asumimos que X e Y son variables alea-
torias Gaussianas, entonces la IM puede calcu-
larse como una transformacién del coeficiente
de correlacion p [10]:

1
I(X,Y) = —5log(1 - 0°).

También en el caso de variables aletorias
Gaussianas, en [10] se define la informacién
mutua entre dos variables X e Y condiciona-
das a una tercera Z como

I(X,Y|Z) = f%log(l —corr®(X,Y|2))

con corr(X,Y|Z) el coeficiente de correlacion
parcial. Es esta medida la que se ha usado en

el primer paso de la construccién del modelo
GTAN.

En este trabajo (al igual que en otros mu-
chos) realizaremos la suposicién de que las va-
riables se modelan con distribuciones gaussia-
nas. La tabla 4 muestra el ranking obtenido
calculando I(X;, BV) para toda variable pre-
dictora X;. Se indica con * las dos variables
que no son usadas en la tarea de prediccion en
ovejas recién nacidas.

Variable Mut. Inf.
Pedigreelndex 0.6690
BVFather 0.2972
BVMother 0.2936
BVParental GF 0.0998
AvLac120 (*) 0.0887
BVMaternalGM  0.0684
BVParentalGM  0.0607
ReBVF 0.0589
AvLacNorm (*)  0.0522
ReBVPGM 0.0361
MaxLac120M 0.0303
ReBVPGF 0.0297
BVMaternalGF  0.0257
MaxLacNormM 0.0242
AvLAc120M 0.0195
ReBVM 0.0184
ReBVMGM 0.0181
NLacM 0.0178
AvLacNormM 0.0148
ReBVMGF 0.0119
TypeOfBirth 0.0016

Cuadro 4: Ranking producido por IM.

4.2. Seleccién de un subconjunto

La seleccién de variables basada en un ran-
king suele conducir a la inclusién de las k pri-
meras variables del ranking en el subconjun-
to seleccionado. Sin embargo, esto plantea (al
menos) dos problemas:

e La eleccién de k.

e Si el ranking se ha obtenido (como es
nuestro caso) midiendo de forma indivi-
dual cada variable predictora con la va-
riable objetivo, es habitual que se afiadan



variables redundantes al subconjunto se-
leccionado.

El primer problema puede solventarse pro-
bando con subconjuntos que incluyen hasta la
variable k, k = 1,...,n, evaluando (de mo-
do wrapper) cada subconjunto con el método
de aprendizaje seleccionado y eligiendo el va-
lor de k que haya producido el mejor resultado
(minimo error, mayor correlacion, etc...). Este
es el procedimiento seguido por ejemplo en el
método Selective Ranking Naive Bayes [1], que
tiene la ventaja de evaluar O(n) subconjuntos,
pero que en general no solventa el problema
de incluir variables redundantes entre si en el
subconjunto seleccionado.

Aqui proponemos un esquema parecido al
anteriormente descrito pero que sélo afiade un
atributo al subconjunto si mejora el resultado
(evaluacion wrapper) respecto al subconjunto
actual. Ademas, la condicién de parada se mo-
difica de forma que el algoritmo se detiene si
| atributos consecutivos en el ranking no han
sido afladidos al subconjunto. El parametro [
puede verse como un parametro de lookahead,
ya que nos permite rechazar hasta [ atribu-
tos redundantes en busca de un nuevo atribu-
to significativo. Adicionalmente, como alguno
de los atributos afiadidos puede pasar a ser re-
dundante al anadirse otros con posterioridad,
dotamos al algoritmo de una fase backward que
evalia (modo wrapper) la bondad del subcon-
junto actual sin cada atributo, eliminandolo en
caso de no empeoramiento. Por tanto, la com-
plejidad méxima del método es O(2n), pero
raramente se alcanza, puesto que no es habi-
tual que todos los atributos sean incluidos en
la fase forward del algoritmo.

4.3. Experimentos

En esta subseccion indicamos los experimen-
tos realizados para seleccién de variables. He-
mos considerado las dos tareas: recién nacidos
(tabla 5) y aproximacién a BLUP (tabla 6). En
cada caso hemos probado con y sin la inclusién
de la variable indice de pedigree. En todos los
casos se ha usado el valor de lookahead (I = 5),
que se ha mostrado como satisfactorio en nues-
tros experimentos preliminares. El primer blo-

que de cada tabla hace referencia al algoritmo
de seleccién anteriormente descrito. Si obser-
vamos la tercera linea de cada caso vemos que,
en general, para los métodos basados en re-
gresion se ailaden muchos atributos. Un anélis
detallado de la situacién nos muestra que en
ocasiones se afiaden atributos que sélo mejo-
ran en la sexta o séptima cifra decimal la co-
rrelacién (métrica usada para medir la bondad
de cada subconjunto en nuestro caso) obteni-
da sin ellos. Debido a esto hemos modificado
el criterio de inclusién exigiendo una mejora
minima. En este caso (segundo bloque de las
tablas) vemos que exigiendo un uno por mil de
mejora en la correlacion, las métricas apenas
se resienten y sin embargo, el nimero de va-
riables incluidas disminuye drasticamente. No
ocurre lo mismo con los métodos probabilisti-
cos, que directamente seleccionan muy pocas
variables y, por tanto, no hay diferencia al po-
ner el umbral del 1 por mil.

Concretamente se han obtenido buenos pre-

dictores simples con los siguientes subconjun-
tos de variables:
e Tarea 1.- Arboles de modelos: Subconjunto
(BVFather, BVMother, ReBVF). Este predic-
tor mejora al indice de pedigree en 3.5 puntos
en correlacién y sélo usa 3 variables. Llama la
atencion el uso de la fiabilidad del valor pa-
terno y no el del materno, asi como el no usar
ninguna variable de lactaciéon materna.

e Tarea 2.- Arboles de modelos: Subconjunto
(BVFather, BVMother, AvLact120, BVParen-
talGM, ReBVF, ReBVM, AvLact120M). Ob-
tiene una correlacion de mas del 93 % con res-
pecto a BLUP usando sdlo 7 variables predic-
toras que ademas son razonables, valores ge-
néticos de los padres junto con la fiabilidad de
estas mediciones méas datos de lactacion del
propio animal y la madre. Adema4s se usa la
valoracion genética de la abuela materna.

e Métodos probabilisticos. En este caso se
aprecia que la seleccién de variables aqui pro-
puesta mejora significativamente su comporta-
miento. En términos de error y correlacién, los
modelos probabilisticos siguen quedando lige-
ramente por detras de la regresiéon y los ar-
boles de modelos, pero superan a los arboles



pedigree 0.8560 / 7.2792

pedigree LR RT MT GNB | GTAN | GFULL

false corr | 0.8827 | 0.8782 | 0.8923 | 0.8781 | (.8888 0.8805
rmse | 6.4858 | 6.6076 | 6.2303 | 7.0034 | 6.9954 7.1833
#att 14 5 10 2 3 3

true corr | 0.8761 | 0.8756 | 0.8864 | 0.8804 | 0.8904 0.8904
rmse | 6.7517 | 6.7680 | 6.4823 | 6.9478 | 6.7008 6.7008
#att 10 9 9 1 2 2

false corr | 0.8808 | 0.8789 | 0.8896 | 0.8781 | 0.8888 0.8888
rmse | 6.5358 | 6.5922 | 6.3033 | 7.0034 | 6.9954 6.9955
#att 6 3 3 2 3 3

true corr | 0.8747 | 0.8760 | 0.8861 | 0.8804 | 0.8904 0.8904
rmse | 6.7863 | 6.7574 | 6.4895 | 6.9478 | 6.7008 6.7008
#att 6 4 4 1 2 2
Cuadro 5: Resultados para predecir-todos con FW

pedigree 0.8560 / 7.2792

pedigree LR RT MT GNB | GTAN | GFULL

false corr | 0.9243 | 0.9078 | 0.9321 | 0.8934 | 0.9033 0.9143
rmse | 5.3687 | 5.9314 | 5.0925 | 6.8884 | 6.4091 6.0798
#att 14 6 16 3 3 3

true corr | 0.9263 | 0.9125 | 0.9344 | 0.9157 | 0.9210 0.9229
rmse | 5.2683 | 5.7297 | 4.9804 | 6.1590 | 5.8694 5.8385
fatt 16 10 12 2 2 3

false corr | 0.9230 | 0.9079 | 0.9315 | 0.8934 | 0.9033 0.9143
rmse | 5.4124 | 5.9261 | 5.1160 | 6.8884 | 6.4091 6.0798
#att 6 4 7 3 3 3

true corr | 0.9252 | 0.9119 | 0.9360 | 0.9157 | 0.9210 0.9229
rmse | 5.3082 | 5.7486 | 4.9224 | 6.1590 | 5.8694 5.8385
#att 6 6 8 2 2 3

Cuadro 6: Resultados para contrablup con FW

de regresién. Llama también la atencién que
afladen un nimero muy pequeiio de variables
al comparar con los métodos de regresién. En
cuanto a los predictores seleccionados, en la
tarea 1 béasicamente se usa sélo el pedigree, o
cuando esta variable no esté incluida, se selec-
cionan las dos valoraciones de los padres com-
plementadas con MaxLactNormM o ReVPGM
dependiendo del predictor. En la tarea 2, el pe-
digree o las dos valoraciones de los padres son
complementadas con la variable de lactacion
AvLact120, resultando en un predictor muy
destacado también en otros trabajos [6].

Por ltimo, indicar que computacionalmen-

te el proceso es muchisimo menos costoso que
con los arboles de regresién o arboles de mo-
delos.

5. Conlusiones

En este trabajo se ha evaluado el uso de téc-
nicas basadas en regresiéon y métodos probabi-
listicos para la prediccién numérica del valor
genético en ovejas de raza manchega. Se han
contemplado dos casos: prediccion en caso de
ovejas recién nacidas y prediccién en ovejas
después de su primer parto. En el primer caso



el objetivo era comparar contra la medida al
uso, el indice de pedigree, habiéndose obtenido
mejoras de mas de tres puntos en el coeficien-
te de correlacion y usando predictores simples
basados en solo tres o cuatro variables. En el
segundo caso el objetivo era obtener una bue-
na estimacion del valor genético con respecto a
la proporcionada por BLUP pero usando mu-
cha menos informacién y pudiéndose realizar
en cuanto los datos estén disponibles, sin te-
ner que esperar a la evaluacién semestral de
toda la cabafa. En este sentido se han obteni-
do correlaciones de mas del 93 % con respecto
a BLUP, lo que consideramos que es un buen
resultado.

Por otra parte nos proponiamos estudiar las
prestaciones de los métodos basados en redes
Gaussianas frente a los basados en regresion.
En este sentido lo dnico que podemos decir
es que con las suposiciones (normalidad de las
variables) aqui realizadas, ni siquiera el hecho
de considerar dependencias entre las variables
ha contribuido a obtener unos buenos resulta-
dos, quizas precisamente a la violacién de la
hipotesis de normalidad conjunta. Sin embar-
go, después de aplicar los métodos de seleccién
de variables FW el rendimiento de estos mode-
los mejora sustancialmente usando ademas un
nimero de variables realmente bajo. Creemos,
no obstante, que es necesario trabajar tanto
en el modelo estimado como en la técnica de
prediccién usada para que estos métodos me-
joren.
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